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Klasifika¢ni metody struktury ve znacich a objektech

Hledéanim struktury a vzajemnych vazeb v objektech se zabyvaji klasifikacni metody vicerozmérné
statistické analyzy MDA. Klasifikacni metody jsou postupy, pomoci kterych se jeden objekt zatadi
do existujici tfidy (diskriminacni analyza DA), nebo pomoci nichz lze neuspofadanou skupinu
objekti usporadat do n€kolika vnitiné sourodych tiid ¢i shlukt (analyza shluki CLU). Postup
klasifikace je zalozen na urcitych ptfedpokladech o vlastnostech klasifikovanych objektt.
Vyznamnou roli pfi hledani struktury a vazeb mezi objekty na zaklad¢ jejich podobnosti tvoii také
vicerozmeérné Skalovani MDS.

Zdrojova matice dat X ma rozmér n x m. Pied vlastni aplikaci vhodné metody vicerozmérné
statistické analyzy je tieba vzdy provést prizkumovou (exploratorni) analyzu dat, ktera umoznuje:

a) posoudit podobnost objektii pomoci rozptylovych a symbolovych grafu,

b) nalézt vybocujici objekty, resp. jejich znaky,

¢) stanovit, zda lze pouzit predpoklad linearnich vazeb,

d) ové&tit predpoklady o datech (normalitu, nekorelovanost, homogenitu).
Jednotlivé techniky k urceni vzdjemnych vazeb se déale dé€li podle toho, zda hledaji

1. strukturu a vazby ve znacich nebo

2. strukturu a vazby v objektech.
To tedy znamena

a) hledani struktury ve znacich v metrické Skale (faktorova analyza FA, analyza hlavnich
komponent PCA a shlukovéa analyza.)

b) hledani struktury v objektech v metrické Skale (shlukova analyza.)

¢) hledani struktury v objektech v metrické i v nemetrické Skale (vicerozmerné skalovani.)

d) hledani struktury v objektech v nemetrické Skéle (korespondencni analyza.)
Vétsina metod vicerozmérné statistické analyzy umoznuje zpracovani linedrnich vicerozmérnych
modelii, kde se zavisle proménné uvazuji jako linearni kombinace nezavisle proménnych, resp.
vazby mezi proménnymi jsou linearni. V tad¢ pripadi se také uvazuje normalita metrickych
proménnych. Uréenim struktury a vzajemnych vazeb mezi znaky ale i mezi objekty se zabyvaji
techniky redukce znaki na latentni proménné, metoda analyzy hlavnich komponent (PCA) a metoda
faktorové analyzy (FA).

Obecné patii tyto ulohy do kategorie statistického uceni (statistical learning), kdy se na zakladé
vystuptt bud’ metrickych (kardinalni), nebo nemetrickych (ordinalni, nomimalni) konstruuje
predikce, ktera je zalozena na skupiné znakl (vstupni data).
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Obecny postup vicerozmérné analyzy dat MDA

K dosazeni uspésné analyzy vicerozmérnych dat a odhaleni vSech skrytych vnitinich vazeb vcetné
klasifikace objektt do tfid je tieba vychazet z nésledujiciho typového postupu:
1. Standardizace: vicerozmérné analyze obvykle pfedchazi standardizace znakt ve sloupcich.
2. Odhady parametrit polohy, rozptyleni, tvaru a intenzita vztahu mezi znaky: vycisleni vybérové
stfedni hodnoty kazdého znaku, proménné, odhad kovarian¢ni matice S a jeji normované podoby -
korela¢ni matice R. Matice R obsahuje Pearsonovy parové korelaéni koeficienty pjj, které se je tieba
diskutovat. Uzite¢ny je zde piedevsim diagram korela¢ni matice.
3. Exploratorni analyza dat EDA: (a) posouzeni podobnosti objekti pomoci vizualnich
rozptylovych diagramt typu casement plot, draftsman plot, dale symbolovych a profilovych grafii
(hvézdicky, slunicka, obliceje, kiivky, stromy), (b) nalezeni vybocujicich objekti nebo
vybocujicich znaki ¢i proménnych mnohdy nevhodnych pro dalsi analyzu.
4. Uréeni vhodného poctu latentnich proménnych: matice S nebo R se rozlozi na vlastni Cisla a
vlastni vektory. Z Cattelova indexového grafu upati vlastnich ¢isel (Scree plot) se ur¢i vhodny pocet
latentnich proménnych (pii zobrazeni v rovin¢ se obvykle dava ptrednost prvnim dvéma latentnim
proménnym), které jeste dostatecné popisuji proménlivost v datech.
5. Uréeni struktury v proménnych (PCA a FA): hledani struktury a vzajemnych vazeb (korelace)
proménnych se provede v grafu komponentnich vah (v software zvané Plot of components weights,
loadings). Hledani struktury v objektech a téidéni objektd do shlukd se provede v rozptylovém
diagramu komponentniho skére (v software zvané Plot of principal components).
6. Urceni struktury a vidjemnych vazeb v objektech: klasifikacni postupy zatadi v diskriminacni
analyze analyzovany objekt do jednoho z jiz existujicich a pfedem zadanych shluki. Neutfidénou
skupinu objektt lze uspotadat do shlukd a vysledek tfidéni zobrazit dendrogramem v analyze
shlukti. V hierarchickém postupu je tfeba k vytvoreni shlukli vybrat vzdalenost mezi objekty
(Eukleidovskou, Manhattanovskou, Mahalanobisovu) ajednu z moznych metod: primérovou,
centroidni, nejblizSiho souseda, nejvzdalenéjsiho souseda, medidnovou, Wardovu.
7. Soulad nalezené struktury objektii a vazeb v dendrogramu a PCA (¢i FA) grafech: je tieba
vySetfit a komentovat nalezenou strukturu a vazby jednotlivych znakii, nalezenou jednak v PCA (¢i
FA) a jednak v dendrogramu podobnosti proménnych analyzou vzniklych shlukd. Dale je tieba
komentovat také strukturu a vazby klasifikovanych objekti, nalezenou v PCA a v dendrogramu
podobnosti objekti.
8. Soulad nalezené struktury objektit a vazeb diskriminacni analyzou: je ticba vySetfit a
komentovat nalezenou strukturu a vazby jednotlivych proménnych do tiid objekti také metodou
diskrimina¢ni analyzy a nasledného vyuziti Fisherovy linearni diskrimina¢ni funkce ke klasifikaci
neznamych vzorki.

Z 11 nejpouzivanéjSich metod vicerozmérné statistické analyzy MDA bylo vybrano pét
nésledujicich pocitacovych metod v riznym software, které nejlépe odpovidaji poZadovanemu
zadani analyzy a odpovidajicim vicerozmérnym datim.

1. Exploratorni analyza dat EDA
Kovariance c(X1, Xo) mezi dvéma proménnymi x1 a X je mirou jejich linearni zavislosti. Velka
absolutni hodnota kovariance indikuje silnou linearni vazbu mezi dvéma proménnymi. Mala
hodnota kovariance znamena, ze pii zméné X; se ptili§ nezméni X,. Kovariance je mirou, ktera zavisi
na pouzitych jednotkéch proménnych.
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PRIKLAD 2.2 Priizkumovd analyza zdrojové matice dat demografického souboru Lidé
Vysetfete grafickymi diagnostikami prizkumové analyzy vicerozmérnych dat, které ze 12 znakl
demografického souboru dat Lidé jsou nejvyhodnéjsi k charakterizaci osob a které znaky maji
nejvétsi miru rozptyleni. Matice obsahuje data pro n = 32 osob a m = 12 znaku, kde 16 osob bylo
vybrano ze Skandinavie (kéd A) a 16 osob ze Stfedomofi (kéd B), 16 osob jsou muZi (kéd M) a 16
osob jsou Zeny (kod F).

Data: Znaky obsahuji u kaZdé osoby vysku [cm], hmotnost [kg], délku viasu [krétka: —1, dlouha:
+1], velikost boty [evropsky standard], vék [roky], pfijem [Euro], spotfeba piva [litry na rok],
spotfeba vina [litry na rok], pohlavi [muz: -1, Zena: +1], schopnost plavat [namefeny cas na
uplavéni 500 m], ptvod [A: —1 Skandinavie, B: +1 Stfedomofi], inteligencéni kvocient IQ [evropsky
standardizovany test I1Q]. Mezi znaky jsou tfi dichotomickeé, binarni proménné, a to pohlavi, délka
viasl a pavod a ostatnich 9 znaku nabvva kvantitativnich hodnot.

Znaky x1azx 12

Osoba  Vyska Hmotnost Viasy Boty Veék Prijem Pivo Vino Sex
Plavani Puvod Q

MA = 198 92 =1 48 48 45000 420 115 =
™ 98 =] 100

MA ' 184 84 =1 44 33 33000 350 102 =1
e 92 =1 130

MA < 183 83 =1 44 37 34000 320 98 =1
> 9 —1 127

FA ﬁ 166 47 | 36 32 28000 270 78 1
g 75 -1 112

wewvr

Korelace mezi dvéma promeénnymi x1 a Xy je praktictéj$i mirou linedrniho vztahu, protoze jde o
standardizovanou kovarianci, a tedy bezrozmérnou miru. Standardizace se provadi podélenim
sou¢inem smérodatnych odchylek. Jevi se uzite¢nou mirou vnitiniho linedrniho vztahu mezi dvéma
proménnymi X; & Xo. Personiiv korelacni koeficient r Se odhaduje podle
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Koeficient determinace D = r? popisuje podil celkového rozptylu, ktery Ize objasnit linearnim
vztahem. Koeficient determinace 100D [%] vyjadfeny v procentech Casto zvany regresni rabat je
béznou mirou k vystiZzeni stupné korelace a vystihuje procento bodi, které odpovidaji linedrnimu
regresnimu modelu.
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Uvodni exploratorni (priizkumova) analyza vicerozmémych dat je stejné jako u
jednorozmérnych dat =zaloZzena na pouziti grafickych diagnostik Kk zobrazeni objektt
vicerozmérného prostoru. Pro ptipad, kdy jsou jednotlivé znaky ve sloupcich matice X maélo
korelované postacuji rozptylové diagramy pro jednotlivé kombinace sloZzek vektoru x a pro
nekorelovane pak sloupce matice X.

Rychlé posouzeni podobnosti mezi jednotlivymi objekty cili fadky datové matice usnadnuji
predevsim symbolové grafy. Jednotlivé znaky jsou v nich "kédovany" s ohledem na jejich konkrétni
hodnoty do ur¢itych geometrickych tvart, symbolii. Kazdému objektu x; tak odpovida jisty obrazec
zvany symbol. Vlastnosti dat se posuzuji s ohledem na vizualni rozdily mezi symboly. Tim lze do
jednoho grafu zahrnout vice proménnych x; , j = 1, ..., m. Prvnim krokem pfed vlastnim zobrazenim
do symboli je obvykle standardizace. Mezi zakladni typy zobrazovanych symbold patii profily,
polygony, tvare, kiivky a stromy.

Polygony jsou vlastné profily v polarnich soufadnicich, kdy kazdy znak objektu X', i = 1, ..., n
odpovida délce paprsku vychazejiciho ze spole¢ného stiedu. Paprsky déli kruznici ekvidistantné,
znaky jsou standardizovany do intervalu [0, 1]. Mezi polygony patii graf slunecnich paprskii a
hvézdicovy graf, ktery vypada na prvni pohled jako pfedchozi graf sluni¢ek. Sestava z paprsku,
reprezentujicich relativni hodnoty znakl u jednotlivych objektt, které se pro kazdy objekt spojuji v
jednom centralnim bod¢. Stejné sméfujici paprsky u riznych objekta se lisi svoji délkou. Nejkratsi
paprsek indikuje, Ze u objektu nabyva ptislusny znak nejmensi hodnoty z celého vybéru.

EDA: Symbolové grafy hvézdiCek EDA: Symbolové grafy mnohouhelniku
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Podobné nejdelSi paprsek informuje 0 nejvyssi hodnoté piislusného znaku. Délky ostatnich paprski
se pohybuji podle relativni velikosti hodnot znaku u pfislusného objektu mezi témito dvéma
krajnimi mezemi. Podobné vypovidaji i mnohouhelniky, tvdie a kiivky.

2. Analyza hlavnich komponent PCA
Podstata metody PCA

Metoda hlavnich komponent (PCA) je jednou z nejstarSich a nejvice pouZivanych metod
vicerozmérné analyzy. Nyla zavedena Pearsonem v roce 1901 a nezavisle Hotellingem v roce 1933.
Cilem je zjednodu$eni popisu skupiny vzajemné linearné zavislych neboli korelovanych znaku ¢ili
rozklad zdrojové matice dat do matice strukturni a do matice Sumové. V analyze hlavnich
komponent nejsou znaky déleny na zéavisle a nezavisle proménné jako v regresi. Techniku lze
popsat jako metodu linedrni transformace puvodnich znaki na nové, nekorelované orthogonalni
proménné nazvané hlavni komponenty. Kazda hlavni komponenta piedstavuje linedrni kombinaci
puvodnich znakt. Zékladni charakteristikou kazdé hlavni komponenty je jeji mira variability ¢ili
rozptyl. Hlavni komponenty jsou sefazeny dle dulezitosti, tj. dle klesajiciho rozptylu, od nejvétsiho
k nejmensimu. VétSina informace o variabilité pivodnich dat je pfitom soustfedéna do prvni
komponenty a nejméné informace je obsazeno v posledni komponenté. Plati pravidlo, Ze ma-li
néjaky pivodni znak maly ¢i dokonce Zadny rozptyl, neni schopen pfispivat k rozliSeni mezi
objekty.

Standardnim vyuzitim PCA je snizeni dimenze Glohy ¢ili redukce poctu znakt bez velké ztraty
informace, a to uzitim pouze prvnich n€kolika hlavnich komponent. SniZzeni dimenze ulohy se
netyka poctu pivodnich znaku. Je vyhodné piedevsim pro moznost zobrazeni vicerozmérnych dat.
Piedpoklada se, Ze nevyuzité hlavni komponenty obsahuji malé mnozZstvi informace, protoZe jejich
rozptyl je ptili§ maly. Tato metoda je atraktivni pfedevsim z diivodu, ze hlavni komponenty jsou
nekorelované. Namisto vySetfovani velkého poctu piivodnich znakli s komplexnimi vnitinimi
vazbami analyzuje uzivatel pouze maly pocet nekorelovanych hlavnich komponent.

Zaméfeni metody PCA charakterizuji jeji slozky. Prvni dvé respektive prvni tfi hlavni
komponenty se vyuzivaji pfedev$im jako techniky zobrazeni vicerozmérnych dat v projekci do
roviny nebo do prostoru. Vyhodou je, Ze tato projekce zachovava vzdalenosti a uhly mezi
jednotlivymi objekty. V fad¢ piipadt jsou hlavni komponenty pouze jednou z fazi komplexnéjsi
analyzy.

Zdrojova matice dat X (n x m) obsahuje n objektd a m znaki. Objekty jsou pozorovani, vzorky,
experimenty, méfeni, atd., zatimco znaky ¢i proménné jsou druhy signalu méfeni, méfena veli¢ina,
ale také vlastnosti (sladky, kysely, hoiky, slany, cholericky atd.), barva apod. Dilezita je zde
skutecnost, ze kazdy znak je znam pro vSech n objekti. Spravna skladba zdrojové matice X ¢ili
volba, které znaky pouzit a které objekty zafadit je delikatni ukol silné zavisly na charakteru kazde
alohy. Velikou vyhodou metody PCA je to, Ze lze pouZit jakéhokoliv poctu proménnych ve
zdrojové matici X k vicerozmérné charakterizaci. Cilem kazdé vicerozmérné analyzy je zpracovat
data tak, aby se zfeteln¢ indikoval model a odkryl skryty jev. Mys$lenka sledovani rozptylu je velice
dilezita, protoze je vlastn¢ zakladnim predpokladem vicerozmérné analyzy dat, ze ,,nalezené sméry
maximalniho rozptylu“ jsou vice ¢i méné spjaty s t€mito skrytymi jevy.

Cilem PCA je transformace puvodnich znaka x;, j = 1, ..., m, do mensiho poctu latentnich
proménnych y;. Tyto latentni proménné maji vhodngjsi vlastnosti: je jich vyrazné¢ méné, vystihuji
témef celou promeénlivost piivodnich znakit a jSou vzajemné nekorelované. Jsou nazvany hlavnimi
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komponentami a jsou to linearni kombinace ptvodnich proménnych: prvni hlavni komponenta y;
popisuje nejvetsi ¢ast proménlivosti €ili rozptylu puvodnich dat, druhad hlavni komponenta y, zase
nejveétsi Cast rozptylu neobsazené¢ho v y; atd. Matematicky feceno, prvni hlavni komponenta je
takovou linearni kombinaci vstupnich znakd, kterd pokryva nejvétsi rozptyl mezi vSemi ostatnimi
linedrnimi kombinacemi. Rozdil mezi soufadnicemi objektd v pivodnich znacich a v hlavnich
komponentach ¢ili ztrata informace projekci do mensiho poctu rozmérti se nazyva mirou tésnosti
proloZeni modelu PCA.

Graficke diagnostiky metody hlavnich komponent

Graficky lze vysledek analyzy hlavnich komponent zobrazit v nékolika diagnostickych grafech:

a) Catteliiv indexovy graf upati vlastnich Cisel (v software zvany Scree Plot a ¢esky
v software sutinovy graf). Je sloupcovym diagramem vlastnich ¢isel nebo rezidualniho rozptylu pro
stoupajici hodnoty indexu, pofadového &isla. Rada autorti ho s oblibou vyuziva k uréeni poétu
»uzitecnych® hlavnich komponent. Cattel vysvétluje scree jako tipati motského utesu €ili zlomové
misto mezi kolmou sténou a vodorovnym dnem. Vybrané ,,uzite¢né* hlavni komponenty (nebo také
faktory) pak tvofi kolmou sténu ttesu a ,,neuzitecné* hlavni komponenty (nebo faktory) piedstavuji
vodorovné moiské dno. Uzitecné komponenty jsou tak odd€leny zietelnym zlomovym mistem,
Upatim a soufadnice X tohoto zlomu je hledand hodnota indexu. Jinym, hrubSim kritériem je
Kaiserovo pravidlo, podle kterého vyuZivame ty hlavni komponenty, jejichz vlastni ¢islo je vétsi
nez jedna. Pravidlo vychdzi z mySlenky, Ze neni tfeba uvazovat komponenty, jejichZz rozptyl je
mensi nez jednotkovy rozptyl kazdého normovaného znaku. Graf tpati se vSak jevi objektivnéjSim
a praktictéjSim.

b) Graf komponentnich vah, zatézi (v software zvany Plot Components Weights). Zobrazi
komponentni vahy napiiklad pro prvni dvé hlavni komponenty. V tomto grafu se porovnavaji
vzdalenosti mezi znaky. Kratkéa vzdalenost mezi dvéma znaky znamena silnou korelaci. Lze nalézt i
shluk podobnych znakd, jez spolu koreluji. Tento graf miZzeme povazovat za most ¢i korelaci mezi
znaky a hlavnimi komponentami, protoze ukazuje, jakou mérou pfispivaji jednotlivé znaky
do hlavnich komponent. Nékdy se podaii hlavni komponenty yi, Y2, ... pojmenovat, vysvétlit a
ptidélit jim fyzikalni, chemicky nebo biologicky vyznam. Pak lze nazorné vysvétlit, jak jednotlivé
znaky X;, j = 1,..., m, pfispivaji do prvni hlavni komponenty y; nebo do druhé hlavni komponenty ys,.
Neékteré znaky X; ptispivaji kladnou vahou, jiné zapornou. Byva zajimavé sledovat kovarianci znakt
Xj v prostorovém 3D grafu komponentnich vah yi, y, a ys. Jsou-li znaky x;, j = 1,..., m, blizko sebe v
prostorovem shluku, jde o silnou pozitivni kovarianci. Vyklad grafu komponentnich vah Ize obecné
shrnout do nésledujicich bodu:

1. Diilezitost znaku X;, j = 1,..., m: znaky X s vysokou mirou proménlivosti v datech objekti
maji vysoké hodnoty komponentni vahy. Ve 2D diagramu prvnich dvou hlavnich komponent pak
lezi hodné¢ daleko od pocatku. Znaky s malou dilezitosti lezi blizko pocatku. Kdyz urcime
dulezitost znakii, ur¢ime tim také proménlivost znakl: jestlize napiiklad y; objasnuje 70 %
proménlivosti a Y, jenom 5 % (pfecteno z indexového grafu upati vlastnich ¢isel), jsou znaky Xj, j =
Znaky s Uhlem 0 stupnt mezi dvéma pravodiéi jsou zcela pozitivné korelované, znaky s uhlem 90
stupniu jsou zcela nekorelovane, zatimco znaky s hlem 180 stupnd jsou negativné korelované.

2. Korelace a kovariance: znaky x;, j = 1,..., m, jsou blizko sebe, anebo znaky x; s malym
uhlem mezi svymi pravodi¢i znakii a na stejné strané vici pocatku maji vysokou kladnou



kovarianci a vysokou kladnou korelaci. Naopak, znaky x; daleko od sebe, anebo s velikym thlem
mezi pruvodi¢i znaku, jsou negativné korelovany.
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¢) Rozptylovy diagram komponentniho skdre (v software zvany Scatterplot).
Zobrazuje komponentni skore ¢ili hodnoty oby¢ejné prvnich dvou hlavnich komponent u vSech
objektl. Lze snadno nalézt shluk vzajemné podobnych objekti a dale také objekty odlehlé a silné
odli$né od ostatnich. Diagram komponentniho skore vSak muize byt prostorovy ve tfech hlavnich
komponentach a v rovinném grafu se pak sleduje pouze jeho pramét do roviny. Tento diagram se
uziva k identifikaci odlehlych objektli, identifikaci trendt, tiid, shluki objektl, k objasnéni
podobnosti objekti atd. Je Casto nemozné analyzovat vSechny diagramy, protoze jich je velmi
mnoho: pro m = 10 znaka existuje m(m - 1)/2 = 45 diagramu, pro m = 11 pak 55 diagramti, pro m =
12 pak 66 diagramu atd. Obvykle vybirame diagramy yi vs. (Y2), Y1 VS. (Y3), Y1 VS. (y4) atd. Drzime
se prvni hlavni komponenty y;, protoZe objasiuje nejveétsi miru proménlivosti v datech. Interpretace
rozptylového diagramu komponentniho skére Ize shrnout do téchto bodi:

1. Umisteéni objektii. Objekty daleko od poc€atku jsou extrémy.

2. Podobnost objektii. Objekty blizko sebe si jsou podobné, objekty daleko od sebe jsou si
nepodobné.

3. Objekty v shluku. Objekty umisténé zietelné v jednom shluku jsou si podobné a ptitom
nepodobné objektlim v ostatnich shlucich. Dobfe oddélené shluky prozrazuji, ze lze nalézt vlastni
model pro samotny shluk. Jsou-li shluky blizko sebe, znamena to zna¢nou podobnost objektii.

4. Osamelé objekty. 1zolované objekty mohou byt odlehlé objekty, které jsou silné¢ nepodobné
ostatnim objektim.

5. Odlehlé objekty. V idealnim piipadé byvaji objekty rozptylené po celé plose diagramu. V
opacném piipadé je néco Spatného v modelu, obycejné je pritomen siln¢ odlehly objekt. Odlehlé
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objekty jsou totiz schopny zbortit cely diagram, ve srovnani se silné¢ vybocujicim objektem jsou
ostatni objekty nakumulovany do jediného uzkého shluku. Po odstranéni vybocujiciho objektu se
ostatni objekty roztfidi po celé plose diagramu a teprve pak vypovidaji o existujicich shlucich.
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6. Pojmenovani objektii. Vystizna jména objektd slouzi k hledani hlubSich souvislosti mezi
objekty a mezi pojmenovanymi hlavnimi komponentami. Snadno obkrouzime shluky podobnych
objekti nebo nakreslenim spojky mezi objekty vystihneme jejich fyzikalni ¢i chemickou nebo
biologickou podobnost.

7. Vysvétleni mista objektu. Umisténi objektu na plose v diagramu mize byt porovnavano s
komponentnimi vahami znakl ve dvojném grafu a pomoci znakl pak i vysvétleno.

3. Faktorova analyza FA
Podstata metody FA

Faktorova analyza je vicerozmérna technika k vysSetfeni vnitinich souvislosti a vztahii a odhaleni
zakladni struktury zdrojové matice dat. Tyka se analyzy struktury vnitinich vztahi mezi velkym
poctem pivodnich znakli pomoci souboru mensiho poctu latentnich proménnych, zvanych faktory.
Nejprve jsou identifikovany faktory, a pak je kazdému faktoru piidélen obsahovy, obvykle
fyzikalni, vyznam, pomoci kterého je kazdy ptvodni znak vysvétlen vybranym faktorem. Jde o dva
primarni cile faktoroveé analyzy, a to jednak sumarizaci a jednak redukci dat. VV sumarizaci dat
vyuziva faktorova analyza faktord tak, aby data zdrojové matice vysvétlila a usnadnila jejich
pochopeni daleko mensim poctem latentnich proménnych, nez je pocet puvodnich znakt. Redukce
dat je dosazeno vy¢islenim skore pro kazdy faktor a naslednou nahradou pivodnich znak novymi
latentnimi proménnymi faktory.



Podobné jako metoda hlavnich komponent patii faktorova analyza mezi metody sniZzeni dimenze
¢ili redukce poctu piivodnich znakti. Ve faktorové analyze piredpokladame, Ze kazdy vstupujici znak
Ize vyjadtit jako linearni kombinaci nevelkého pocétu spole¢nych skrytych faktori a jediného
specifického faktoru. Na rozdil od PCA se ve faktorové analyze snazime vysvétlit zavislost znakd.
K nevyhodam metody patii zejména nutnost zvolit pocet spolecnych faktoru jesté pied provadénim
vlastni analyzy.

Existuje fada riznych faktorovych modelti objasiiujicich u stejnych dat korelac¢ni strukturu
puvodnich znaki. Ne kazdy model je vSak stejn¢ informativni. Pro dobrou interpretaci faktor F se
vétSinou pozaduje co nejjednodussi struktura. Vibec nejjednodussi je takova struktura, kde ma
kazdy znak nenulovou zatéz pouze pro jeden faktor. Je snahou, aby kazdy spole¢ny faktor definoval
rozdilné skupiny vzajemné korelovanych puvodnich znakl. Takova procedura se oznacuje jako
rotace faktorii. V souradném systému, jehoz osy piedstavuji jednotlivé spole¢né faktory, které jsou
nekorelovane, tvoti znaky X;, i = 1, ..., m, shluky a ucelem rotace je poto¢it souradny systém tak, aby
byly jednotlivé shluky co nejblize novych os. Rotace, kdy se zachovava pravy Uhel mezi
spoleénymi faktory, se oznaCuje jako ortogonalni rotace. Pokud se jednotlivé osy pootaceji
nezavisle na sobé&, neni jiz zachovan pravy thel a jde 0 zobecnénou (oblique) rotaci. Obecny
faktorovy model ma celkem m znaku Xy, ..., Xm @ p spole¢nych faktora Fy, ..., Fp. Varimaxova rotace
maximalizuje rozptyl zatézi v kazdém sloupci faktorové matice. Jejim hlavnim cilem je odvodit z
dat snadno vysvétlitelné a pojmenovatelné spolecné faktory. Pocateéni odhady faktorii vSak byvaji
Casto obtizné vysvétlitelné. Je to tim, Ze vétSina faktort je korelovéana s vice znaky. Otoc¢ené faktory
jsou v idedlnim ptipad¢ zvoleny tak, ze nékteré zatéze dosahuji vysokych hodnot, blizkych +1, a
zbyvajici pak velmi nizkych, témét nulovych. Je vhodné, aby kazdy znak dosahoval vysoké zatéze
pouze u jediného faktoru, ¢ili byl faktorove cisty.

Grafické pomiicky FA

Grafické pomucky jsou daleko ndzornéj$i nez numerické hodnoty faktorovych zatézi zapsané v
tabulce. Uvedeme proto dvé uZitené grafické diagnostiky, které usnadni odhaleni vnitini struktury
v datech.

a) Graf faktorovych zatézi. Vysetieni usp&snosti ortogonalniho otoceni faktorti nabizi 2D-
nebo 3D-graf pivodnich znaki, kdyz na soutadnych osach jsou jednotlivé faktory. Jestlize bylo
oto¢enim dosazeno jednoduché struktury, objevi se v grafu shluky znakd. Znaky pti konci
soufadnicové osy maji vysokou faktorovou zatéz pouze na ptifazené ose. Tyto faktory se oznacuji
jako faktorové cisté piivodni znaky. Pivodni znaky blizko pocatku (0, 0) maji malé zatéze obou
faktorti. Plivodni znaky, které nejsou blizké nékteré soutradnici, jsou vysvétleny obéma faktory a
oznacuji se jako znaky faktorové necisté. Kdyz bylo dosazeno jednodussi struktury, mélo by byt
malo znakt faktorové necistych. K identifikovani faktorti je také tieba vytvoftit skupiny znak, které
maji vysokou faktorovou zatéz pro stejné faktory. Pak lze v tomto grafu snadno urcit i shluky
znak.

b) Graf faktorového skore. Jelikoz je cilem faktorové analyzy redukovat veliky pocet
puvodnich znakli na mensi pocet faktorl, je rovnéz uzitecné vycislit faktorové skoére pro kazdy
objekt. Graf faktorového skére pro vybrany par faktord je uzite¢ny k odhaleni vyjime¢nych hodnot
objektl, predevsim odlehlych pozorovani. Uvazujeme-li k-ty objekt, je skore pro j-ty faktor Fj
vycisleno vztahem, kde Xik je standardizovana hodnota i-tého znaku pro k-ty objekt a w;ji je
koeficient faktoroveho skore pro j-ty faktor a i-ty znak, m udava celkovy pocet vSech pivodnich

znakd.
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FAKTOR1

Diagnostikovani metodou FA
Uvedeme struény postup analyzy vnitini struktury dat, ktery obsahuje ¢tyfi zakladni kroky:

1. Vy¢isli se korela¢ni matice vSech znaki a vyznaci se znaky, které nejsou v korelaci s
ostatnimi. Vy¢isli se vhodnost faktorového modelu. UZivatel se musi rozhodnout, co bude délat s
ptipustnou neuplnou vstupni matici dat.

2. Stanovi se potiebné faktory. UZivatel se musi ujistit, jak dobie faktorovy model proklada data.

3. Rotaci faktorti se docili jejich lepsi interpretace.

4. Vycisli se faktorové skore pro kazdy objekt a naleznou se shluky podobnych objekta.

ZvySovanim poctu znakll se zvySuje moznost, ze znaky nebudou nekorelované. Uzivatel by mél
veédét, jak jsou znaky vnitiné svazany, aby tak 1épe vysvétlil sva experimentalni data. Je-1i pocet
znaka pfili§ veliky, nebo je-li tfeba vystihnout data mensSim poctem znaki, faktorova analyza
poslouzi vytvofenim novych znaku pti zachovani ptivodni povahy a charakteru dat. VSechny znaky
jsou uvazovany soubézné, kazdy je vztazen ke vSem ostatnim. Jde o linearni kombinaci vSech
puvodnich znakd.

Na kazdy faktor se lze divat jako na zavisle proménnou, ktera je funkci celého souboru ostatnich
puvodnich znak.

a) Nejprve identifikujeme s t r u k t u r u zestrué¢nénim dat, a to vySetfenim korelaci mezi znaky
(ve sloupcich) nebo korelaci mezi objekty (v tadcich). Je-li cilem zestru¢néni popisnych
charakteristik, aplikuje se faktorova analyza na korelaéni matici znakd a analyza se nazyva R-
faktorova analyza. Faktorova analyza se muze aplikovat také na korela¢ni matici objekti, a pak se
nazyva Q-faktorova analyza. Zhustuje velky pocet objektl do rizné velkych shlukti. Vyhodnéjsi
byva uzit analyzu shluku.
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b) Pak nasleduje redukce dat. Faktorova analyza muze z velkého poctu ptivodnich znakd, vedle
identifikace reprezentativni skupiny souboru nékterych znaktl, vytvofit naprosto novou skupinu
znakl o daleko men$im poctu a tou nahradit ptivodni znaky. Cilem je zachovat povahu a charakter
puvodnich znakli pfi redukei jejich poctu za ucelem zjednoduSeni vicerozmérné analyzy dat.
Piispévky kazdého znaku do faktoru, zvaného zatez, je totiz vse, co je potiebné k této analyze.

¢) Uziti faktorové analyzy s ostatnimi technikami vicerozmérné analyzy dat poskytuje ptimy
pohled do vnitinich vztahti mezi znaky a objekty. Zestru¢néni popisu dat poskytuje uZivateli jasné
vysvétleni, jak velky vyznam ma ten ktery znak, s kterymi vlastnostmi je spojen a kolik znakli ma
vliv na vlastni analyzu.

d) Redukce dat a jejich sumarizace mize byt provedena bud’ s piivodni skupinou znaki, nebo se
znaky vytvofenymi novou analyzou. Kdyz bude do analyzy zahrnut nekriticky velky pocet vSech
ptavodnich znaki, je mala Sance na dobry vysledek.

4. Analyza shluki CLU
Podstata metody CLU

Analyza shluki (Cluster analysis, CLU) patfi mezi metody, které se zabyvaji vySetfovanim
podobnosti vicerozmérnych objekti (tj. objekti, u nichZ je zméfeno vEétsi mnozstvi proménnych) a
jejich klasifikaci do ttid €ili shluki. Hodi se zejména tam, kde objekty projevuji pfirozenou tendenci
se seskupovat. Navzdory starému ptislovi, Ze opaky se pfitahuji, v piirodé se ukazuje, ze plati spise
pravidlo, Ze podobné véci se sjednocuji. I kdyZ analyza shlukii a diskriminaéni analyza klasifikuji
objekty do kategorii, diskrimina¢ni analyza vyzaduje znat pfedem pfislusnost objekti do tfid, aby se
odvodilo klasifika¢ni pravidlo.

V analyze shluktl je nezndma pftislusnost do tfid vSech objekti. Dokonce i pocet tfid ¢i shlukt je
neznadmy. Lze formulovat tfi hlavni cile analyzy shlukd:

1) popis systematiky, jenz je tradiénim vyuzitim shlukové analyzy pro prizkumové cile a
taxonomii, coz je empiricka klasifikace objekta,

2) zjednoduSeni dat, kdy analyza shlukii poskytuje pii hledani taxonomie zjednoduSeny pohled
na objekty,

3) identifikaci vztahu, kdy po nalezeni shluki objektd, a tim i struktury mezi objekty, je
snadng&j$i odhalit vztahy mezi objekty.

Cile shlukové analyzy nelze odd¢lit od hledani a volby vhodnych znakid k charakterizovani
shlukovanych objekti. Nalezené shluky vystihuji strukturu dat pouze s ohledem na vybrané znaky.
Volba znaki musi byt provedena na zaklad¢ teoretickych, pojmovych a praktickych hledisek.
Vlastni shlukova analyza neobsahuje techniku k rozliseni vyznamnych a nevyznamnych znaka.
Provede pouze odliSeni shlukii. Nespravné zafazeni znakt vede k zahrnuti i odlehlych objekti, které
mohou mit rusivy vliv na vysledky analyzy. M¢ly by byt vyuzity pouze takové znaky, které
dostatecné rozliSuji mezi objekty.

Pfi odhalovani struktury objekti je shlukova analyza velmi citliva na pfitomnost nevyznamnych
znakii. Je citliva také na piitomnost odlehlych objektii, které se silné odliSuji ode vSech ostatnich
objekti. Odlehlé objekty mohou predstavovat bud’ skute¢né odchylené, patologické objekty, které
nepiedstavuji analyzované populace, nebo chybny vybér objektu z populace, ktery zpisobi
nevhodné zastoupeni ptavodni populace. V obou piipadech odchylené objekty zborti strukturu dat a
zpusobi, ze nalezené shluky nebudou odrazet skute¢nou strukturu analyzované populace.
Nejsnadnéjsim zptisobem piedbézného odhaleni odlehlych objekth je profilovy diagram znaki. Je
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mozné pouzit také dal§i zpisoby znazornéni vicerozmérnych dat, které umoznuji indikaci
vybocujicich objektd. Postupy prizkumové analyzy vicerozmérnych dat se stavaji tézkopadnymi pfi
velkém poctu objektll nebo znakl. Vybocujici objekty je obvykle tfeba z dat odstranit, 1 kdyZ si
musime byt védomi, ze jejich odstranénim se mnohdy zborti aktualni struktura. Vypousténi objektt
by proto mélo byt velmi uvazlivé.

Miry podobnosti

Myslenka podobnosti objektt je v analyze shlukti mySlenkou zakladni. Podobnost mezi objekty je
uzita jako kritérium tvorby shlukt objekt. Nejdiive se stanovuji znaky urcujici podobnost, které se
dale kombinuji do podobnostnich mér. Timto zplisobem pak miize byt objekt porovnan s jinym
objektem. Analyza shlukd vytvari shluky podobnych objekti. Meziobjektova podobnost mize byt
métena rozli€nymi zplisoby, které se daji obycejné zatadit do jedné ze tii zakladnich skupin, a to
miry korelace, miry vzdalenosti a miry asociace. Kazda z nich piedstavuje zvlastni pohled na
podobnost, ktera je zavisla na objektech a na typu dat. Korelaéni a vzdalenostni miry jsou miry
metrickych dat, zatimco asocia¢ni miry jsou ur€eny spise pro nemetricka data.

2.3 Miry podobnosti

Podobnost je méfena rozlicnymi zpusoby

Miry vzdalenosti: nejcastéji uzivané miry podobnosti. Vzdalenost je reciproka
hodnota podobnosti. Cim vétsi hodnota vzdalenosti, tim mens$i podobnost.

Euklidovska vzdalenost Manhattanovska vzdalenost
$ A
y1 y1
D =i(y2-y1)'3l-(x2-x1)4 D = ly,-y, I+Ix,-x |
YY, ¥V,

B ‘ B

y2 y2

X=X,
x1 x2 x1 x2

[Eukleidovska vzdalenost zvanataké geometricka melrika ~ Manhattanska vzdalenost zvana take vzdaienost mésiskych

R 2 m
i D = gy ™ ) der ) = L 1oy~ 5
J:

a) Korelac¢ni miry. Zakladni mirou podobnosti dvou objektit & znak X; a X;, vyjadfenych
v kardinalni skale, mize byt Pearsonitv pdrovy korelacni koeficient r. Objekty jsou si tim
je analogickou mirou podobnosti Spearmaniiv korelacni koeficient. Obyéejné se vychazi z
transponované matice dat X', kdy sloupce predstavuji objekty a tadky pak znaky. Korelagni
koeficienty mezi dvéma sloupci matice X' predstavuji korelaci mezi dvojici objekti. Tomu
odpovida podobnost jejich profili v profilovém diagramu. Vysoka korelace prozrazuje vysokou
,podobnost™ a nizka korelace pak ,,nepodobnost* profili. Korela¢ni miry piedstavuji podobnost
odpovidajicich si ,,vzorti“ posuzovanou pies v§echny znaky. Korela¢ni miry se vSak uzivaji ztidka,
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protoze v praktické analyze je kladen dlraz vice na velikosti objektli nez na tvar jejich profilovych
kiivek. Nejpouzivanéjsi miry vzdalenosti: a) eukleidovska D, b) manhattanska vzdalenost D.

Aglomeraéni zpusoby (algoritmy) vystavby
dendrogramu shluku:

Metoda nejblizdiho souseda: je postavena na
minimalni vzdalenosti objektq.

Metoda nejvzdalenéjsiho souseda: je

postavena nikoliv na minimalni ale na maximalni
vzdalenosti.

Metoda nejbliz§iho souseda

Metoda nevzdalenéjsiho souseda

5

Metoda primérné vzdalenosti

Metoda pramérového linkovani: kritériem je
primérna vzdalenost viech objektl v jednom shluku
ke vsem objektim ve druhém shluku.

Wardova metoda: vzdalenost mezi dvéma shluky
je tvofena na zakladé sumy Etvercl pies véechny
proménné mezi dvéma shluky.

spojenych Euklidovskou vzdalenosti nebo tvercem
Euklidovake vzdélenost. TEZi&t8 shiuku je praméma Melois Werdova

hodnota objektd v promé&nnych, vyjadfena ve
shlukovych proménnych.

b) Miry vzdalenosti. Piedstavuji nejéastdji uzivané miry zaloZené na prezentaci objekti v
prostoru, jehoz soufadnice tvofi jednotlivé znaky. Pokud tyto miry spliiuji pozadavky symetrie d(x,
y) = d(y, x) a trojuhelnikovou nerovnost d(x, y) < d(x, z) + d(y, z), jde o tzv. metriky. Pti porovnani
na profilovém diagramu je ziejmé, Ze vzdalenosti se zamétuji na velikost hodnot a vyhledani kiivek
v profilovém diagramu, které jsou blizko sebe, i kdyz u jednotlivych znakt velmi odlisného tvaru.
Pouziti korelace vede na jiné shluky nez pouziti vzdalenostnich mér. Nejcastéjsi vzdalenostni mirou
je eukleidovska vzdalenost zvana také geometrickd metrika, ktera ptedstavuje délku piepony
pravouhlého trojuhelnika a jeji vypocet je zalozen na Pythagorové vété. Plati, ze predstavuje
standardni typ vzdalenosti. Vedle eukleidovské vzdalenosti se uZiva také ctverec eukleidovské
vzdalenosti, ktery tvofi zaklad Wardovy metody shlukovani. Existuje nékolik dalSich
vzdalenostnich mér. Casto je uzivand manhattanska vzdalenost zvana také vzddlenost méstskych
blokii nebo Hammingova metrika. Pfed uzitim této vzdalenosti se musime ujistit, Ze znaky spolu
nekoreluji. KdyZ tato podminka neni splnéna, shluky jsou nespravné. Problém vSech vzdalenostnich
mér vznika pii pouziti nestandardizovanych dat, které mohou zpusobit rozdily mezi shluky, a to
odli$nosti jednotek méfeni. Shluky rtiznych vzdalenostnich mér se budou lisit, nejvetsi rozptyleni
mezi shluky bude u ¢tverce eukleidovské vzdalenosti. Pofadi podobnosti se vyznamné zméni se
zménou méfitka nebo zménou jednotek jednoho ze znakil. Skalovani znak(i ma veliky dopad na
koneéné feSeni. Standardizace znakd by se méla vzdy vyuzit, pokud to je jenom mozné. VVSechny
dosud uvedené metriky neuvaZuji zavislost mezi znaky. Zahrneme-li do vztahu pro vzdalenost i
vazby mezi znaky, vyjadiené kovarian¢ni matici C, dostaneme statistickou miru, kterou nazyvame
Mahalanobisova metrika. Jde vlastné o vzdalenost bodt v prostoru, jehoz osy nemusi byt
ortogonalni. Vysoce korelovany vybér znakt mize skryté prevazit cely soubor znaka shlukovani.
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PRIKLAD 9.13 Klasifikace viastnosti rozli¢nych druhii kdvy

Byl ziskan vybér 43 vzorkl kavy, pochazejicich ze 30 zemi. U kaZdého druhu kavy byly
zméfeny jeho chemické a fyzikélni vlastnosti. Spliiuji data poZadavky na homogenitu a je
mozZné indikovat dvé ¢&i vice rozliénych kategorii? Vytvoite dendrogram klasifikovanych
druhti kavy.

© Data: Soubor dat Kava obsahuje 2 druhy kavy, Robusta a Arabica ve 43 vzorcich ze 30
zemi a popsanych 13 fyzikalné-chemickymi znaky:

i znadf index kavy, Tuky znati obsah tukii x,,

Objekt znaéi ptivod kavy, Kofein zna&i obsah kofeinu x,,

Voda madi obsah vody x,, Trinonelin znadi obsah trinonelinu x,,

Zrno znadi hmotnost zr x,, Kchlorogen znati obsah kyseliny chlorogenikové x,,,
Extrakt znadi extrakt x;, Kneochlor znati obsah kyseliny neochlorogenikové x,,,
pH znati hodnotu pH x,, Kisochlor znati obsah kyseliny isochlorogenikové x,,,
Acidita znati hodnotu volné acidity x;, Sumakys znati sumu kyselin chlorogenikovych x,;.

Mineral zna&i obsah minerali x,,

i Objekt Xx; X, X3 Xy X5 X4 X5 X Xy X9 Xy Xpz X3
1  Mexico 1 8.9 156.6 335 5.8 32.7 38 15.2 1.1 1.0 54 0.4 0.8 6.6
43 Hawai 9.7 191.2 35.1 5.6 34.6 4.2 14.2 1.1 0.9 0.7 0.5 0.3 6.5
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Hierarchické shlukovani

Analyzou shluki budeme sledovat a vysetiovat jednak podobnost objekti, analyzovanou pomoci
dendrogramu objektii, a jednak podobnost proménnych analyzovanou pomoci dendrogramu
promeénnych.
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Dendrogram, diagram shlukt nebo také nazyvany vyvojovy strom se objevi v piipadé zadani
hodnot pivodnich proménnych. Vysledkem je zobrazeni hodnot ve dvojrozmérném prostoru, kde
osy tvofi zadané proménné. V nékterych programech se objevi také ,,obkrouzeni® objektd v
jednotlivych shlucich.

Dendrogram podobnosti objekti. Je standardni vystup hierarchickych shlukovacich metod,
ze kterého je patrna struktura objektii ve shlucich.

Dendrogram podobnosti proménnych. Odhaluje nejcastéji dvojice ¢i trojice (obecné m-tice)
proménnych, které jsou si velmi podobné a silné spolu koreluji. Odhaluje proménné, které jsou ve
spolecném shluku, které jsou si tim padem znacné podobné a které jsou také vzajemné nahraditelné.
To ma znacny vyznam pii planovani experimentu a respektovani aspornych ekonomickych kritérii.
Nékteré vlastnosti (¢i proménné, znaky) neni tieba vilbec méfit, protoze jsou snadno nahraditelné
jinymi a nepftispivaji do celku velkou vypovidaci schopnosti.

5. Diskrimina¢ni analyza DA
Podstata metody DA

Klasicka klasifikacni diskriminacni analyza, zavedend Ronaldem Fisherem v roce 1936, patii mezi
metody zkoumani vztahu mezi skupinou p nezavislych znakt, zvanych diskriminatory (sloupci
zdrojove matice), a jednou kvalitativni zavisle proménnou vystupem.

Priklad 4.24 Botanické tridéni kosatcu diskriminacni analyzou
Ve Fisherové tloze o rozmérech okvétnich listkii u 150 kosatch se analyzuji kvéty tii
zakladnich t¥id: (1) Iris setosa, (2) Iris versicolor, (3) Iris virginica. Kvéty kosatcili jsou
popsany ¢tyfmi znaky: délkou kalignich listkli v mm anglicky Isepal a jejich Sifkou wsepal,
déle délkou korunnich platkd v mm /petal a jejich Sitkou wpetal.

KaZdy objekt je popsan p = 4 znaky, a to SepalLength, SepalWidth, PetalLength,

PetalWidth.

Data:Data jsou v pofadi promé&nnych E4]18a, E418b, E418¢c, E418d:

51 35 14 02 54 39 13 04 52 41 15 0.1 53 37 15 02
49 30 14 02 51 35 14 03 55 42 14 02 50 33 14 02
47 32 13 02 57 38 1.7 03 49 3.1 1.5 02 7.0 32 47 14
46 3.1 15 02 51 38 15 03 50 32 12 02 6.4 32 45 1.5
50 36 14 02 54 34 1.7 02 55 35 13 02 69 3.1 49 1.5
54 39 1.7 04 51 37 15 04 49 36 14 0.1 55 23 40 13
46 34 14 03 46 36 1.0 02 44 3.0 13 02 6.5 28 46 1.5
50 34 15 02 51 33 17 05 51 34 15 02 57 28 45 13
44 29 14 02 48 34 19 02 50 35 13 03 63 33 47 1.6
49 3.1 1.5 0.1 50 3.0 16 02 45 23 1.3 03 49 24 33 1.0
54 37 15 02 50 34 16 04 44 32 13 02 6.6 29 46 13
48 34 16 02 52 35 15 02 50 35 1.6 06 52 27 39 14
48 3.0 14 0.1 52 34 14 02 51 38 19 04 50 2.0 35 1.0
43 30 1.1 0.1 47 32 1.6 02 48 3.0 1.4 03 59 3.0 42 1.5
58 40 12 02 48 3.1 16 02 51 38 16 02 6.0 22 40 1.0
57 44 15 04 54 34 15 04 46 32 1.4 02 6.1 29 47 14

Vystupem je v nejjednodussim piipadé binarni proménna Yy nabyvajici hodnotu 0 pro pfipad, ze
objekt je v prvni tiidé, respektive hodnotu 1 pro ptipad, ze objekt je ve druhé tiidé. O ttidach je
znamé, ze jsou zietelné odliSené a kazdy objekt patii do jedné z nich. Ve vstupnich datech trénovaci
skupiny jsou svymi hodnotami diskriminatort a vystupti viechny objekty zafazené do tiid. Uelem
je nalézt predik¢ni model umoznujici zafadit nové objekty do tiid.
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Volba znaki, diskriminatori

Otazkou je, zda volba znaki X, tj. diskrimindtorii, je schopna zajistit dostatecné piesné zatazeni
objektt do tiid, tj. diskriminaci. Principem volby diskriminatori je zajisténi dostate¢né separability
tfid a volba takovych diskriminatort, které vedou k maximalizaci néjaké miry. Jindy se voli postup,
ktery zac¢ne se vSemi puvodnimi diskriminatory a postupné se vypoustéji takové, které vedou
k nedostate¢né separaci.

Pti vybéru ,,0¢innych® diskriminatord jde o analogii s vicenasobnou regresni analyzou. V
diskrimina¢ni analyze se misto testovani, zda se hodnota Ctverce vicendsobného korela¢niho
koeficientu R?> zméni pfidénim nebo odebranim proménné, testuje, zda se zméni hodnota
Mahalanobisovy vzdélenosti Dy?. UZivaji se popsana testadni kritéria tak, Ze pro testaéni kritérium
F se, pokud piidavame proménné, za hladinu statistické vyznamnosti « dosazuje hodnota 0.15.
BohuZel neni zndmé vhodna hodnota pro a pii pouziti F-testu, odebirame-li proménné, a proto je v
literatufe obvykle doporuc¢ovana hodnota a = 0.30. VSeobecné uzivanym algoritmem je krokovy
vyber diskriminatorii, jehoZ principy jsou zndmé z linearni regrese. Postup kombinuje jak ptidavani
diskriminatord, tak i jejich odstraiiovani. V krokové metodé¢ mé prvni diskrimindtor, zahrnuty do
modelu ve vybérovém kritériu, nejvétsi piijatelnou hodnotu. Po zavedeni prvniho diskriminatoru je
hodnota kritéria pfepocitdina pro vSechny diskriminatory v modelu a diskriminator s nejvétsi
piijatelnou hodnotou zavadéciho kritéria je zaveden do modelu jako dalSi. V tomto okamZiku je
diskriminéator, ktery byl zaveden do modelu jako prvni, znovu pfepoéten, zda spliuje také
odstranovaci kritérium. Jestlize ano, je z modelu odstranén. Vybirani diskriminatort se ukon¢i,
kdyz zadné dalsi diskriminatory nespliiuji zavadéci nebo odstranovaci kritérium.

Kritéria pro vybirani diskriminatori

Existuje n€kolik rozhodovacich kritérii k vybirani diskriminatord. U Wilkova kritéria A plati Ze,
kdyz diskriminator v diskriminac¢ni funkci poskytuje nejmensi hodnotu Wilkova kritéria A, je tento
diskriminator zahrnut do modelu. K zavedeni nebo odstranéni diskriminatoru je dovolen jeden krok.
Maximalni pocet krokl k vybirdni diskriminatorii je roven dvojnasobku jejich poctu.

Podobné jako ve vicenasobné regresi, kdyZz jsou nckteré nezavisle proménné linedrnimi
kombinacemi ostatnich nezavisle proménnych, neni mozné oéekavat jediné feSeni. Aby se piedeslo
vypocetnim problémim, je pied zavedenim diskriminatoru do modelu stanovena jeho tolerance.
Tolerance je mirou stupné linearni asociace mezi diskriminatory. Pro i-ty diskriminator plati 1 - R?,
kde R je &tverec vicenasobného koreladniho koeficientu, kdyz je uvazovan i-ty diskriminétor za
zavisle proménnou a kdyZ je uvaZovana regresni rovnice mezi timto i-tym diskriminatorem a
ostatnimi diskriminatory. Malé hodnoty tolerance indikuji, Ze i-ty diskriminator je vétSinou linearni
kombinaci ostatnich diskriminatorti. Diskrimindtory s toleranci mensi nez 0.001 nejsou do modelu
zafazeny.

Vyznamnost zmény Wilkova kritéria A po zavedeni diskrimindtoru do modelu nebo odstranéni z
modelu je zalozena na testa¢nim kritériu F. Aktualni hodnota testa¢niho kritéria F nebo vypoctena
statistickd vyznamnost a slouzi jako kritérium pro zavedeni diskriminatoru do modelu nebo k jeho
odstranéni. Ob¢ kritéria vSak nemusi byt ekvivalentni, protoze pevné hodnoty kvantilu F maji
rozdilnou pravdépodobnost v zavislosti na poctu diskrimindtord v modelu. Aktualni vypoctena
statistickd vyznamnost, spojena s kvantilem F pii zavedeni a s kvantilem F pii odstranéni, neni
obycejné vypoctena z rozdeleni F, protoze je zde vySetfeno mnoho diskriminatora a jsou vybrany
nejvetsi a nejmensi hodnota F. Skutecnou hladinu vyznamnosti o je obtiZzné vycislit, protoze zavisi

na mnoha faktorech v€etné uvazované korelace mezi diskriminatory.
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Diive nez za¢ne pracovat krokovy algoritmus, jsou na zacatku, tj. v nultém kroku, jak tolerance,
tak i minimum tolerance poloZeny rovné 1, protoze v modelu dosud nejsou diskriminatory. Vedle
Wilkova kritéria A se pro statistickou vyznamnost kazdého diskriminatoru uziva také F-test. V
kazdém kroku je ten diskriminator, ktery zpisobuje nejmensi hodnotu Wilkova kritéria A, zafazen
do modelu.

1.7 Automaticka volba u¢innych znaku

Ukolem v diskrimina&ni analyze je vyb&r znakii. Z velké skupiny moznych znakd je tieba vybrat
men§i vybér té€ch nejlepsich, maximalné 8 proménnych.

Cinnost Diskrimin. % zmény v Spoétena Wilkovo
Krok v kroku lambda F-test hladina a lambda
0 Z4dné 1.000000
1 Zavedeno PetalLength 94.14 1180.16 0.000000 0.058628
2 Zavedeno SepalWidth 37.09 43.04 0.000000 0.036884
3 Zavedeno PetalWidth 32.29 34.57 0.000000 0.024976
4

Zavedeno SepalLength 6.15 4.72 0.010329 0.023439

Detail ve 4. kroku automatického volby znaku:

Diskrimin. % zmény v Spoétend R?
Status lambda F-test hladina a na ostatnich X
Uvnit¥ SepalLength 6.15 4.72 0.010329 0.858612
Uvnit¥ SepalWidth 2335 21.94 0.000000 0.524007
Uvnit¥ PetalLength 33.08 35.59 0.000000 0.968012
Uvnité PetalWidth 25.70 24.90 0.000000 0.937850

Celkové Wilkovo A = 0.023439
Automaticky vybér znakit se plni krokove - nejprve se nalezne nejlepsi znak a potom druhy nejlepsi.
Postupny krokovy proces pfidavani nejlepSiho zbyvajiciho znaku s ovéfenim, zda by jeden aktivni
znak mohl byt odebran, pokraduje, dokud je jesté n€jaky znak k dispozici. % zmény v lambda znaci
procento sniZzeni v hodnoté lambda, které je vysledkem tohoto kroku. Wilkovo kritérium A je
analogické (1 - R?) ve vicenasobné regresi. Vhodné&jsi model snizi Wilkovo kritérium A .

Vedle Wilkova kritéria A existuji jesté dalsi kritéra:

Mahalanobisova vzdalenost Dl,z2 je zobecnénou mirou vzdalenosti mezi dvéma tiidami 1 a 2.
ProtoZe je Mahalanobisova vzdalenost Dy ,? kritériem pro volbu diskriminatorii, je toto kritérium
viech parti tiid vy¢isleno jako prvni. Ten diskriminator, ktery mél nejvétsi hodnotu Dy’ pro dvé od
zadatku nejtésngjsi tiidy, &ili které mély nejmensi hodnotu D;.° je zafazen do modelu. Testadni
kritérium F mezi tfidami, kdy provadime test nulové hypotézy Hp: ,,dva vektory stfednich hodnot
tiid objekti jsou stejné*, miiZe byt postaveno na Mahalanobisové vzdalenosti Dy, Toto kritérium
muze byt také pouzito k vybéru diskriminatord. V kazdém kroku je zafazen do modelu
diskriminator, ktery vykazuje nejvétsi hodnotu kritéria F. ProtoZe je Mahalanobisova vzdalenost
vazend velikosti vybéru, vysledky ze dvou tiid se mohou lisit, kdyz je uZzito k vybéru diskriminatort
kritérium F.

Po zavedeni dalSich diskrimindtorti do modelu jsou sledovany zmény hodnoty testacniho kritéria
F-zmény. Proces ptidavani diskriminatori do modelu bud’ pokracuje, nebo je zastaven termina¢nim
kritériem.

Jiny uzitecny test k vySetieni, zda jeden ptidany diskriminator zlepsi zatazeni objektil, vyuziva
toho, Ze do souboru zalozeném na diskriminatorech Xi, Xy, ..., Xp pfifadime dalsi diskriminator Xp+1 S
Mahalanobisovou vzdalenosti D?. Obecné miizeme testovat, zda piidany diskriminator Xp1
vyznamné zvét§i hodnotu Mahalanobisovy vzdalenosti Dp+]_2, ¢ili testujeme nulovou hypotézu Hp:
D|o+12 = Dpz. Zobecnéni posledniho testu dovoluje provéfit piispévek nékolika pfidanych g
diskriminatort soucasné. Kdyz budeme zacinat s diskriminétory Xy, X, ..., Xp, miiZeme testovat, zda
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dal3i diskrimin&tory Xpe1, Xp+2, ..., Xp+q Zlepsi predikci. Budeme testovat nulovou hypotézu Ho: D%p+q
= D?,.

Interpretace vysledkii diskriminacni analyzy

a) Exploratorni analyza zdrojové matice dat. Priizkumova analyza dat vy3etii pomoci
histogramu a krabicového grafu symetrii rozdéleni jednotlivych diskrimindtortt a odhali odlehlé
hodnoty a porovnat proménlivost diskriminatord u rozli¢nych objektu.

b) Vypocet bodovych odhadu parametra polohy a rozptyleni diskriminatori.
Nejprve zobrazime piehled popisnych statistik vSech diskriminatort. Z vysledki je vidét, zda v
datech existuji néjaké chybéjici tdaje cili ,,diry”. Jsou uvedeny smérodatné odchylky kazdého
diskriminétoru, a to v kazdé¢ tfidé objektd. Diskriminacni analyza je postavena na ptedpokladu, ze
kovarian¢ni matice jsou stejné pro kazdou tiidu. Tak Ize posoudit, zda jsou smérodatné odchylky ve
ttidach zhruba stejné.

c) Korela¢ni matice v ¢iselné podobé. Korelagni koeficienty umoziuji vysettit celkovou
korelaci, to znamena korelaci v kazdém paru diskriminatorti zdrojové matice.

1) Celkove korelace (pod diagonalou) a kovariance (nad diagonalou): byvaji uvedeny
korelace a kovariance vytvotrené, kdyz jsou ignorovany smisené diskriminatory.

2) Mezitiidni korelace (pod diagonalou) a kovariance (nad diagonalou): vystup programu
obsahuje korelace a kovariance vytvoiené za pouziti praimérii misto jednotlivych objekti.

3) Vnitrotiidni korelace (pod diagonalou) a kovariance (nad diagonalou): jsou uvedeny
korelace a kovariance, vytvorené z dat, ve kterych byly tfidni priméry odecteny.

4) Maticovy diagram znaki objektii. Maticovy diagram diskriminatori objektli zobrazuje
hodnoty Pearsonovych korelac¢nich koeficienti a ukazuje nejvétsi a nejmensi korelaci dvojice
znakt. Korela¢ni matice proto indikuje jakousi zietelnou strukturu v datech. Kdyz by se v tomto
diagramu body nerozd¢lily do né€kolika mracki, byla by mala nad¢je, Ze diskriminace bude viibec
mozna.

2. Diskriminac¢ni funkce.

2.1 Odhady diskrimina&nich koeficienti a,, a,,..., a, diskrimina¢ni funkce Z, pro
tfidy Setosa G, Versicolor G,, Virginica G;.

Znak Setosa G, Versicolor G, Virginica G,
Absolutni &len -85.20985 -71.754 -103.2697
SepalLength 2.354417 1.569821 1.244585
SepalWidth 2.358787 0.707251 0.3685279
PetalLength -1.643064 0.5211451 1.276654
PetalWidth -1.739841 0.6434229 2.107911

Tabulka obsahuje celkem tfi diskriminaéni funkce, jednu pro kaZdou tfidu ve sloupci. Tato
diskriminaéni funkce je uréena k zafazovani novych, dosud nezafazenych objektd do tfid &ili ke
klasifikaci, a proto se v této formé nazyva klasifikacni funkce.

Klasifikaéni funkce pro prvni tfidu G,: -85.20985+2.35442*SepalLength +2.35879*Sepal Width-
1.64306*PetalLength-1.73984*Petal Width.

Tyto tfi funkce mohou byt pouzity k zafazeni novych kosatcii do navrZzenych tfid.

d) Vystavba diskriminac¢ni funkce a vySetieni jednotlivych diskriminatori.
Prvotnim cilem diskriminacni analyzy je klasifikace objektti dle zadanych diskriminatord nazyvana
vystavbou modelu vhodné Fisherovy linearni diskriminaéni funkce. Princip spo¢iva v postupném
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pridavani (nebo odebirani) jednotlivych diskriminatorti do diskrimina¢ni funkce a sledovani vlivu
doty¢ného diskriminatoru na diskriminaci objektt do tfid.

1) Vystavba pii pridavani (¢i odstraniovani) dotyéného diskriminatoru z (nebo do)
Fisherovy linedrni diskriminaéni funkce: Pii kazdém kroku vystavby diskriminaéniho modelu
jde o pridani znaku do diskriminacni funkce. Sleduji se nasledujici rozhod¢i testacni kritéria, zda
pfidavany diskriminator zptisobil vyznamné zlepsSeni diskriminace objektt do tfid, coz by se mélo
projevit ve zlepSené hodnoté dotyéného testaéniho kritéria. Program tak vybere diskriminator s
nejvetsi hodnotou kritéria F. Pii postupném odebirani jednotlivych diskriminatorti program vybere
ten diskriminator k vyfazeni, ktery vykazuje nejmensi hodnotu kritéria F. Po kazdém kroku se
vy¢isli také vicenasobny korelaéni koeficient R a jeho &tverec R? zvany koeficient determinace, a to
pro kazdy diskriminator korelujici se vSemi dosud zadanymi znaky. Kritérium tolerance se vypocte
jako 1 - R* a zna&i miru nadbytecnosti dotyéného diskriminatoru. Kdyz napiiklad vykaze pravé
pfidany diskriminator hodnotu tolerance 0.01, znamend to, ze tento diskriminator vykazuje 99%
nadbytecnost vic¢i vSem dosud zavedenym diskrimindtorim. V takovém piipad¢, kdy jeden nebo i
vice diskriminatora by vykazaly ptili§ velikou nadbyte¢nost, by nebylo totiz vibec mozné
diskriminacni analyzu objektd provést. Je proto vhodné zaradit v datech kritérium nevyhovujiciho
diskriminatoru, vykazujiciho toleranci naptiklad 0.01.

2) Ovlivnéni diskriminace kazdym samotnym diskriminatorem. Je uveden vliv
jednotlivych diskrimindtorii na vysledky diskrimina¢ni analyzy.

a) Odhady parametri bo, by, ..., by linearni Fisherovy linearni diskrimina¢ni funkce pro
jednotlivé tiidy: Jsou uvedeny odhady neznamych parametra bo, bi, ..., by Fisherovy linearni
diskriminac¢ni funkce. Tyto parametry jsou nazyvany diskrimina¢nimi koeficienty. Technika
predpoklada, ze diskriminatory v kazdé tfidé objekti vykazuji vicerozmérné normalni rozdéleni se
shodnymi varian¢né-kovarianénimi maticemi ve tfidach. Technika je dostatecné robustni i pii
nesplnéni téchto predpokladi.

b) Odhady parametra bo, b;, ..., by linedrniho regresniho modelu pro jednotlivé tiidy.
Regresni parametry bo, bi, ..., bp linearniho regresniho modelu pro kazdou tfidu objekti jsou
vycCisleny postupem: (1) Vytvofi se indikatorové proménné, jedna je pro kazdy druh objektl. Kazdy
diskriminator je poloZen roven jedné. (2) ProloZi se vicendsobnou regresi nezavisle proménnych
kazda ze tiid objektu. (3) Obdrzime odhady regresnich parametrii. Témito regresnimi parametry
budou predikované hodnoty lezet mezi nulou a jednou. Urceni, ke které tifid¢ objektli jedinec patii,
se provede tak, ze se vybere tfida s nejvyssim skore.

Klasifikace objekti do tiid

a) Klasifikacni funkce pri diskriminaci do tfid: Klasifika¢ni funkce by se nemély
zaménovat s diskriminacni funkei. Klasifikaéni funkce jsou vycisleny pro kazdou tfidu objektt a
mohou byt pouzity ptimo ke klasifikovani objektl. Objekt bude patfit do té tfidy, ve které dosdhne
nejvyssi hodnoty vycisleného klasifika¢niho skore.

b) Diskriminace objekti do jednotlivych tiid a celkové. Tabelarné je ukdzano, jak
navrzené diskriminaéni funkce klasifikuji objekty v datech. Bylo-li dosaZzeno perfektni klasifikace,
obdrzime v matici mimo diagonalu nuly. Radky v tabulce ptedstavuji skuteéné a zadavané tfidy
objektii, zatimco sloupce predstavuji predikované tfidy objektu.

c) Prehled chybné zaiazenych objektu v Fadcich pri diskriminaci do jednotlivych tiid. V
fadku se u kazdého chybné klasifikovaného objektu nachazi ndzev zndmé a nazev zadavané ttidy

objekti a dale nazev predikované tfidy objektd. Nasleduje 100krat zvétSena hodnota
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pravdépodobnosti vyjadiena v procentech, Ze objekt se nachazi v dané tiid¢ objektli. Procento
pravdépodobnosti se jevi totiZz nazornéjsi nez normovany odhad v rozmezi 0 a 1. Hodnota blizko
100 % ukazuje, Ze objekt patii do doty¢né tfidy. Pfi uZiti linedrni diskriminacni techniky se vyc¢isli
pravdépodobnosti P(i), Ze tento fadek patii do i-té tfidy: necht fi, i = 1, ..., K, je hodnota linearni
diskriminac¢ni funkce a max(fy) je maximalni skore ze vsech tiid.
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6. Klasifikani grafy.

UZijeme grafy: (a) linedmich diskrimina¢nich skare, (b) regresnich skore nebo (c) kanonickych skore.
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d) Zarazeni objektu klasifikaci pomoci diskriminacni funkce do jednotlivych tifid. Pro
kazdy objekt obsahuje tabulka vzdy skutecnou, €ili zndmou tfidu objektl, predikovanou tfidu
objektl a procento pravdépodobnosti zatazeni do doty¢né tfidy objekti.

Vyklad grafi diskriminace vSech objekti do trid.

V grafické interpretaci fady software se nabizi n€kolik zobrazeni. Jsou to
(a) grafy linedrnich diskriminacnich skore,
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(b) grafy regresnich skére nebo
(c) grafy kanonickych skore.



Na zaklad¢ diagramt téchto tii druhli skore lze pak sndze vytvorit svou vlastni interpretaci
diskriminace objektl. Diagramy poskytnou vizualni vysvétleni, jak diskriminacni funkce klasifiku;ji
objekty v datech. Diagram obvykle ukazuje hodnoty prvniho a druhého kanonického skore.

3. Klasifikace objektu.

3.1 Zarazeni (klasifikace) objektii klasifikaéni funkei do t¥id tvotiklasifikadni matici
kosatct ve tfidach Setosa G,, Versicolor G,, Virginica G;:

Nalezena predikovani tfida
Dand tfida Setosa G, Versicolor G, Virginica G; Celkové G, +G,+G,
Setosa 50 0 0 50
Versicolor 0 34 16 50
Virginica 0 7 43 50
Celkove 50 41 59 150
Redukce v klasifikaéni spravnosti v disledku proménnych X = 77.0 %.

Klasifika¢ni matice ukazuje, jak diskrimina¢ni funkce zafazuji objekty do tii tfid. Bylo-li dosazeno
perfektniho zafazeni, obdrZzime v matici mimo diagonalu nuly. Redukce v kilasifikacni spravnosti
obsahuje procento sniZzeni v zafazovaci spravnosti, dosazené diskriminacnimi funkcemi vici
ofekavanému zafazeni dle pivodni zévisle proménné.

Z grafu byva patrné klasifika¢ni pravidlo: prvni kanonicka funkce postacuje k diskriminovani mezi
druhy objekti, protoze tiidy objektl mohou byt snadno odd€leny vertikalni osou. Existuje vSak také

wewr

umoznuje 3D zobrazeni s rotaci podél os v prostoru. Potom by bylo vytvofeni a rozliSeni tfid
objektl jesté nazorngjsi.

3.2 Pfehled chybné zafazenych objektu v Fadcich do tFid Setosa G,, Versicolor G,,
Virginica G, dle klasifika¢nich funkci proti piivodni zavisle proménné.

Procento zafazeni do jednotlivé tfdy
Objekt  Dan tfida Nalezens tfida Setosa G, Versicolor G,Virginica G,
5 Virginica Versicolo -1.8 58.6 43.1
9 Versicolo Virginica 10,3 20,2 69.5
22 Versicolo Virginica 18.8 226 586
28 Versicolo Virginica 221 355 424
29 Versicolo Virginica 22.1 274 50.6
38 Versicolo Virginica 10.6 383 51.1
45 Virginica Versicolo -31.4 66.4 65.0
57 Virginica Versicolo -18.6 83.9 347
62 Versicolo Virginica 244 340 416
66 Versicolo Virginica 119 379 50.2
70 Versicolo Virginica 12.1 415 46.3
78 Virginica Versicolo 7.3 584 489
91 Virginica Versicolo -16.1 838 323
95 Versicolo Virginica 23.7 143 62.0
106 Versicolo Virginica 20.7 30.7 48.7
111 Virginica Versicolo 21.4 63.8 57.6
112 Virginica Versicolo 23.9 71.8 52.1
114 Versicolo Virginica 17.1 356 472
117 Versicolo Virginica 22.1 389 390
130 Versicolo Virginica 309 324 368
131 Versicolo Virginica 14.0 396 46.4
142 Versicolo Virginica 214 386 40.0
148 Versicolo Virginica 6.8 36.8 56.4

V fadku je hodnota pravdépodobnosti (v procentech), Ze objekt se nachdzi v dané t¥idé kosatct.
Hodnota blizko 100 % znadi, Ze objekt patii do dotycné tfidy.

20




LI

1.

9.

TERATURA:

Siotani M., Hayakawa T., Fujikoshi Y.: Modern Multivariate Statistical Analysis, A Graduate

Course and Handbook. American Science Press, Columbia 1985.

. Seber G. A. F.: Multivariate Observations. Wiley, New York 1984.

. Meloun M., Militky J. , Forina M.: Chemometrics for Analytical Chemistry, Volume 1. PC-Aided

Statistical Data Analysis, Ellis Horwood, Chichester 1992,

. Brereton R. G. Multivariate Pattern Recognition in Chemometrics, Illustrated by Case Studies,

Elsevier 1992,

. Krzanowski W. J.: Principles of Multivariate Analysis, A User’s Perspective, Oxford Science

Publications 1988,

. Meloun M., Militky J., Kompendium statistického zpracovani experimentalnich dat, Academia

Praha, 2002, Karolinum Praha 2012 (4. vydani).

. Meloun, M., Militky J.: Interaktivni statisticka analyza dat, Karolinum Praha 2012 (4. vydani).

. Meloun, M., Militky, J., Hill, M: Statistickd analyza vicerozmérnych dat v prikladech, Academia

2012 (2. vydani)
Hebak, P., Hustopecky, J.: Vicerozmeérné statistické metody s aplikacemi, SNTL Praha 1987.

10. Meloun M., Militky J.: Statistical Data Analysis, A Practical Guide with 1250 Exercises and
Answer Key on CD, Woodhead Publishing India in Materials, PVT LTD, New Delhi,
Cambridge2011.

21



