Vicerozmérna analyza dat metodou
hlavnich komponent a shlukd

Prof. RNDr. Milan Meloun, DrSc.
Katedra analytické chemie, Chemickotechnologické fakulta, Univerzita Pardubice,
nam. Cs. Legii 565, 532 10 Pardubice,
http: //meloun.upce.cz, email: milan.meloun@upce.cz,

Souhrn: Vicerozmérna statisticka analyza je zalozena na latentnich promeénnych, které jsou linearni
kombinaci pivodnich proménnych, y=w; x;+...+wn Xxn - Zdrojova matice dat obsahuje promeénné v m
sloupcich a objekty v n 7adcich. Data jsou pred zpracovanim Skalovana. Cilem je nalézt shluk jako
mnozinu podobnych objektz s podobnymi promeénnymi. Podobnost objektz posuzujeme na zakladé
vzdalenosti (miry) objektz v m-rozmeérném prostoru: ¢im je vzdalenost shluki ¢ objekta veétsi, tim
mensi je jejich podobnost. Strukturu a vazby mezi promeénnymi vystihuji metody snizeni dimensionality,
metoda hlavnich komponent (PCA). Dulezitou pomickou je rozptylovy diagram, ktery zobrazuje
objekty, rozptylené v roviné prvnich dvou hlavnich komponent. Graf komponentnich vah porovnava
vzdalenosti mezi proménnymi X; a X;, kde kratka vzdalenost znaci silnou korelaci. Dvojny graf pak
kombinuje oba predchozi grafy. Objekty Ize seskupovat do shlukz hierarchicky dle ps/edem zvoleného
zpusobu metriky (prameérové, centroidné, nejbliSim sousedem, nejvzdalenéjSim sousedem, medianové,
mezi tézisti a pramernou vazbou) a nehierarchicky dle uzivatelem vybranych objektiz Vysledkem je
vyvojovy strom cili dendrogram.

UVvOD
Vicerozmeérna statistickd analyza vychazi z koncepce latentnich proménnych (faktord, kanonickych
proménnych) y, které jsou linearni kombinaci pavodnich proménnych x s vhodné volenymi vazbami.
Latentni proménna y je kombinaci m-tice sledovanych (méfenych resp. jinak ziskanych) proménnych
X1, X2, .., Xm V€ tvaru y=w; x;+..*wy xn. Jednotlivé vicerozmérné metody vyuzivaji raznych
zpusobu stanoveni vah wy, Wa, ..., W,

Zdrojova matice ma rozmér n x m, n fadkt a m sloupct. Pted vlastni aplikaci vhodné metody
vicerozmeérné statistické analyzy je tieba vzdy provést exploratorni (przzkumovou) analyzu dat, ktera
umoznuje

(a) posoudit podobnost objektzz pomoci rozptylovych a symbolovych grafu,

(b) nalézt vybocujici objekty, resp. jejich proménne,

(c) stanovit, zda lze pouzit piedpoklad linearnich vazeb,

(d) overit predpoklady o datech (normalita, nekorelovanost, homogenita).

Jednotlivé techniky k urc¢eni vzajemnych vazeb se dale déli podle toho, zda se hledaji

(@) struktura a vazby v promeénnych nebo

(b) struktura a vazby v objektech:

(1) Hledani struktury v promeénnych v metrické Skéle: faktorova analyza FA a analyza hlavnich
komponent PCA.

(2) Hledani struktury v objektech v metrické Skale: shlukova analyza.

(3) Hledani struktury v objektech v metrické i v nemetrické Skale: vicerozmeérné Skalovani.

(4) Hledani struktury v objektech v nemetrické Skale: korespondenchi analyza.

(5) VeétSina metod vicerozmérné statistické analyzy umoznuje zpracovani linearnich
vicerozmeérnych models, kde zavisle proménné se uvazuji jako linedrni kombinace
nezavisle proménnych resp. vazby mezi proménnymi jsou linearni. V fadé pripadu se také
uvazuje normalita metrickych proménnych.

Urcenim struktury a vzajemnych vazeb mezi proménnymi ale i mezi objekty se zabyvaji techniky
redukce proménnych na latentni proménné, metoda analyzy hlavnich komponent (PCA) a metoda



faktorove analyzy (FA). Dulezitou metodou uréeni vzajemnych vazeb mezi proménnymi je i kanonicka
korelacni analyza CA, kterd se pouziva ke zkoumani zavislosti mezi dvéma skupinami proménnych,
piicemz jedna ze skupin se povazuje za proménné nezavislé a druha za skupinu proménnych zavislych.

METODA HLAVNICH KOMPONENT PCA

Metoda hlavnich komponent (PCA) je jednou z nejstarSich a nejvice pouzivanych metod
vicerozmérné analyzy. Poprvé byla zavedena Pearsonem jiz v roce 1901 a nezavisle Hotellingem v
roce 1933. Cilem analyzy hlavnich komponent je ptedevsim zjednoduSeni popisu skupiny vzajemné
linearne zavislych cili korelovanych znaka nebo-li rozklad zdrojové matice dat do matice strukturni a
do matice Sumové. V analyze hlavnich komponent nejsou znaky déleny na zavisle a nezavisle
proménné jako v regresi. Techniku lze popsat jako metodu linearni transformace pavodnich znaka na
nové, nekorelované promeénné, nazvané hlavnimi komponentami. Kazda hlavni komponenta
piedstavuje linearni kombinaci pavodnich znaka. Zakladni charakteristikou kazdé hlavni komponenty
je jeji mira variability ¢ili rozptyl. Hlavni komponenty jsou sefazeny dle dulezitosti, tj. dle klesajiciho
rozptylu, od nejvétSiho k nejmenSimu. VétSina informace o variabilité pavodnich dat je pfitom
soustredéna do prvni komponenty a nejméné informace je obsazeno v posledni komponenté. Plati
pravidlo, ze ma-li néjaky pavodni znak maly ¢i dokonce zadny rozptyl, neni schopen prispivat k
rozliSeni mezi objekty.

® Zdrojova matice dat X (n x m): Zdrojova matice dat X (n x m) obsahuje n objektd v fadcich a m
znaka ve sloupcich. Objekty jsou pozorovani, vzorky, experimenty, méfeni, pacienti, rostliny, atd.,
zatimco znaky ¢i proménne jsou druhy signalu méfeni, mérena veli¢ina, vlastnosti (sladky, kysely,
hoiky, slany, cholericky, atd.), barva, a pod. Dulezita je zde skute¢nost, ze kazdy znak je zndm pro
vSech n objektd. Spravna skladba zdrojové matice X cili volba, které znaky pouzit a které objekty
zaradit je delikatni Ukol silné odvisly od charakteru kazdé ulohy. Velikou vyhodou metody PCA je
pouziti jakéhokoliv poctu proménnych ve zdrojové matici X k vicerozmérné charakterizaci. Cilem
kazdé vicerozmérné analyzy je zpracovat data tak, aby se zieteln¢ indikoval model a tak odkryl skryty
jev. Myslenka sledovani rozptylu je velice dulezitd, protoze je vlastné zakladnim piedpokladem
vicerozmeérné analyzy dat, ze “nalezené smeéry maximalniho rozptylu” jsou vice ¢i méné spjaty s témito
skrytymi jevy. Matematické pozadi metody je detailné popsano v monografiich [22, 26, 31].

® Zobrazeni objektd v m rozmérech: Zdrojova matice dat X (n x m) s m sloupci znaki a n radky
objektzz muaze byt zobrazena v m-rozmérném eukleidovském prostoru, tj. ortogonalnim systému
soufadnic rozmeéru m. Osy proménnych jsou ortogonalni a maji spolecnhy pocatek ale maji ruizné meérné
jednotky. Prostorem proménnych rozméru m se nazyva m-rozmérny systém, jehoz rozmér m se rovna
hodnosti zdrojové matice, coz matematicky znac¢i pocet m nezavislych zékladnich vektora zdrojové
matice a statisticky predstavuje pocet m nezavislych zdroja proménlivosti zdrojové matice dat.
Vicerozmérna analyza dat slouzi ke snizeni rozmérnosti a tedy k urceni efektivni dimensionality. Na
zacatku vsak vzdy vychdzime z m rozméra. Je snahou vyuzivat 1D-, 2D- a 3D-rozmérny prostor, i
kdyz vicerozmérny prostor nez 3D- je rovnéz mozny, ale neda se jednodu$e zobrazit.

e Cil metody hlavnich komponent PCA: Zakladnim cilem PCA je transformace puvodnich znak x;,
j=1, ..., m, do menSiho poctu latentnich proménnych y;. Tyto latentni proménné maji vhodnéjsi
vlastnosti: je jich vyrazné mén¢, vystihuji téméi celou promenlivost pavodnich znaki a jsou vzajemné
nekorelovaneé. Latentni proménné jsou nazvany hlavnimi komponentami a jsou to lineérni kombinace
pavodnich proménnych: prvni hlavni komponenta y; popisuje nejvétsi ¢ast promeénlivosti Cili rozptylu
puvodnich dat, druhd hlavni komponenta y, zase nejvétSi cast rozptylu neobsazeného vy; atd.
Matematicky feceno, prvni hlavni komponenta je takovou linearni kombinaci vstupnich znaka, ktera
pokryva nejvétsi rozptyl mezi vsemi ostatnimi linearnimi kombinacemi.

Rozdil mezi souradnicemi objektia v pavodnich znacich a v hlavnich komponentach c¢ili ztrata
informace projekci do mensiho poctu rozmeéra se nazyva mirou tésnosti prolozeni modelu PCA nebo



také chybou modelu PCA. Na obr. 1 je tato situace schematicky zndzornéna spolu s pouzitym
oznacenim.

I pti velkém poctu pavodnich znaka m muze byt k velmi malé, bézné 2 az 5. Volba poctu uzitych
komponent k vede k modelu hlavnich komponent PCA. Vysvétleni uzitych hlavnich komponent, jejich
pojmenovani a vysvétleni vztahu pavodnich znaku x;, j = 1, ..., m, k hlavnim komponentam y;, j = 1, ...,
k, tvofi dominantni soucésti analyzy modelu hlavnich komponent PCA.

Z obr. 1 je ziejmé, ze zdrojova centrovana matice Xc se rozklada na matici komponentnich skore T
rozméru n x k a matici komponentnich zatszi PT rozméru k x m.

Model PCA odpovida aproximaci zdrojové matice dat X, ktery uzijeme misto pavodni zdrojoveé
matice dat X. Aproximace ma fadu vyhod v interpretaci dat. Nejde zde pouze o zménu systému
soufadnic, ale predevsim o nalezeni a vypusténi Sumu. PCA ma proto dvoji cil: transformace do
nového systému os a snizeni rozmérnosti Glohy uzitim nékolika prvnich hlavnich komponent, které
vystihuji strukturu v datech. Problémem zustava, kolik hlavnich komponent je nutno pouzit. Statisticka
analyza metody je detailné popséna v monografii [26].
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Obr. 1 Rozklad zdrojové matice dat metodou hlavnich komponent PCA.

® Maximalni pocet hlavnich komponent: Existuje horni mez poctu hlavnich komponent, které
mohou byt odvozeny ze zdrojové matice dat X. Nejvétsi pocet hlavnich komponent se bud’ rovna ¢islu
n - 1 nebo m v zavislosti na tom, které z téchto dvou ¢isel je mensi. Je-li X slozena naptiklad n = 40
spekter meéienych pii m = 2000 vinovych délek, bude maximalni pocet hlavnich komponent 39. Pocet
efektivnich hlavnich komponent se rovna hodnosti zdrojové matice X.

e X = Struktura + Sum: VSechny hlavni komponenty jsou vzajemné ortogonalni a souvisi postupné
se snizujici hodnotu rozptylu objekta. Posledni hlavni komponenta souvisi s nejmensim rozptylem, tj.
stochastickym rozptylem. Vyssi hlavni komponenty (obvykle vysSi nez 3) se ¢asto tykaji pouze Sumu.
Dochéazi k rozdéleni pavodni zdrojové matice X na cast struktury (prvni hlavni komponenty) a cast
Sumu (ostatni zbyvajici hlavni komponenty, obr. 2).

Model hlavnich komponent mé pak tvar X = T P + E = struktura dat + $um . Zdrojovou matici dat

X je tieba nejprve centrovat xi = Xik - x, - V metodé hlavnich komponent pracujeme za predpokladu,

7e zdrojova matice X je rozlozena na soucin matic TP' a na matici rezidui E, kde matice T je matice
komponentniho skére a PT je transponovana matice komponentnich vah, E je matice rezidui. Cilem
metody hlavnich komponent je misto X vyuzivat dale jenom soucin TP' a tak oddélit sum od struktury
dat TP'. Matici E se nazyvéa matice rezidui, ktera neni objasnéna modelem hlavnich komponent PCA.
Matice E souvisi s “tésnosti prolozeni” a ukazuje, jak dobie jsou objekty prolozeny modelem hlavnich
komponent. Rovnici je mozno rozepsat do tvaru
X=tip1 +tpps’ +..+tapa’ +E
Kazdy s¢itanec t; p;' je matice rozméru n x m, kterd ma hodnost 1. Postupny vypocet hlavnich
komponent se rozklada do téchto kroka:
1. Vyeisli se t; ap; ' z matice X napifklad s vyuzitim SVD a dostane se X = t, p1" + Ex.



2. Odecte se prispévek prvni hlavni komponenty PC1 od X dle rovnice Ey; = X - t; p; .
3. Vycisliset, ap,' z matice E; adostane se X =ty py' +t, ps' + Eo.

4. Odecte se pifspevek druhé hlavni komponenty PC2 od E dle rovnice E; = E; - t, p, .
5. Podobné se pokracuje, az se vycisli dostatecny pocet A hlavnich komponent.
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Obr. 2 Schéma maticovych vypo¢ti v metodé hlavnich komponent PCA.

e Komponentni vahy, zatéze - vztah mezi X a PC: Hlavni komponenty PC jsou vhodné Skalované
vektory v prostoru znaka. Kterakoliv hlavni komponenta predstavuje linearni kombinaci vsech m
vektora v prostoru znaku, tj. jednotkové vektory podél kazde osy pavodniho znaku v m rozmérném
prostoru. Linedrni kombinace v kazdé hlavni komponenté bude obsahovat m koeficientd pga, kde k je
index m-tého znaku a a je index sméru hlavni komponenty. Napiiklad p,3 znamena koeficient pro
druhy znak v linearni kombinaci, ktera vytvoii PC3. Tyto koeficienty se nazyvaji komponentni vahy.
Vahy pro vSechny hlavni komponenty tvofi matici P. Tato matice je vlastné transformacni matici,
ktera prevadi puvodni znaky zdrojové matice X do novych latentnich proménnych, tj. hlavnich
komponent. Vektory vah ¢ili sloupce v matici P jsou ortogonalni.

Véahy informuji o vztahu mezi pavodnimi m znaky a hlavnimi komponentami. Tvoii tak most mezi
prostorem puvodnich znakua a prostorem hlavnich komponent.

Na grafu komponentnich vah p pro PC1 a PC2 jsou misto objektu jejich znaky. Tak Ize vySetrovat
zavislosti a podobnosti mezi znaky. Tento graf rovnéz ukazuje jak kazdy puavodni znak piispiva do
kazdé hlavni komponenty. Je tieba si uvédomit, ze hlavni komponenty piedstavuji linedrni kombinace
jednotkovych vektora pavodnich znaka. Komponentni vahy predstavuji koeficienty v téchto linedrnich
kombinacich. Kazdy pavodni znak muze piispivat do vice nez jedné hlavni komponenty. Na x-ove ose
je patrné jak jednotlivé pavodni znaky prispivaji do prvni hlavni komponenty. Analogicky na y-ové
ose je vidét jak jednotlivé znaky prispivaji do druhé hlavni komponenty. Nékteré znaky zobrazuji
kladnou vahu, pak jde o kladné koeficienty v linearnich kombinacich zatimco jiné znaky zobrazuji
zapornou véhu. Jsou-li v grafu komponentnich vah znaky blizko sebe, znamend to, ze spolu silné
koreluji. Jsou-li naopak daleko od sebe, nekoreluji.

e Komponentni skore - soufadnice objektd v prostoru hlavnich komponent: Soutradnice kazdého
objektu na osdch hlavnich komponent nazyvame skore. Projekce i-tého objektu na prvni hlavni
komponentu PC1 znaci skore tj;. Projekce tehoz objektu na druhou hlavni komponentu PC2 znaci
skore tj, ...atd. Kazdy objekt ma svij soubor komponentnich skore tj, tip, ..., tip-1. Hodnot skore je
stejny pocet jako hlavnich komponent.



Matice vSech skdre pro vSechny objekty se nazyva matice skore T. Skore pro jeden objekt v této
matici tvofi jeden fadek. Sloupce v této matici jsou ortogondlni. Vektor skore je sloupec v matici T a
obsahuje skore pro jednu hlavni komponentu.

Jednim z nejdulezitéjSich grafa metody hlavnich komponent je graf komponentniho skére. Jde o
zobrazeni dvou skorovych vektora vynesenych v systému kartézskych os jeden proti druhému.
Skorové vektory zde piedstavuji zndzornéni objekta na hlavnich komponentach. Vyneseni skérovych
vektora odpovida vyneseni objekta v prostoru hlavnich komponent. NejuzivangjSim grafem ve
vicerozmeérné analyze dat je vektor skore PC1 proti skore PC2. Je snadno k pochopeni, protoze jde o
dva smeéry, podél kterych shluk objekta vykazuje nejvétsi (PC1) a druhé nejvétsi (PC2) rozptyleni.

Graf komponentniho skére t; proti t, se obvykle vySettuje jako prvni. Do tohoto grafu lze vynaSet
libovolny péar hlavnich komponent. Otazkou vSak zuastava, které hlavni komponenty jsou ty
nejdulezitéjsi. Je-li pocet znaka m mensi nez pocet objekta n, 1ze vynést m(m - 1)/2 moznych 2D-grafa
komponentniho skdre. Pocet moznych grafi se tak stava nekontrolovatelnym a neni mozné vysSetrovat
vSechny grafy. Uvedeme si pravidlo k volbé grafi komponentniho skére:

1. Na x-ové ose uzijeme vzdy stejnou hlavni komponentu (obvykle prvni) u vSech grafa
komponentniho skore: t; proti tp, ty proti t3, ty proti t4, t; proti ts, ... atd., takze budeme vySetiovat
ostatni hlavni komponenty proti stale stejné, prvni. To nejlépe pomuze ziskat pozadovany piehled o
hledane struktuie dat.

2. Uzijeme tu hlavni komponentu, ktera vykazuje nejvétsi hodnotu rozptyleni pro vySetiovanou
Glohu a vyneseme ji na x-ovou osu. U mnoha uloh se ukéze, ze jde o PC1. Obecné lze fici, ze PC1
popisuje nejvetsi strukturni zmeénu v libovolném souboru dat. Korelace vSak neni totozna s kauzalitou.

Obe pravidla jsou velmi obecna a maji fadu vyjimek. Existuje také fada uloh, kdy konkrétni
informace je skryta v fadé ostatnich hlavnich komponent. Konkrétni informace pak lze odhalit v jedné
¢i nékolika prostiednich hlavnich komponentéch.
® Rezidua objektd: Metoda hlavnich komponent PCA piindSi mnoho vyhod v analyze zdrojové
matice dat X pti nahrazeni m pavodnich znaku objekta skéry hlavnich komponent. Velikost projekéni
vzdalenosti e; predstavuje urcitou “ztratu informace” vlivem aproximace ptvodniho souboru dat.
Vzdalenost e; se nazyva reziduum a vSechna rezidua objekta jsou obsazena v matici rezidui E.
Velikosti rezidui jsou v piimé navaznosti na vyuzity pocet hlavnich komponent A stejné jako na podil
odhalené struktury v datech. “Velka rezidua” ukazuji, ze prolozeni objekty neni nejlepsi a model
nedostatecné popisuje data. “Mala rezidua” znac¢i dobry model. Existuje mnoho statistickych kritérii k
posouzeni tésnosti prolozeni technikou statistické analyzy rezidui. Plati obecné pravidlo: mala hodnota
A ¢ili mélo vyuzitelnych hlavnich komponent zna¢i hodné zbyvajiciho Sumu v matici E, velk& hodnota
A méné ponechaného Sumu v matici E.

Matice E obsahuje jak mala tak i velka rezidua. Vyhodnoceni E je vzdy relativni vaci celkovému
rozptylu. Na zakladé praméru kazdého znaku se ur¢i pocatek dat, spolecny vSem hlavnim
komponentam (0, O, ..., 0), ktery se nazyva nulova hlavni komponenta, a ktery vlastné popisuje
pramerny objekt.

Odectenim pramérného objektu od zdrojové matice X je stejné, jako centrovani zdrojové matice
dat. Pro A = 0 je matice rezidui Ey a bude rovna centrované matici Xc. Matice Eq hraje dulezitou
referencni roli pti kvantitativnim posouzeni relativni velikosti E.

Rezidua se budou ménit pii pridavani dalSich hlavnich komponent. Index i u pismene E; bude vzdy
znacit pocet hlavnich komponent vycislenych v modelu hlavnich komponent PCA. Vysledna rezidua
se porovnavaji s rezidui matice Eq. Pro A = 0 bude E, piedstavovat 100%. Rezidualovy rozptyl bude
pak 100% a modelem objasnény rozptyl bude 0%. Velikost E je charakterizovana ¢tverci rezidui cili
rozptyly. Existuji dva zpuasoby jak scitat prvky matice E: bud’ v f&dku a obdrzet rezidua kazdého
objektu, nebo ve sloupci a obdrzet rezidua kazdeho znaku.



GRAFICKE DIAGNOSTIKY PCA

Graficky Ize vysledek analyzy hlavnich komponent zobrazit v nékolika grafech hlavnich komponent
nésledujicim zpasobem:

(a) Cattelav indexovy graf upati vlastnich gisel (Scree Plot) je vlastné sloupcovy diagram
vlastnich ¢isel nebo reziduélniho rozptylu proti stoupajici hodnoté indexu, pofadoveho ¢isla A (obr. 5).
Zobrazuje relativni velikost jednotlivych vlastnich ¢isel. Rada autoré ho s oblibou vyuziva k uréeni
poctu A "uzitecnych" hlavnich komponent. Cattel vysvétluje scree jako Upati moiského utesu cili
zlomové misto mezi kolmou sténou a vodorovnym dnem. Vybrané "uzite¢neé™ hlavni komponenty
(nebo také faktory) pak tvofi kolmou sténu Utesu a "neuzite¢né” hlavni komponenty (nebo faktory)
piedstavuji vodorovné motiské dno. Uzite¢né komponenty jsou tak oddéleny zietelnym zlomovym
mistem a soufadnice x tohoto zlomu je hledana hodnota indexu. Jinym, hrubSim Kkritériem je Kaiserovo
pravidlo, podle kterého vyuzivame ty hlavni komponenty, jejichz vlastni ¢islo je vétSi nez jedna.
Pravidlo vychéazi z myslenky, ze neni tieba uvazovat komponenty, jejichz rozptyl je mensi nez
jednotkovy rozptyl kazdého normovaného znaku. Graf Upati se vSak jevi objektivnéjSim a
praktictejsim.

(b) Graf komponentnich vah, zatézi (Plot Components Weights) zobrazi komponentni vahy pro
prvni dvé hlavni komponenty (obr. 7). V tomto grafu se porovnavaji vzdalenosti mezi znaky. Kratka
vzdalenost mezi dvéma znaky znamena silnou korelaci. Lze nalézt i shluk podobnych znaka, jez spolu
koreluji. Tento graf mazeme povazovat za most mezi znaky a hlavnimi komponentami, protoze
ukazuje, jakou meérou prispivaji jednotlivé znaky do hlavnich komponent. Nékdy se podati hlavni
komponenty yi, Y2, ... pojmenovat, vysvétlit a pridélit jim fyzikalni, chemicky nebo biologicky
vyznam. Pak lze nazorné vysvétlit, jak jednotlivé znaky x;, j = 1,..., m, pfispivaji do prvni hlavni
komponenty y; nebo do druhe hlavni komponenty y,. Nektere znaky x; prispivaji kladnou vahou,
nekteré zapornou. Byva zajimavé sledovat kovarianci znaku x; v prostorovem 3D grafu komponentnich
vah yi, y» a ys. Jsou-li znaky x;, j = 1,..., m, blizko sebe v prostorovém shluku, jde o silnou pozitivni
kovarianci. Kovariance vSak nemusi jesté nutné znamenat korelaci. Vyklad grafu komponentnich vah
Ize obecné shrnout do nésledujicich bodu:

1. Duleztost znaka X, j = 1,..., m: znaky X; s vysokou mirou proménlivosti v datech objekta maji
vysoké hodnoty komponentni vahy. Ve 2D-diagramu prvnich dvou hlavnich komponent pak lezi
hodné¢ daleko od pocatku. Znaky s malou dulezitosti lezi blizko pocatku. Kdyz uré¢ime dileZtost
znakad, urcime tim také promeénlivost znaka: jestlize naptiklad y; objasnuje 70 % promeénlivosti a y
jenom 5 % (precteno z indexového grafu Upati vlastnich ¢isel), jsou znaky x;, j= 1,..., m, s vysokou
mezi pravodic¢i jsou zcela pozitivné korelované, znaky s uhlem 90° jsou zcela nekorelované
zatimco znaky s Ghlem 180° jsou negativné korelované.

2. Korelace a kovariance: znaky x;, j= 1,..., m, jsou blizko sebe, anebo znaky x; s malym Ghlem mezi
svymi pravodic¢i znaka a na stejné strané vaci po¢atku maji vysokou kladnou kovarianci a vysokou
kladnou korelaci. Naopak, znaky x; daleko od sebe, anebo s velikym Ghlem mezi pravodici znaka,
jsou negativné korelovany.

(c) Rozptylovy diagram komponentniho skdre (Scatterplot) zobrazuje komponentni skére ¢ili
hodnoty obycejné prvnich dvou hlavnich komponent u viech objekta (obr. 8). Lze snadno nalézt shluk
vzajemné podobnych objekta a dale objekty odlehlé a silné¢ odlisné od ostatnich. Diagram
komponentniho skore viak muze byt prostorovy ve tiech hlavnich komponentéch a v rovinném grafu
se pak sleduje pouze jeho pramét. Tento diagram se uziva k identifikaci odlehlych objekti, identifikaci
trendu, tfid, shlukia objektt, k objasnéni podobnosti objektd atd. Je ¢asto nemozné analyzovat vSechny
diagramy, protoze jich je velmi mnoho: pro m = 10 znaku existuje m(m-1)/2 = 45 diagramu, pro m =
11 pak 55 diagramu, pro m = 12 pak 66 diagramu, atd. Obvykle vybirame diagramy y; Vs. Y2, Y1 VS. V3,
y1 VS. Y4 atd. Drzime se prvni hlavni komponenty yi, protoze objasniuje néjvétsi miru promeénlivosti v
datech. Interpretace rozptylového diagramu komponentniho skore Ize shrnout do téchto bodu:



1. Umisteni objektz. Objekty daleko od pocatku jsou extrémy. Objekty nejblize pocatku jsou
nejtypictéjsi.

2. Podobnost objektz. Objekty blizko sebe si jsou podobné, objekty daleko od sebe jsou si
nepodobné.

3. Objekty v shluku. Objekty umisténe zietelné v jednom shluku jsou si podobné a piitom
nepodobné objektam v ostatnich shlucich. Dobie oddélené shluky prozrazuji, ze lze nalézt
vlastni model pro samotny shluk. Jsou-li shluky blizko sebe, znamena to zna¢nou podobnost
objekta.

. Osamélé objekty. Izolované objekty mohou byt odlehlé objekty, které jsou silné nepodobné
ostatnim objektam. To plati jen v ptipadech, kdy se nejedna o zdanlivou nehomogenitu danou
seSikmenim dat a odstranitelnou transformaci znakii.

. Odlehlé objekty. V idealnim piipadé byvaji objekty rozptylené po celé ploSe diagramu. V
opacném piipadé je néco Spatného v modelu, obycejné je piitomen silné odlehly objekt.
Odlehlé objekty jsou totiz schopny zbortit cely diagram, ve srovnani se silné vybocujicim
objektem jsou ostatni objekty nakumulovany do jediného Uzkého shluku. Po odstranéni
vybocujiciho objektu se ostatni objekty rozttidi po celé ploSe diagramu a teprve vypovidaji o
existujicich shlucich.

6. Pojmenovani objektz. Vystiznd jména objekta slouzi k hledani hlubSich souvislosti mezi objekty
a mezi pojmenovanymi hlavnimi komponentami. Snadno obkrouzime shluky podobnych
objekta nebo nakreslenim spojky mezi objekty vystihneme jejich fyzikalni ¢i biologickou
podobnost.

7. Vysvetleni mista objektu. Umisténi objektu na ploSe v diagramu muaze byt porovnavano s
komponentnimi vahami znaka ve dvojném grafu a pomoci znakua pak i vysvétleno.

SN

(621

(d) Dvojny graf (Biplot) kombinuje piedchozi dva grafy. Uhel mezi pravodici dvou znaki x; a X
je nepiimo umeérny velikosti korelace mezi témito dvéma znaky. Cim je mensi Uhel, tim je vetsi
korelace. Kazdy pruvodi¢ ma své soufadnice na prvni a na druhé hlavni komponenté. Délka této
souradnice je umeérna piispévku pavodni znaky x; do hlavni komponety, ¢ili je umérna komponentni
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druhému.

METODA SHLUKU

Cile shlukové analyzy nelze oddélit od hledani a volby vhodnych znaka k charakterizovani
shlukovanych objekti. Nalezené shluky vystihuji strukturu dat pouze s ohledem na vybrané znaky.
Volba znaka musi byt provedena na zaklade¢ teoretickych, pojmovych a praktickych hledisek. Vlastni
shlukova analyza neobsahuje techniku k rozliSeni vyznamnych a nevyznamnych znaka. Provede pouze
odliseni shluka. Mély by byt vyuzity pouze takové znaky, které dostatecné rozlisSuji mezi objekty.

e |dentifikace odlehlych objekta: Pti odhalovani struktury objekta je shlukové analyza velmi citliva
na pritomnost nevyznamnych znakua. Je citliva také na piitomnost odlehlych objekta, které se silné
odlisuji ode vSech ostatnich objekta.

® Miry podobnosti: Podobnost mezi objekty je uzita jako kritérium tvorby shluka objekti. Nejdiive
se stanovuji znaky, urcujici podobnost, které se dale kombinuji do podobnostnich mér. Timto
zpusobem pak muze byt objekt porovnan s jinym objektem. Analyza shluka vytvéaii shluky podobnych
objekti. Podobnost maze byt méfena rozlicnymi zpusoby, které se daji obycejné zaradit do jedné ze ti
zakladnich skupin:

(1) Korelacni miry: Zakladni mirou podobnosti dvou objekta ¢i znaka x; a x;, vyjadienych v
kardinalni Skale muze byt Pearsonv parovy korelacni koeficient r. Objekty jsou si tim podobnéjsi,
¢im je jejich parovy korelacni koeficient vétsi a blizSi jednicce. V pripadé ordinalni Skaly (poradova
¢isla) je analogickou mirou podobnosti Spearmaniv korelachi koeficient.



(2) Miry vzdalenosti: Piedstavuji nejcastéji uzivané miry, zalozené na prezentaci objekta v
prostoru, jehoz soufadnice tvori jednotlivé znaky. NejcastéjSi vzdalenostni mirou je Eukleidovska
vzdalenost zvana take geometricka metrika, kterd predstavuje délku prepony pravouhlého trojuhelnika
a jeji vypocet je zalozen na Pythagorove vété. Plati, ze vzdalenost

de (xc xi) = ‘/i(xkj - le)2

piedstavuje standardni typ vzdalenosti. Vedle Eukleidovské vzdalenosti se uzivd také ctverec
Eukleidovské vzdalenosti, ktery tvoii zaklad Wardovy metody shlukovani. Casto je uzivana
Manhattanska vzdalenost zvana také vzdalenost méstskych blokz nebo Hammingova metrika,
definovana vztahem

m

dn (xcx) = D Ixig - X

j=1
Pred uzitim této vzdalenosti se musime ujistit, ze znaky spolu nekoreluji. Kdyz tato podminka neni
splnéna, shluky jsou nespravné. DalSi mirou je zobecnéna Minkovského metrika, pro kterou plati

dwm (Xk ,X|) =z Z|ij - lelZ
Vj=1

kde pro z = 1 jde o Hammingovu metriku a pro z = 2 o Eukleidovu. Cim je z vétsi, tim vice je
zduraznovan rozdil mezi vzdalenymi objekty. V nékterych piipadech se pouziva také tetivova
vzdalenost (anglicky chord distance), definovana vztahem

Zijle
den (X xi) = [2 |1- mjzl—

m
szkj ZXZIj
j=1 j=1

V piipadé tiech znaku je tétivova vzdalenost ptimou vzdalenosti dvou boda na povrchu koule s
jednotkovym polomérem a pocatkem v tézisti.
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Obr. 3 Nejpouzivanéjsi miry vzdalenosti: (a) Eukleidovska D, (b) Manhattanovska vzdalenost D

Problém vSech vzdalenostnich mér vznika pti pouziti nestandardizovanych dat, které mohou
zpusobit rozdily mezi shluky, diky ¢asto veliké odliSnosti jednotek méieni.

VSechny dosud uvedené metriky neuvazuji zavislost mezi znaky. Zahrneme-li do vztahu pro
vzdalenost také vazby mezi znaky, vyjadiené kovarian¢ni matici C, dostaneme novou statistickou
miru, zvanou Mahalanobisova metrika

dma (X X1) = \/(Xk -x1)" C™ (X - xi)
Jde vlastné o vzdalenost bodu v prostoru, jehoz osy nemusi byt orthogonalni. Vysoce korelovany




vybér znakia muze skryté pievazit cely soubor znaku shlukovani.

e Standardizace dat: Pied vlastni shlukovou analyzou je tieba feSit otazku, zda je tieba data
standardizovat. Musi se respektovat fakt, ze vétSina mér vzdalenosti je velmi citlivd na méfitka
(stupnice), vedouci k razné numericke velikosti znaka. Obecné plati pravidlo, ze znaky s vétsSi mirou
proménlivosti ¢ili vétsi smérodatnou odchylkou maji vétsi vliv na miru podobnosti.

(1) Standardizovani znaki: Nejuzivanéjsi formou standardizace je normalizace kazdeho znaku
do svého Z-skore, tj. odectenim praméru a délenim smérodatnou odchylkou. Tato standardizace je
zndma pod ndzvem normovaci Z-funkce. Tato transformace eliminuje rozdily v métitku, mnohdy i
fadove se liSicich znaka. Vyhody standardizace znakua jsou nasledujici: (a) Znaky lze v jednotném
meéiitku, (kde je pramérna hodnota 0 a smérodatna odchylka 1) vzajemné porovnavat snadnéji. Kladné
hodnoty jsou nad pramérem a zaporne hodnoty jsou pod pramérem, (b) Se zménou métitka nedojde k
rozdilu mezi standardizovanymi znaky. | kdyz zménime naptiklad u znaku ¢as jednotky z minut na
sekundy, standardizované hodnoty budou stéle stejné.

(2) Standardizace objektz: Kdyz chceme identifikovat shluky dle vzdalenosti pak standardizace
neni vhodna. Standardizace objektd nebo-li fddkova standardizace muze byt vSak efektni ve
specialnich pripadech.

® Zpusoby shlukovani: Shluk (cluster) je skupina objekta, jejichz vzdalenost je mensSi nez vzdalenost
s objekty do shluku nepatiicimi. Podle zpasobu shlukovani se postupy déli na hierarchické a
nehierarchické. Hierarchické se déli dale na aglomerachi a divizni.

e Hierarchické shlukovaci postupy: Postupy jsou zalozeny na hierarchickém uspofadani objekta a
jejich shluka. Graficky se hierarchicky usporadane shluky zobrazuji formou vyvojového stromu nebo
dendrogramu. U aglomeracniho shlukovani se dva objekty, jejichz vzdalenost je nejmensi, spoji
do prvniho shluku a vypocte se novad matice vzdalenosti, v niz jsou vynechany objekty z prvniho
shluku a naopak tento shluk je zafazen jako objekt. Cely postup se opakuje tak dlouho, dokud vSechny
objekty netvoii jeden velky shluk nebo dokud nezistane urcity, predem zadany pocet shluki. Divizni
postup je obraceny. Vychazi se z mnoziny vSech objekta jako jediného shluku a jeho postupnym

délenim ziskame systém shlukd, az skoncime ve stadiu

Metoda nejbliz&iho souseda jednotlivych objektt.

; Obr.4 Nejcastéji uzivané metriky shlukovani.

Metoda primérmé vzdalenosti

Mezi metody metriky shlukovani patfi:

(1) Metoda nejbliZSiho souseda: Postup je postaven
na minimalni vzdalenosti. Naleznou se dva objekty,
oddélené nejkratSi vzdalenosti a umisti se do shluku. Dalsi
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Metoda Wardova shluk je wvytvoien piidanim tietiho nejblizSiho objektu.
@ Proces se opakuje az jsou vSechny objekty v jednom
3
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spolecném shluku. Vzdalenost mezi dvéma shluky je
definovana jako nejkratSi vzdalenost libovolného bodu v
prvnim shluku vaci libovolnému bodu v druhém. Dva
shluky jsou propojeny v libovolném stadiu nejkratSi spojkou.




(2) Metoda nejvzdalengjSiho souseda: Kritérium je postaveno nikoliv na minimalni ale na
maximalni vzdalenosti. Nejdelsi vzdalenost mezi objekty v kazdém shluku predstavuje nejmensi kouli,
kter& obklopuje vSechny objekty v obou shlucich. Metoda se také nazyva metodou Uplného propojenti,
protoze vSechny objekty ve shluku jsou propojeny kazdy s kazdym pfi maximalni vzdalenosti cili
minimalni podobnosti.

(3) Metoda primeérné vzdalenosti: Kritériem vzniku shluka je pramérna vzdalenost vSech
objektu v jednom shluku ke vSem objektam ve druhém shluku.

(4) Wardova metoda: Principem neni optimalizace vzdalenosti mezi shluky ale minimalizace
heterogenity shluka podle kritéria minima pfirustku vnitroskupinoveho souctu ¢tverca odchylek
objekta od téziste shluka. V kazdém kroku se pro vSechny dvojice odchylek spocita priristek souctu
¢tvercu odchylek, vznikly jejich slou¢enim a pak se spoji ty shluky, kterym odpovidd minimalni
hodnota tohoto pfirastku.

(5) Metoda teziste: Jde o vzdalenost dvou tézist shluka, vyjadienych Eukleidovskou
vzdalenosti nebo ctvercem Eukleidovské vzdalenosti. Téziste shluku méa soufadnice odpovidajici
pramérnym hodnotdm objekta pro jednotlivé znaky. Po kazdém kroku shlukovani se pocita nové
tézisté. Poloha tézisté shluku ponékud migruje tak jak se ptipojuji nové objekty a vznikaji vetsi shluky.

(6) Metoda medianova: Jde o jisté vylepSeni metody tézisté, nebot’ se snazi odstranit rozdilné
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vyznamnosti, které metoda tézisté dava razné velkym shlukam.

® Dendrogramy hierarchického shlukovani: Analyzou shluka je mozné hodnotit jednak podobnost
objektu, analyzovanou pomoci dendrogramu objektz, a jednak podobnost znaki analyzovanou pomoci
dendrogramu znaki.

Dendrogram shluki (vyvojovy strom) se konstruuje pouze v pripadé, kdy je k dispozici matice
puvodnich znaka. Dendrogram podobnosti znaka ukazuje rozliSeni znaka ve shlucich. Jeho
interpretace je snadné: znaky blizko sebe jsou propojeny spojovaci Useckou hodné nizko, maji malou
vzdalenost ¢ili zna¢nou vzajemnou podobnost. Znaky propojené hodné vysoko maji malou podobnost
a mezi sebou vykazuji velkou vzdalenost.

Dendrogram podobnosti objektz je standardni vystup hierarchickych shlukovacich metod, ze
ktereho je patrné struktura objekta ve shlucich.

Dendrogram podobnosti znakz odhaluje nej¢astéji dvojice ¢i trojice (obecné m-tice) znaka,
které jsou si velmi podobné a silné spolu koreluji. Znaky, které jsou ve spole¢ném shluku si jsou
znacné podobné a jsou také vzajemné nahraditelné. To mé zna¢ny vyznam pfi planovani experimentu a
respektovani uspornych ekonomickych kritérii. Nékteré vlastnosti ¢i znaky neni tieba viabec meéfit,
protoze jsou snadno nahraditelné jinymi a neptispivaji do celku velkou vypovidaci schopnosti.

Mira vérohodnosti: Dendrogram lze sestrojit celou fadou technik. Prvnim kritériem tésnosti
prolozeni pfi volbé “nejlepSiho dendrogramu”, jez nejlépe odpovida struktuie objekti a znaka mezi
objekty, je kofeneticky korelacni koeficient CC. Je to Pearsontv korela¢ni koeficient mezi skute¢nou a
predikovanou vzdalenosti, zalozenou na dendrogramu.

Druhym kritériem tésnosti prolozeni je kritérium delta A, které méfi stupen pretvoieni struktury
dat spiSe nez stupen podobnosti. Kritérium delta je definovano vztahem
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kde A = 0.5 nebo 1, dj je vzdalenost v pavodni matici vzdalenosti a d*ij je vzdalenost ziskana z
dendrogramu. Je zadouci, aby hodnoty delta byly blizké nule. Rada autora ukézala, ze metoda
pramérova vede obvykle k nejlepSimu dendrogramu.




Postup obecne analyzy shlukd
Analyza shluku je vzdy silnou analytickou pomuckou k uc¢elim zjednodu$eni, prizkumu a potvrzeni
struktury.

1. krok: Cile analyzy shluki: Priméarnim cilem je rozdéleni souboru objektti do dvou nebo vice
skupin, tid ¢i shluka. Sledujeme tfi cile:

(a) Popis systematiky: Tradi¢cnim vyuzitim jsou prazkumové cile a popis systematiky - taxonomie,
tj. empiricka klasifikace objektd. Analyzou shluki se dospéje k urcitym shlukam objektad, které jsou
pak porovnany s jejich teoreticky odvozenou typologii.

(b) ZjednoduSeni dat: Pfi hledani taxonomie poskytuje analyza shluka zjednoduSeny pohled na
objekty. Zatimco faktorova analyza se snazi nalézt strukturu znaku, analyza shluka ¢ini totéz ale pro
objekty. Na objekty se pak uz nehledi jako na jeden spole¢ny soubor ale na oddélené shluky objektd,
roz¢lenéné dle jejich vlastnosti.

(c) Identifikace vztahu: Po nalezeni shluka objektd, a tim i struktury mezi objekty je snadnéjsi
odhalit vztahy mezi objekty, coz by bylo mezi samotnymi objekty daleko obtizngjsi. Shluky mohou
byt predmétem dalSiho kvalitativniho uvazovani.

2. krok: Formulace ulohy analyzy shlukid: S vybranymi znaky budeme shlukovat vySetrované
objekty. Nejprve vSak je treba odpovédét na tii otazky: (1) Mohou byt v datech néjaké odlehlé objekty,
kterée mohou byt posléze odstranény? (2) Jak vyjadiime podobnost objekta? (3) Méla by byt data pred
analyzou shluka standardizovana?

3. krok: Pfedpoklady analyzy shluka: Analyza shluka objektd neni charakteru statistického
testovani. Pozadavky normality, linearity, homoskedasticity, které jsou tolik dulezité v ostatnich
vicerozmérnych technikdch nemaji zde vyznam. Presto existuji dva kritické predpoklady:
reprezentativnost a vliv multikolinearity.

4. krok: Vystavba shlukia a celkovéa tésnost prolozeni: Za vhodné rozliSovaci kritérium je mozné
pouzit maximalizaci rozdila mezi shluky, a toto porovnavat vici proménlivosti uvnité shlukd.
Testovani poméru roztylu mezi jednotlivymi shluky vaci praméru rozptylu uvniti shluku Ize porovnat
s F kritériem v analyze rozptylu.

Hierarchické shlukovani: Tyto algoritmy se tykaji konstrukce stromovité struktury shluki,
dendrogramu. Existuji v zasadé dva typy hierarchického shlukovani, aglomerachi a divizni. Grafickym
zobrazenim rastového stromu je diagram, také zvany dendrogram.

Pét nejpouzivanéjSich aglomeracnich algoritmu vystavby shluki jsou metoda nejblizSiho souseda,
metoda nejvzdalenéjsiho souseda, metoda prameérova, Wardova metoda, a metoda téziste.

Objekt

: Vzdalenost
Obr. 5 Postupné vystavba dendrogramu.

5. krok: Interpretace shluku: Interpretace shluka se tyka vysetreni kazdého shluku v pojmech
shlukovych znaka a predevSim pojmenovani shluka, které vystihuje podstatu a povahu shluka. Pri

zahjeni interpretace si uvédomime, ze ve shlukové analyze je ¢asto uzivanou mirou tézisté shluka.
Uzivatel se musi vratit k pavodnim dataim v pavodnich znacich a vyg¢islit pramérové profily pro



puvodni data. VySettime proto profily pramérovych skére a oznac¢ime popisnym nadpisem kazdy
shluk.
6. krok: Validace a profilovani shluka: Existuje ponékud subjektivni charakter analyzy shluka stran
hledani optimalniho shlukového feSeni.

Validace shluka: Validace cili potvrzeni shlukt zahrnuje pokusy zajistit, ze shlukové teSeni je
reprezentativni v celé obecné populaci, a je proto zobecnitelné i na ostatni objekty a dale je i stabilni v
case.

Vzorova uloha 1. Klasifikace zdroj pitné vody (E404 v ref. [31])

Na 62 vzorcich zdroju pitné vody bylo stanoveno 16 proménnych kvality vody. Je tieba vysetfit, zda
krabicovy graf ukazuje nutnost data standardizovat, zda lze nalézt vybocujici objekty, resp. jejich
proménné, zda existuje korelace mezi proménnymi, zda ukazuje graf komponentnich vah na korelujici
proménné, zda jsou nekteré proménné redundandni, zda lze odhalit v rozptylovém diagramu
komponentniho skore odlehlé objekty, zda lze posoudit podobnost objektz shlukovou analyzou
klasifikaci zdroju.

Data: i index vzorku, NO3 obsah dusi¢nana [mg/l], NO2 obsah dusitana [mg/l], Cl obsah chlorida
[mg/1], CI2 obsah celkového chloru [mg/l], SO4 obsah sirani [mg/l], PO4 obsah fosfore¢nana [mg/l],
NH4 obsah amonnych soli [mg/l], Ca obsah vapniku [mg/l], Mg obsah hoi¢iku [mg/l], Fe obsah
zeleza (celkového) [mg/l], Mn obsah manganu [mg/l], pH je pH roztoku, KNK, ZNK, Vodiv.
vodivost roztoku, Nerozp. nerozpusténé latky [mg/l].

Nerozp
NO3 NO2 ClI Cl2 SO4 PO4 NH4 Ca Mg Fe Mn pH KNK ZNK Vodiv.

2,2 | 0,00 6 6,00 [103,50| 0,03 | 0,02 | 181 17 |0,016)0,050| 7,08 | 810 | 3,40 | 855 | 0,09

i

1

2 1,9 | 0,01 18 | 18,00 |127,00| 0,03 | 0,06 | 161 19 (0,016 )0,050| 7,22 | 6,00 | 1,80 | 706 | 0,08
3 1,3 | 0,01 1 1,00 [ 93,50 0,03 | 0,04 | 175 14 10,016 0,050| 7,16 | 930 | 2,10 | 625 | 0,56
4 15 | 0,02 80 | 80,00 (291,00 0,03 | 0,02 | 310 38 10,016]0,050| 7,07 | 9,70 | 505 | 1465 [ 0,06
5 1,7 ] 0,01 93 93,00 (321,00 0,03 | 0,02 | 316 51 10,016 0,050 7,13 | 10,50 | 4,85 | 1526 [ 0,03
6 11,8 | 0,11 51 51,00 (127,00 0,03 | 0,02 | 129 24 10,016]0,100| 7,21 | 4,70 | 1,35 | 752 | 0,07
7 1,6 | 0,05 28 | 28,00 (281,00( 0,04 | 0,02 | 179 65 1,500,100 7,21 | 8,10 | 2,45 | 1081 | 0,27
8 25 | 0,10 11 | 11,00 | 49,00 | 0,19 | 0,22 83 10 (0,016 0,110| 7,21 | 460 | 055 | 437 0,2
9 48 | 011 12 | 12,00 | 51,00 | 0,04 | 0,06 47 22 |0071]0140| 7,74 | 3,70 | 0,60 | 380 | 0,10
10 8,4 | 0,04 13 | 13,00 | 84,00 | 0,03 | 0,02 94 5 0,016 | 0,050 | 7,51 | 3,70 | 0,55 | 414 | 0,32
11 1,0 | 0,01 7 7,00 [150,00| 0,03 | 1,89 | 159 13 [0,016)0670| 7,29 | 6,60 | 2,05 | 686 | 0,13
12 11,4 | 0,56 23 | 23,00 (132,00 0,03 | 0,05 85 13 [ 0,016 0,070 | 7,32 | 350 | 045 | 464 | 0,12
13 9,0 | 0,11 14 | 14,00 7950 | 0,16 | 0,02 88 24 10,016 0,070| 7,42 | 510 | 0,75 | 475 | 0,13
14 27,7 | 0,03 57 | 57,00 (168,00 0,06 | 0,02 | 200 13 [ 0,016 )0,080| 7,37 | 660 | 1,25 | 920 | 0,26
15 54,2 [ 0,02 52 152,00 (139,00 0,10 | 0,03 | 190 7 0,038 | 0,060 7,36 | 6,90 | 1,15 | 982 | 0,36
16 69,9 | 0,04 38 3800|7200 010 | 044 | 171 2 0,016 |1 0,050 | 7,29 | 6,80 | 1,70 | 913 | 0,13
17 35 | 0,08 13 | 13,00 |110,50| 0,15 | 0,02 88 12 {0,016 0,050| 7,41 | 3,30 | 0,65 | 491 | 0,15
18 1,0 | 0,02 16 716 | 7,31 | 0,10 | 0,20 34 19 (0,038]0,170| 7,12 | 960 | 2,90 | 1614 | 0,19
19 1,0 | 0,00 87 | 87,00 (144,00( 0,03 | 0,31 | 145 45 10,053 (0,050 7,62 | 7,80 | 1,10 | 924 | 0,15
20 13,2 | 0,01 15 | 15,00 | 50,00 | 0,14 | 0,06 94 5 0,016 | 0,060 | 7,72 | 480 | 0,70 | 491 | 0,17
21 1,0 | 0,04 45 145,00 | 68,00 ( 0,08 | 0,28 | 122 3 0,018 | 3660 | 7,19 | 3,40 | 0,85 | 541 | 0,11
22 18,4 | 0,02 24 | 24,00 (127,00 0,03 | 0,02 | 137 5 0,016 | 0,090 | 7,49 | 530 | 1,40 | 610 | 0,10
23 12,8 | 0,00 15 | 15,00 |124,00( 0,03 | 0,02 | 120 6 0,016 | 0,050 | 7,59 | 450 | 0,55 | 518 | 0,18
24 19,9 | 0,03 43 | 43,00 (187,00 0,03 | 0,02 | 183 2 0,025 0,050 | 7,48 | 510 | 1,60 | 882 | 0,11
25 33,7 | 0,03 9 9,00 (101,00| 0,03 | 0,02 96 6 0,016 | 0,050 | 7,65 | 2,70 | 0,75 | 429 | 0,09
26 1,3 | 0,05 23 | 23,00 [243,00( 0,03 | 0,23 | 161 13 [0,064)1,050| 7,18 | 2,80 | 1,10 | 686 | 0,12
27 1,0 | 0,00 16 | 16,00 |137,00| 0,03 | 0,02 | 147 7 0,016 | 0,260 | 7,51 | 570 | 1,30 | 648 | 0,10
28 2,1 | 0,03 16 | 16,00 |130,00| 0,03 | 0,04 | 155 6 0,016 | 0,320 | 7,53 | 570 | 1,05 | 660 | 0,10
29 1,0 | 0,02 7 7,00 [163,00| 0,03 | 0,78 | 149 9 0,025]3,050| 7,31 | 6,10 | 2,20 | 637 | 0,09
30 1,0 | 0,00 4 4,00 | 72,00 0,03 | 0,21 88 9 0,016 0,180 | 7,62 | 430 | 0,55 | 414 | 0,11
31 1,3 | 0,00 57 57,00 (116,00( 0,04 | 0,13 | 130 58 10,066 | 0,050 7,48 [ 10,90 2,05 | 908 | 0,21
32 1,0 | 0,00 30 30,00 (48,00 ( 0,39 | 0,02 | 168 5 0,054 10,050 | 803 | 7,60 | 1,75 | 672 | 0,09
33 14 ] 0,00 46 |46,00 [ 94,00 ( 0,03 | 0,02 86 54 10,066 |0,050| 7,79 | 550 | 1,10 | 711 | 0,23
34 22,6 | 0,00 53 53,00 (58,00 003 | 0,02 | 105 58 10,061]0050| 755 | 650 | 1,85 | 729 [ 0,11
35 21,2 | 0,00 45 ] 45,00 (106,00 0,03 | 0,02 | 100 72 10064005 | 7,72 | 6,80 | 1,40 | 790 [ 0,09




36 30,2 | 0,00 59 [ 59,00 [238,00f 0,03 | 0,02 | 154 83 | 0,084 (0,050 7,70 | 6,30 | 1,30 | 1101 | 0,09
37 39,0 | 0,00 22 | 22,00 |90,00| 0,04 | 0,02 88 11 | 0,061 0,050 7,72 | 3,80 | 1,05 | 432 | 0,09
38 11,0 | 0,00 11 | 11,00 | 82,00 ( 0,03 | 0,02 90 22 10,056)005 | 7,71 | 7,00 | 1,60 | 629 | 0,05
39 25,0 | 0,00 20 | 20,00 | 96,50 0,03 | 0,03 90 35 0,016 )0,050| 7,65 | 580 | 1,15 | 551 | 0,15
40 2,2 | 0,00 34 | 34,00 |8200| 003 | 0,10 | 130 12 | 0,016 | 0,050 ( 7,84 | 5,70 | 1,15 | 575 | 0,08
41 33,6 | 0,01 45 | 45,00 |115,00] 0,03 | 0,02 | 160 6 0,028 | 0,120 | 7,77 | 4,10 | 1,05 | 679 | 0,07
42 46,5 | 0,01 11 | 11,00 | 81,50 | 054 | 0,10 80 9 0,016 | 0,050 | 7,73 | 3,10 | 0,75 | 432 | 0,06
43 39,3 | 0,04 28 | 28,00 |130,50| 0,03 | 0,19 | 144 15 (0031|0080 768 [ 550 [ 1,15 [ 615 | 0,11
44 14,7 | 0,00 29 129,00]9250| 0,03 | 0,02 | 122 24 10,084)0,050 | 7,78 | 6,10 | 1,05 | 575 | 0,07
45 17,6 | 0,00 33 [ 33,00 [{132,00f 0,03 | 0,02 | 128 18 0,036 0,070 7,81 | 410 | 0,60 | 551 | 0,04
46 42,8 | 0,15 25 [ 25,00 [149,00| 0,03 | 0,02 | 152 6 0,076 10,120 | 7,64 | 3,80 | 095 | 665 | 0,05
47 18,4 | 0,27 15 | 15,00 | 45,50 [ 0,03 | 0,02 70 5 0,089 10,080 | 7,50 | 3,20 | 0,95 | 369 | 0,07
48 74 | 0,01 14 | 14,00 (195,00 0,03 [ 0,02 | 148 9 0,051]0,130| 7,46 | 390 | 1,30 | 657 | 0,08
49 22,1 | 0,19 52 [ 52,00 [{180,00 0,03 | 0,02 | 154 15 0,048 | 0,060 7,73 | 560 | 1,60 | 803 | 0,07
50 1,9 | 0,00 11 | 11,00 [ 58,00 [ 0,03 [ 0,02 | 146 11 0,028 | 0,050 | 7,84 | 4,30 | 1,00 | 425 | 0,08
51 18,3 | 0,00 7 7,00 [ 6550 0,03 [ 0,02 98 12 10,043 |0,050| 7,59 | 430 | 1,25 | 398 | 0,07
52 20,8 | 0,29 36 |36,00|6550| 0,03 | 003 | 120 18 | 0,084 | 0,050 750 [ 570 | 1,70 | 592 | 0,07
53 9,0 | 0,00 24 | 24,00 |125,00| 0,03 | 0,02 | 122 7 0,079 | 0,050 | 7,77 | 4,40 | 1,50 | 511 | 0,07
54 19,4 | 0,00 22 | 22,00 |108,00| 0,03 | 0,02 | 120 5 0,041 [ 0,050 | 7,95 | 510 | 1,65 | 548 | 0,03
55 1,8 | 0,00 3 3,00 | 92,00| 0,03 | 0,02 | 118 15 | 0,056 | 0,050 ( 7,84 | 6,40 | 1,90 | 504 [ 0,06
56 31,1 | 0,01 1 1,00 (125,00 0,03 | 0,02 | 138 24 10,097 ]0050 | 7,71 | 6,20 | 1,60 | 628 | 0,06
57 21,9 | 0,83 31 | 3100|7600 1,74 | 0,02 | 104 4 0,102 [ 0,090 | 6,67 | 570 | 1,55 | 613 | 0,06
58 69 | 031 36 |36,00|5050| 442 | 0,02 | 120 7 0,079 [ 0,220 | 7,69 | 6,20 | 3,10 | 635 | 0,03
59 139 | 0,15 60 | 60,00 (8100 0,11 | 0,02 | 151 9 0,066 | 0,050 | 7,96 | 540 | 0,85 | 1217 | 0,66
60 74 | 017 56 | 56,00 [151,00f 0,18 | 0,02 | 149 19 |0016 0,180 | 7,61 | 560 [ 0,85 | 790 | 0,13
61 1,0 | 0,07 29 [ 29,00 |6850| 0,16 | 0,02 81 11 | 0,041 0,050 | 7,62 | 450 [ 0,75 | 441 0

62 32,8 | 0,01 25 | 25,00 [{115,50| 0,05 | 0,02 | 102 12 10,016 | 0,050 | 7,69 | 2,60 | 0,65 | 436 | 0,05

Reseni: Na zac¢atku kazdé vicerozmérné analyzy dat je tfeba provést exploratorni analyzu a vySetiit
znaky co do jejich proménlivosti a vzéjemné korelace. Krabicovy graf vSech znaki na obr. 6 ptehledné
zobrazuje proménlivost jednotlivych znaka. Je zfejmé, ze data bude tieba pfedem standardizovat,
protoze se vyskytuji v rozlicnych rozmérech i fadové se liSicich hodnotach. Plati zde totiz pravidlo, ze
¢im veétsi promeénlivost znaku, tim vice znak prispiva k formulaci hlavnich komponent.

Krabicovy graf
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Obr. 6 Krabicovy graf proménlivosti znakd.

Maticovy diagram ukazuje rozptylové diagramy dvojic znaka. Je zifejmé, ze vysoké hodnoty
korela¢niho koeficientu R vedou ke zietelné linearni (pfimkové) zavislosti, zatimco nizké hodnoty R
ukazuji, Ze znaky nejsou v diagramu zobrazeny na ptimce ale spiSe v chaotickém mrakii bodu.

Metoda hlavnich komponent PCA
Na zacatku analyzy metodou hlavnich komponent je tfeba urcit vhodny pocet hlavnich komponent,
ktery co nejlépe popisuje proménlivost v datech.



VysSetteni indexoveho grafu uUpati vlastnich &isel: Pocet uzite¢nych komponent je v Cattelové
indexoveém grafu na obr. 7a oddélen zietelnym zlomovym mistem, a x-ova soufadnice tohoto zlomu je
pak hledana hodnota tohoto poctu a zde je rovna 2.

Vysetteni grafu komponentnich vah: Vysetfeni se provede porovnanim vzdalenosti mezi
proménnymi a dospéje se k zaveéru, ze kratkd vzdalenost mezi dvéma promeénnymi znamena silnou
korelaci. (Obr. 7 b,c,d)
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Obr. 7 (a) Catteluv indexovy graf upati vlastnich ¢isel pro 62 zdroji vody a 16 znaku, (b) Graf
komponentnich vah 1. a 2. hlavni komponenty, (c) 1. a 3. hlavni komponenty, (d) 2. a 3. hlavni
komponenty,

Grafy ukazuji, jakou mérou prispivaji jednotlivé ptvodni proménné do hlavnich komponent. Lze
nazorné vysvétlit, jak jednotlivé pavodni proménne x;, j= 1,.., 16, pfispivaji do prvni hlavni
komponenty y1 nebo do druhé hlavni komponenty y,. Nékteré piivodni promeénné x; piispivaji kladnou
vahou, jiné zapornou. Pavodni proménné x;, j= 1,..., 16, blizko sebe a nebo promeénné x; s malym
uhlem mezi svymi pravodi¢i proménnych a na stejné strané vuci pocatku maji vysokou kladnou
kovarianci, a tim také vysokou kladnou korelaci. Naopak, pavodni proménné x; daleko od sebe anebo s
velikym Uhlem mezi pravodici proménnych jsou negativné korelovany. Ukazuje se uzitecné, aby
pavodni promeénné, které spolu silné koreluji byly z dat odstranény, aby se tak snizil pocet piivodnich
znakd..



Vysetieni rozptylového diagramu komponentniho skore:
Nejdulezitéjsi diagram metody hlavnich komponent ukazuje celou vySetrovanou strukturu objekta, tzn.
shluky objektu, izolované objekty, odlehlé objekty, anomalie, atd. (obr. 8a, b, c). Objekty mohou byt
oznaceny textovym popisem nebo jako na obr. 5 ¢iselné indexem. Analyzou lze dospét k témto
zavéram:
1. Umisteéni objekti: objekty daleko od pocatku (4, 5, 7, 11, 12, 29, 58, 59, atd.) jsou extrémy.
Objekty nejblize pocatku (22, 52, 53, 54, 45, atd.) jsou typictéjsi.
2. Podobnost objektz: objekty blizko sebe (napi. 53 a 54 a 44 a 45) si jsou podobne, objekty daleko
od sebe (napi. 5 a 45, 4 a 30, atd) jsou si nepodobné.
3. Objekty v shluku: objekty umisténé ztetelné v jednom shluku (napi. 12, 13, 17, 55, 23, 61, 50,
20, atd) jsou si podobné a pfitom nepodobné objektim v ostatnich shlucich (napt. 14, 15, 24,
49, atd.). Dobie oddeélené shluky prozrazuji, ze lze nalézt vlastni model pro samotny shluk.
Jsou-li shluky blizko sebe, znamena to zna¢nou podobnost objekt.
4. Osameélé objekty: izolované objekty (4, 5, 7) mohou byt odlehlé objekty, které jsou silné
nepodobné ostatnim objektam.
5. Odlehlé objekty: v idedlnim piipadé byvaji objekty rozptylené po celé ploSe diagramu. V
opa¢ném piipadé je néco Spatného v modelu, obycejné je pritomen silné odlehly objekt (4, 5,
11, 29, 57 a 58). Odlehlé objekty jsou totiz schopny zbortit cely diagram, ve srovnani se silné
vybocujicim objektem jsou ostatni objekty nakumulovany do jediného Gzkeho shluku. Po
odstranéni vybocujiciho objektu se ostatni objekty roztéidi po celé ploSe diagramu a teprve
vypovidaji o existujicich shlucich.
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Obr. 8 (a) Rozptylovy diagram komponentniho skoére 1. a 2. hlavni komponenty, (b) 1. a 3. hlavni
komponenty, (c) 2. a 3. hlavni komponenty.



KLASIFIKACE METODOU SHLUKa

V prvém kroku se postavi dendrogram znakt a v druhém kroku dendrogram objekta.

Dendrogram podobnosti znaki: V prvem stadiu se vySetiuje podobnost proménnych, a tim se také
odhali jejich silna korelace. Vysetii se, ktera pavodni proménna (znak) je nadbytecna a kterou lze
vynechat a nahradit jinou. Cim niz$i je spojka dvou objekta, tim jsou si objekty podobngjsi.

Véazeny primér skupin dvojic Vazeny primér skupin dvojic
NO3 100
NO2
FE
NEROZP 80
NH4 &
MN o
PO4 =
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PH g
KNK =)
cL & 40
CcL2 =
MG
S04 20
CA:'_
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183 5 4720 17627 1251108 BBV ERROBRE 3 B4 2192416
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Obr. 9 (a) Dendrogram proménnych (znakd) metodou vazeného priméru skupin dvojic, (b)
Dendrogram objektl (zdroji vody) metodou vazeného priméru skupin dvojic.

Metodou vazeného priméru skupin dvojic nebo metodou nejblizSiho souseda Ize nalézt na obr 9a fadu
dvojic velice si podobnych znakti. Nejvice jsou si podobné znaky v nasledujicim shluku: NO2-FE-
NEROZP-NH4-MN-PO4. Déle pak ve shluku KNK-pH-ZNK a kone¢né SO4-CA. Ponékud méngjsou si
podobné proménné ve shluku NO3 viucéi KNK-pH-ZNK. Vyjimeéné postaveni ma proménnéd VODIV,
ktera si neni podobna s zadnou jinou proménnou. Metoda odhalila fadu shlukd, dvojic podobnych

v ¥

proménnych. Dospéla k podobnym zavéram jako metoda nejblizsiho souseda nebo metoda Wardova.

Dendrogram podobnosti objekti: V druhém stadiu klasifikace tvorbou shluki se vySetiuje
podobnost objekta ¢ili zdroju pitné vody, jez patii vlastné k nejdulezitéjsi cast klasifikacni analyzy. Jde
o odhaleni vybocujicich zdrojua, které jsou silné nepodobné ostatnim, které maji anomalni hodnoty
znakl. Z obr. 6b je zfejmé, ze zdroje pitné vody lze na zakladé 16 znakl rozdélit do Sesti zietelné

odliSnych shlukti.

Zavéry: Standardnim vyuzitim PCA je snizeni dimenze ulohy ¢ili redukce poctu znaka bez velké
ztraty informace, a to uzitim pouze prvnich nékolika hlavnich komponent. Toto snizeni dimenze ulohy
se netyka poctu puavodnich znaku. Je vyhodné predevSim pro moznost zobrazeni vicerozmérnych dat.
Predpoklada se, ze nevyuzité hlavni komponenty obsahuji malé mnozstvi informace, protoze jejich
rozptyl je ptiliS maly. Tato metoda je atraktivni predevsim z davodu, ze hlavni komponenty jsou
nekorelované. Namisto vysetiovani velkého poctu pavodnich znaka s komplexnimi vnitinimi vazbami
analyzuje uzivatel pouze maly pocet nekorelovanych hlavnich komponent. Déle Ize vybrané hlavni
komponenty vyuzit take k testu vicerozmérné normality. Analyza hlavnich komponent je rovnéz
soucasti prazkumoveé analyzy dat. Snizeni rozmérnosti je ¢asto vyuzivano pii konstrukci komplexnich
ukazatela jako linedrnich kombinaci pavodnich znaku. Naptiklad prvni hlavni komponenta je vlastné
vhodnym ukazatelem jakosti, pokud puavodni znaky charakterizuji jeji slozky. Vyuziti prvni hlavni
komponenty jako komplexniho ukazatele je bézne v oblasti ekonomie, sociologie a mediciny. Prvni
dvé respektive prvni tii hlavni komponenty se vyuzivaji predevSim jako techniky zobrazeni
vicerozmérnych dat v projekci do roviny nebo do prostoru. Vyhodou je, ze tato projekce zachovava



vzdalenosti a uhly mezi jednotlivymi objekty. V fadé piipadua jsou hlavni komponenty pouze jednou z
fazi komplexnéjsi analyzy. Oblibené je také pouziti hlavnich komponent v oblasti fizeni jakosti.
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