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… a pak posun dolu až na Slidy a 
klik na přednášku  

6.5 Výstavba modelu LR 
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6. Lineární regresní modely 
 
 

6.1 Jednoduchá regrese a validace 
6.2 Testy hypotéz v lineární regresi 
6.3 Kritika dat v regresním tripletu 
6.4 Multikolinearita a polynomy 
6.5 Kritika modelu v regresním tripletu 
6.6 Kritika metody v regresním tripletu 
6.7 Lineární a nelineární kalibrace 
7. Korelační modely 

 
 





Pokud však budeme měřit data 
v příliš malém intervalu, 
nemusí se závislost vůbec 
prokázat!! 





Cíl regresní analýzy 
Cílem regresní analýzy je nalezení vhodného  modelu studované 
závislosti tak, že se snažíme nahradit 

 

každou měřenou (experimentální) hodnotu závisle proměnné yexp   

 

hodnotou vypočtenou (predikovanou)  yvyp  

 

čili hodnotou ležící na spojité funkci (modelu) nezávisle proměnné x . 



Grafické vysvětlení cíle regresní analýzy 

 

závisle prom
ěnná Y

 

nezávisle proměnná X 

měřené hodnoty 

modelové (vypočítané) hodnoty 



Grafické vysvětlení regresního modelu: 

1 

závisle prom
ěnná Y

  absolutní člen 

regresní 
parametr 

nezávisle proměnná X 

Směrnice 

Úsek 
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Nejlepší odhady  
parametrů úseku a směrnice 

Účelová funkce U dosáhne minima pro nejlepší odhady parametrů úseku a směrnice 

Úsek Směrnice 

Symetrický hyperparaboloid 



Metoda nejmenších čtverců 
Je založena na řešení soustavy normálních rovnic (pro regresní 

přímku): 
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Formulace  lineárního regresního modelu 

  

11 12 1 1

21 22 2 2

1 2

1 2

1

2

1

2

1

2

j m

j m

i i ij im

n n nj nm

i

n

j

m

i

n

y x x x x
x x x x

x x x x

x

y

x

y

x xy

β ε
εβ

β ε

εβ

 
 
 
 
 
 
 
 

 
 
 
 
 

 
 
 
 
 
 
 
 
  



 
 
 
 
 
 
 
 
 


 
 
 

=



⋅

 

+


X εβy

 

 

     

 

     

 












   závisle                          nezávisle proměnná                                   regresní         náhodná 
proměnná                                                                                            parametry    chyba 

Maticový zápis   y = X β + ε  





Vyčíslení  odhadů  parametrů  lineárního regresního modelu  
metodou  nejmenších  čtverců (MNČ) 
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Nejlepší odhady  
parametrů úseku a směrnice 

Účelová funkce U dosáhne minima pro nejlepší odhady parametrů úseku a směrnice 

Úsek Směrnice 

Symetrický hyperparaboloid 















IS modelových hodnot přímky 

∑
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Pro model přímky: 

Polovina IS modelu přímky 
Modelová hodnota 

Směrodatná odchylka reziduí 



Intervalové odhady parametrů 

Pro různý počet pozorování se mohou odhadnuté regresní parametry 
b0 a b1 lišit. 

 
Vedle bodových odhadů regresních parametrů lze vyčíslit i jejich 

intervalové odhady: 
 
 
 
kde bi je bodový odhad regresního parametru, 
t1-α/2(n-p) je kvantil Studentova t rozdělení, 
m je počet parametrů modelu, 
s(bi) je směrodatná chyba odhadu parametru. 

1 /2 1 /2( ) ( ) ( ) ( )i i i i ib t n m s b b t n m s bα αβ− −− − ⋅ < < + − ⋅





IS  y-hodnot – Working-Hottelingův pás spolehlivosti 

udává rozpětí, ve kterém se budou nacházet hodnoty 
 závisle proměnné se zvolenou pravděpodobností  

1 - α  

σ⋅±′=
−
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Validace nové analytické metody 
0 1(nalezeno) (dáno)y xβ β= + ⋅
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6.2.1 Úlohy na validaci nové analytické metody 
 
Úloha V6.01 Validace stanovení molybdenu rentg.-fluoresc. metodou 
Zadání: U stanovení obsahu molybdenu porovnejte výsledky z rentg.-
fluorescenční metody y s deklarovaným obsahem standardů ocelí x.  
Úkoly: 
(1) Určete velikost systematické chyby metody (= velikost úseku β0). 
(2) Správnost metody (= směrnice měla být 1). 
(3) Pokuste se vyjádřit i přesnost metody.  
(4) Jsou v datech vlivné a vybočující body?  
(5) Tabulkové indikace vlivných bodů a pět nejdůležitějších grafů 

identifikace vlivných bodů. 
 

Data: Obsah molybdenu, dáno x [%], stanoveno y [%]: 
Dáno x  Stanoveno y  

0.011  0.012  
...  ...  
0.085  0.083  
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Odhady parametrů       
Proměnná Odhad Směr.Odch. Závěr Pravděpodobnost Spodní mez  Horní mez 
Abs 0.001034 0.000686 Nevýznamný 0.163  -0.00049559  0.0025644 
V601x 0.972702 0.013748 Významný 7.77E-015  0.9420701358  1.003335592 
 
Statistické charakteristiky regrese       
Vícenásobný korelační koeficient R : 0.99900      
Koeficient determinace R^2 :  0.99800      
Predikovaný korelační koeficient Rp : 0.99434      
Střední kvdratická chyba predikce MEP : 1.50063E-006      
Akaikeho informační kritérium : -161.13      
Fisher-Snedecorův test významnosti modelu  
Hodnota kritéria F : 5005.80 
Kvantil F (1-alfa, m-1, n-m) : 4.96460 
Pravděpodobnost : 7.75E-015 
Závěr :  Model je významný 
 

QCEXPERT 
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STATISTICA 
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Linear Regression Plot Section 
Run Summary Section 
Parameter  Value Parameter   Value 
Dependent Variable  V601y Rows Processed 81 
Independent Variable  V601x Rows Used in Estimation 12 
Frequency Variable  None Rows with X Missing 69 
Weight Variable  None Rows with Freq Missing 0 
 
Intercept  0.0010  Rows Prediction Only 0 
Slope  0.9727  Sum of Frequencies 12 
R-Squared  0.9980  Sum of Weights 12.0000 
Correlation  0.9990  Coefficient of Variation 0.0257 
Mean Square Error 1.267129E-06  Square Root of MSE 1.125668E-03 
 
Summary Statement 
The equation of the straight line relating V601y and V601x is estimated as: V601y = (0.0010) +(0.9727) V601x using the 12 observations in this 
dataset. The y-intercept, the estimated value of V601y when V601x is zero, is 0.0010 with a standard error of 0.0007. The slope, the estimated 
change in V601y per unit change in V601x, is 0.9727 with a standard error of 0.0137. The value of R-Squared, the proportion of the variation in 
V601y that can be accounted for by variation in V601x, is 0.9980. The correlation between V601y and V601x is 0.9990. A significance test that 
the slope is zero resulted in a t-value of 70.7517. The signifikance level of this t-test is 0.0000. Since 0.0000 < 0.0500, the hypothesis that the 
slope is zero is rejected. The estimated slope is 0.9727. The lower limit of the 95% confidence interval for the slope is 0.9421 and the upper limit 
is 1.0033. The estimated intercept is 0.0010. The lower limit of the 95% confidence interval for the intercept is -0.0005 and the upper limit is 
0.0026.  
 
Descriptive Statistics Section 
Parameter  Dependent Independent 
Variable  V601y V601x 
Count  12 12 
Mean  0.0438 0.0440 
Standard Deviation 0.0240 0.0247 
Minimum  0.0120 0.0110 
Maximum  0.0830 0.0850 
  

NCSS2007 
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Regression Estimation Section 
   Intercept  Slope 
Parameter   B(0)  B(1) 
Regression Coefficients  0.0010  0.9727 
Lower 95% Confidence Limit -0.0005  0.9421 
Upper 95% Confidence Limit  0.0026  1.0033 
Standard Error   0.0007  0.0137 
Standardized Coefficient  0.0000  0.9990 
T Value   1.5064  70.7517 
Prob Level (T Test)  0.1629  0.0000 
Reject H0 (Alpha = 0.0500)  No  Yes 
Power (Alpha = 0.0500)  0.2759  1.0000 
Regression of Y on X  0.0010  0.9727 
Inverse Regression from X on Y 0.0009  0.9746 
Orthogonal Regression of Y and X 0.0010  0.9736 
Notes: 
The above report shows the least-squares estimates of the intercept and slope followed by the corresponding standard errors, confidence intervals, 
and hypothesis tests. Note that these results are based on several assumptions that should be validated before they are used.  
  
Estimated Model: ( 1.03440731901351E-03) + ( .972702863961814) * (V601x) 
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Correlation and R-Squared Section 
     Spearman 
   Pearson  Rank 
   Correlation  Correlation 
Parameter   Coefficient R-Squared Coefficient 
Estimated Value  0.9990 0.9980 1.0000 
Lower 95% Conf. Limit (r dist'n) 0.9960  
Upper 95% Conf. Limit (r dist'n) 0.9995  
Lower 95% Conf. Limit (Fisher's z) 0.9963  1.0000 
Upper 95% Conf. Limit (Fisher's z) 0.9997  1.0000 
Adjusted (Rbar)  0.9978  
T-Value for H0: Rho = 0  70.7517 70.7517  
Prob Level for H0: Rho = 0  0.0000 0.0000 0.0000 
Notes: 
The confidence interval for the Pearson correlation assumes that X and Y follow the bivariate normal distribution. This is a different assumption 
from linear regression which assumes that X is fixed and Y is normally distributed. Two confidence intervals are given. The first is based on the 
exact distribution of Pearson's correlation. The second is based on Fisher's z transformation which approximates the exact distribution using the 
normal distribution. Why are both provided? Because most books only mention Fisher's approximate method, it will often be needed to do 
homework. However, the exact methods should be used whenever possible. The confidence limits can be used to test hypotheses about the 
correlation. To test the hypothesis that rho is a specific value, say r0, check to see if r0 is between the confidence limits. If it is, the null hypothesis 
that rho = r0 is not rejected. If r0 is outside the limits, the null hypothesis is rejected.  Spearman's Rank correlation is calculated by replacing the 
orginal data with their ranks.  
This correlation is used when some of the assumptions may be invalid.  
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Tests of Assumptions Section 
     Is the Assumption 
   Test Prob Reasonable at the 0.2000 
Assumption/Test  Value Level Level of Significance? 
Residuals follow Normal Distribution? 
Shapiro Wilk   0.9853 0.996849 Yes 
Anderson Darling  0.1507 0.962228 Yes 
D'Agostino Skewness  0.0094 0.992478 Yes 
D'Agostino Kurtosis  0.0319 0.974562 Yes 
D'Agostino Omnibus  0.0011 0.999447 Yes 
  
Constant Residual Variance? 
Modified Levene Test  0.1117 0.745133 Yes 
  
Relationship is a Straight Line? 
Lack of Linear Fit F(0, 0) Test 0.0000 0.000000 No 
  
No Serial Correlation? 
Evaluate the Serial-Correlation report and the Durbin-Watson test if you have  
equal-spaced, time series data. 
  
Notes: 
A 'Yes' means there is not enough evidence to make this assumption seem unreasonable. This lack of evidence may be because the sample size is 
too small, the assumptions of the test itself are not met, or the assumption is valid. A 'No' means the that the assumption is not reasonable. 
However, since these tests are related to sample size, you should assess the role of sample size in the tests by also evaluating the appropriate plots 
and graphs. A large dataset (say N > 500) will often fail at least one of the normality tests because it is hard to find a large dataset that is perfectly 
normal. 
  
Normality and Constant Residual Variance: 
Possible remedies for the failure of these assumptions include using a transformation of Y such as the log or square root, correcting data-recording 
errors found by looking into outliers, adding additional independent variables, using robust regression, or using bootstrap methods. 
  
Straight-Line: Possible remedies for the failure of this assumption include using nonlinear regression or polynomial regression. 
  
 



PODSTATNÉ  TESTY  VÝZNAMNOSTI  
V  KORELAČNÍ  A  REGRESNÍ  ANALÝZE 

test významnosti korelačního koeficientu 

test významnosti modelu jako celku 

test významnosti jednotlivých regresních parametrů 

test shody lineárních regresních modelů 

a mnoho dalších testů…..  



TEST VÝZNAMNOSTI  R 

Test významnosti odpovídá, zda je korelace R mezi výběrovými 
proměnnými natolik silná, abychom ji mohli považovat za prokázanou 

i pro základní soubor ρ. 

2R
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Pro násobný R: ( )
( )( )1mR1
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Pro parciální R: 
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m je počet proměnných 

k je počet „vyloučených“ 
proměnných 

n  je počet hodnot výběru 



TEST VÝZNAMNOSTI REGRESNÍHO 
MODELU    

Co vlastně testujeme? 

Y = b0 + b1x1 + b2x2 + b3x3 + … + bmxm  

Testujeme model jako celek: tj. 
zda příslušná kombinace všech 
nezávisle proměnných statisticky 
významně zpřesní odhad závisle 
proměnné y oproti použití pouhého 
průměru hodnot y. 

Testujeme významnost odhadů 
jednotlivých parametrů: když je 
testovaný odhad parametru statisticky 
nevýznamný, pak jeho příslušná proměnná 
xj nepřispívá ke zpřesnění odhadu závisle 
proměnné y a tato proměnná xj je pak v 
modelu zbytečná. 



TEST VÝZNAMNOSTI REGRESNÍCH 
PARAMETRŮ 

H0: βj = 0, tj. j-tý regresní parametr je nevýznamný  

t j j

b

b
s
β−

=  pro βj = 0  
j

b

b
t

s
=

Pokud platí, že t> tα2;n-m, potom je j-tý regresní 
parametr statisticky významný a příslušná proměnná 
musí zůstat v modelu. 













HODNOCENÍ KVALITY REGRESNÍHO 
MODELU 

Střední kvadratická chyba predikce (MEP)  
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2 čtverec reziduí modelu 

Hii i-tý diagonální prvek              
projekční matice H 

Akaikovo informační kritérium (AIC)  

m2
n

RSClnnAIC +





⋅=

RSC    reziduální součet čtverců 
m počet parametrů 

Čím je AIC (MEP) menší, tím je model vhodnější.  



REGRESNÍ DIAGNOSTIKA 

Vyšetřuje regresní triplet, což představuje 

 
Kritiku dat (zkoumá kvalitu dat pro navržený model) 
 
Kritiku modelu (zkoumá kvalitu modelu pro daná data) 
 
Kritiku metody odhadu (prověřuje splnění všech 
předpokladů požadovaných metodou MNČ) 
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Reziduum Reziduum [%Y] 
9.324031 7.172332 
-30.597716 -17.998656 
14.587063 5.6539 
-4.927073 -1.658947 
30.906639 18.961128 
-91.306412 -79.39688 
36.732715 12.979758 
1.228361 0.388722 
16.926202 10.015504 
-14.587934 -7.442823 
-9.975981 -4.122306 
-28.918364 -21.263503 
13.5675 5.724683 
27.0338 9.354256 
16.372939 8.755583 
-16.568371 -7.742229 
26.043582 8.739457 
10.955547 5.676449 
4.150107 1.736447 
-10.946636 -4.039349 
 

Numerická analýza klasických reziduí: 
Reziduální součet čtverců:  15731.026573 
Průměr absolutních reziduí: 20.782849 
Reziduální směr. odchylka: 29.562576 
Reziduální rozptyl: 873.945921 
Šikmost reziduí: 2.450042 
Špičatost reziduí: 6.078201 
 

Grafická analýza klasických reziduí: 



















Williamsův graf vlivných bodů 
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4. McCullohův-Meeterův graf (MMG) 
osa x: ln [Hii /(m(1 − Hii))], osa y:   2

,ln S ie

outliery 

extrémy 

Podezřelé body 
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5. L-R graf (LR) 
 

O, E O 

O 
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6 
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2. vzorová úloha 
na výstavbu  

lineárního regresního modelu 
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M619 







Software QC-EXPERT 3.1 (TriloByte) 
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Indikace vlivných bodů: (*značí odlehlý O nebo extrém E) 

Bod 
Standardizované Jackknife Predikované Diagonální 

reziduum eS,i 
 

reziduum eJ,i 
 

reziduum eP,i 
 

prvky  Hi,i 
 

1 0.3658 0.3522 0.1134 0.1235 
2 0.6560 0.6397 0.2045 0.1330 
3 -0.0109 -0.0104 -0.0034 0.1447 
4 -0.3415 -0.3285 -0.1062 0.1286 
5 -0.1755 -0.1683 -0.0733 0.51683* 
6 -0.1591 -0.1525 -0.0520 0.2115 
7 -1.1925 -1.2161 -0.4178 0.3133 
8 1.5859 1.7078 0.5850 0.3807 
9 -1.4821 -1.5700 -0.4866 0.2180 
10 0.6911 0.6753 0.2247 0.2024 
11 -2.6814 5.1109 -1.2604 0.61852* 
12 2.4023 3.19230* 0.9086 0.4109 
13 0.0339 0.0325 0.0106 0.1312 
14 -0.5416 -0.5250 -0.1716 0.1606 
15 -0.2247 -0.2156 -0.0713 0.1631 
16 0.5995 0.5828 0.1880 0.1432 

Software QC-EXPERT 3.1 (TriloByte) 
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Bod Věrohodnostní vzdálenosti 

i LD(b)i LD(s2)i LD(b,s2)i 

1 0.0251 0.0224 0.0462 
2 0.0878 0.0062 0.0918 
3 0.0000 0.0326 0.0326 
4 0.0229 0.0236 0.0453 
5 0.0439 0.0301 0.0714 
6 0.0091 0.0305 0.0390 
7 0.8424 0.0310 0.9509 
8 1.9389 0.2468 2.6917 
9 0.7964 0.1588 1.0958 

10 0.1608 0.0045 0.1623 
11 10.861* 7.8276* 44.183* 
12 4.6276 3.4386 13.130* 
13 0.0002 0.0325 0.0327 
14 0.0747 0.0125 0.0844 
15 0.0131 0.0285 0.0409 
16 0.0799 0.0092 0.0866 
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Bod Zobecn diag. Cookova  Atkinsonova  Vliv na  
 prvky vzdálenost vzdálenost predikci 

i Hmi,i Di Ai Dfi 
1 0.1333 0.0047 0.2290 0.1322 
2 0.1641 0.0165 0.4339 0.2505 
3 0.1448 0.0000 0.0074 -0.0043 
4 0.1371 0.0043 0.2186 -0.1262 
5 0.5181 0.0082 0.3014 -0.1740 
6 0.2132 0.0017 0.1368 -0.0790 
7 0.3947 0.1622 1.4226 -0.8213 
8 0.5105 0.38650* 2.3192* 1.3390* 
9 0.3612 0.1531 1.4358 -0.8290 
10 0.2341 0.0303 0.5892 0.3402 
11 0.84709* 2.9145* 8.9433* -5.1634* 
12 0.69419* 1.0062* 4.6176* 2.6660* 
13 0.1312 0.0000 0.0219 0.0126 
14 0.1811 0.0140 0.3978 -0.2297 
15 0.1666 0.0025 0.1648 -0.0952 
16 0.1689 0.0150 0.4127 0.2383 
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Bod 
Jackknife  

reziduum eJ,i  
1 0.3522 
2 0.6397 
3 -0.0104 
4 -0.3285 
5 -0.1683 
6 -0.1525 
7 -1.2161 
8 1.7078 
9 -1.57 
10 0.6753 
11 5.1109* 
12 3.1923*  
13 0.0325 
14 -0.525 
15 -0.2156 
16 0.5828 

Software QC-EXPERT 3.1 (TriloByte) 
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FORMULACE REGRESNÍHO MODELU 
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   závisle                          nezávisle proměnná                                 regresní         náhodná 
proměnná                                                                                          parametry    chyba 

y = X β + ε  



TYPY REGRESNÍHO MODELU 

Regresní model předpokládá, že nezávislá proměnná 
(proměnné) je nenáhodná (tj. pevně určena, např. 
experimentátorem) a závislá proměnná je náhodná (měřená). 

Tento předpoklad nebývá v praxi splněn (často jsou obě nebo 
všechny veličiny naměřené, potom nazýváme tento model 
korelačním). 

Rozeznáváme: 
regresní modely lineární – mají lineární postavení parametrů 
regresní modely nelineární –mají nelineární postavení 
parametrů 



PODSTATA REGRESNÍ ANALÝZY 

Podstatou řešení regrese je: 
 

Stanovit nejlepší regresní model (čili určit matematickou rovnici, 
která bude popisovat závislost y na x), 
 
Stanovit parametry modelu (tj. stanovit nejlepší odhady parametrů β), 
 
Stanovit statistickou významnost modelu (určit, zda nalezený model  
přispěje ke zpřesnění odhadu závisle proměnné oproti použití pouhého 
průměru), 
 
Výsledky dané modelem interpretovat z hlediska zadání. 



KRITÉRIA PRO HLEDÁNÍ A ROZLIŠENÍ 
NEJLEPŠÍHO REGRESNÍHO MODELU 

Střední kvadratická chyba predikce (MEP)  

( )∑
= −

=
n

1i
2

ii

2
i

H1
e

n
1MEP

ei
2 čtverec reziduí modelu 

Hii i-tý diagonální prvek              
projekční matice H 

Akaikovo informační kritérium (AIC)  

m2
n

RSClnnAIC +





⋅= RSC    reziduální součet čtverců 

m počet parametrů 

Pravidlo: Čím je AIC (nebo MEP) menší, tím je model vhodnější.  



Grafy vyjadřují závislost mezi vysvětlovanou proměnnou 
(vektorem y) a jednou vysvětlující proměnnou xj při 
statisticky neměnném vlivu ostatních vysvětlujících 
proměnných, které tvoří matici X(j) . Jde o grafickou obdobu 
parciálního korelačního koeficientu u korelačních modelů.   





y       x1   x2   x3 
X 

Příklad: Zajímá nás, zda všechny proměnné x1-3 jsou v 
modelu oprávněně. Postup je vysvětlen pro proměnnou x1. 

y       x1   x2   x3 
X(1) 

x1=f(X(1)) 
regrese 

y=f(X(1)) 
regrese 

v1 
rezidua 

u1 
rezidua 

u1 

v1 

u1 

v1 

Proměnná x1 do 
modelu patří 

Proměnná x1 do 
modelu nepatří 

Grafický výklad parciálního regresního grafu 



Ukázky parciálních regresních 
grafů u vícenásobného 
regresního modelu pro m = 3 
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Parciální regresní grafy tří nezávisle proměnných 
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ADSTAT 1.25 

 QC-EXPERT 3.1 

 NCSS2007 
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ADSTAT 1.25: statistická kritéria věrohodnosti regr. modelu  

 QC-EXPERT 3.1 
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Parciální regresní grafy pro tři 
nezávisle proměnné mají vesměs 
nenulovou směrnici. 
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Závěr: Nejlepší lineární regresní model musí 
vždy obsahovat kritéria věrohodnosti 

 





Parciální reziduální graf pro x1  
proměnnou má nenulovou směrnici. 



Parciální reziduální graf pro x2  
proměnnou má nenulovou směrnici. 

Parciální reziduální graf pro x3  
proměnnou má nenulovou směrnici. 
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Závěr: Nalezený nejlepší lineární regresní 
model musí obsahovat kritéria věrohodnosti 

 



2. vzorová úloha 
na výstavbu  

lineárního regresního modelu 
pomoci parciálního reziduálního grafu 

119 

P651 



Parciální reziduální graf pro x1  
proměnnou má nenulovou směrnici. 



Parciální reziduální graf pro x2  
proměnnou má nenulovou směrnici. 



Parciální reziduální graf pro x3  
proměnnou má téměř nulovou směrnici. 
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Odhady parametrů:       
       
Proměnná Odhad Směr.odch.   Závěr  Pravděpodobnost Spodní mez   Horní mez 
Abs  -37.676   12.009   Významný  0.006006  -63.01554     -
12.338228 
P651x1  0.7335   0.1388   Významný  0.000061  0.440737      
1.0264 
P651x2  1.3883   0.3565   Významný  0.001166  0.636164      
2.140444 
P651x3  -0.216   0.1613   Nevýznamný  0.196792  -
0.556894      0.123592 
       Statistické charakteristiky regrese  

Vícenásobný korelační koeficient R : 
 0.955585 
Koeficient determinace R^2 :  
 0.913142 
Predikovaný korelační koeficient Rp : 
 0.742775 
Střední kvdratická chyba predikce MEP : 13.613202 
Ak ik h  i f č í k i é i    53 085507 

Závěr: Nalezený nejlepší lineární regresní 
model musí obsahovat kritéria věrohodnosti 
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POSTUP  VÝSTAVBY 
 REGRESNÍHO 

MODELU  



1.  Kvalita nalezených odhadů parametrů 
a) Podle intervalů spolehlivosti (čím menší interval 
spolehlivosti, tím lépe)  

2
1 ; ;j j mm m n mb C m s F αβ − −= ± ⋅ ⋅ ⋅

b) Podle rozptylů parametrů, kde pro kvalitní odhad musí 
platit  

jj bbD <⋅ )(2



2. Kvalita dosažené těsnosti proložení  
   a) Podle reziduálního rozptylu s(y).  
   b) Podle regresního rabatu D (= koeficient determinace v %: čím 

více se blíží 100 %, tím lepší je proložení). 

3. Vhodnost navrženého modelu  
   Akaikovo informační kritérium AIC (čím je menší nebo 

zápornější, tím vhodnější je navržený model). 
    Střední kvadratická chyba predikce MEP (čím je MEP 

menší, tím je predikční schopnost navrženého modelu lepší).  
 
  



4. Predikční schopnost modelu  

Střední kvadratická chyba predikce MEP (čím je MEP 
menší, tím je predikční schopnost navrženého modelu lepší).  

5. Kvalita  experimentálních  dat  
    a)  Na základě analýzy rozličných druhů reziduí. 

    b)  Na základě Indikace vlivných bodů  

(Jackknife rezidua, standardizovaná rezidua, normovaná rezidua, 
predikovaná rezidua, rekurzivní rezidua,  

Cookova vzdálenost, diagonální prvky projekční matice a  
věrohodnostní vzdálenosti). 
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6. Testy regresního tripletu  
(Data + Model + Metoda):  

 

o 6.1 Fisher-Snedecorův test celkové regrese,  

o 6.2 Scottovo kritérium multikolinearity,  

o 6.3 Cook-Weisbergův test heteroskedasticity,  

o 6.4 Jarque-Berrův test normality reziduí,  

o 6.5 Waldův test autokorelace,  

o 6.6 Znaménkový test reziduí. 
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MULTIKOLINEARITA 
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Vektory matice X musí být skutečně navzájem nezávislé (jejich párové R musí být nulové nebo 
statisticky nevýznamné). Pokud tomu tak není, dochází k multikolinearitě, která způsobuje 

početní i statistické problémy.  







MULTIKOLINEARITA  
Příčiny? 

 

Přeurčenost regresního modelu („zbytečně“ mnoho 
nezávislých proměnných), 

 
Skutečně existující závislost mezi „nezávislými“ 
proměnnými, 
 
Povaha modelu (např. polynom),  

 
Nevhodné rozmístění experimentálních bodů, 

 (např. malá variabilita hodnot nezávisle proměnné). 
 
 











VIF – variance inflation factor – diagonální prvky inverzní 
matice ke korelační matici nezávisle proměnných (diag(R-1)) 

korelační matice R 

inverzní matice R-1 

=INVERZE(B2..F6) 

Ctrl+Shift+Enter 

kriticky vysoké hodnoty VIF 

VIF > 10 ⇒ kritická multikolinearita 
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ZÁVAŽNÉ  PŘEDPOKLADY  MNČ 
- kdy je určitě nutné korigovat klasickou MNČ 

1) Regresní parametry β mohou teoreticky nabývat libovolných 
 hodnot. 
2) Regresní model je lineární v parametrech. 
 
3) Jednotlivé nezávislé proměnné jsou skutečně vzájemně nezávislé, 
 tedy mezi nimi nedochází k tzv. multikolinearitě. 
 
4) Podmíněný rozptyl D(y/x) = σ2 je konstantní  
 (tzv. podmínka homoskedasticity).  
 
5) Náhodné chyby mají nulovou střední hodnotu E(εi) =  0, 
 mají konečný rozptyl E(εi

2) = σ2  a jsou nekorelované.  



REGRESNÍ DIAGNOSTIKA  
testy vybraných předpokladů klasické MNČ 

Multikolinearita:  VIF diagnostika indikuje 

 

Heteroskedasticita: testy heteroskedasticity (např. Cook-Weisberg) 

 

Autokorelace reziduí: test významnosti autokorelačního koeficientu 

 

Normalita reziduí: testy normality  







HOMOSKEDASTICITA vs. ETEROSKEDASTICITA 
Grafické vysvětlení principu 

Homoskedasticita znamená, že hodnoty závisle proměnné y mají  
pro všechny hodnoty nezávisle proměnné x  

konstantní rozptyl (variabilitu, proměnlivost). 
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malá var iabilita hodnot y 
pr o hodnotu x1

vysoká var iabilita hodnot y 
pr o hodnotu x2

x1 x2

Homoskedasticita  Heteroskedasticita  



Testování homoskedasticity 
testem trendu reziduí 
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Testujeme významnost 
Spearmanova korelačního 
koeficientu ρs 
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Vycházíme z předpokladu, že rozptyl naměřené hodnoty yi je 
určitou funkcí proměnné xi β (např. exponenciální funkcí).  

Cookův - Weisbergův test homoskedasticity 
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Test: Pokud v datech není 
heteroskedasticita potom platí, 
že Sf < χ2(1).  





1. vzorová úloha 
na výstavbu  

lineárního regresního modelu 
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P651 
Test heteroskedasticity 



Příklad P6.51 
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Cook-Weisbergův test heteroskedasticity  
Hodnota kritéria CW :  1.059618 
Kvantil Chi^2(1-alfa,1) : 3.841459 
Pravděpodobnost :  0.303302 
Závěr : Rezidua vykazují homoskedasticitu. 
 



HETEROSKEDASTICITA  
Vhodné řešení v lineární regresi při nesplnění  

jednoho předpokladu klasické MNČ 

Nejčastějším způsobem je užití metody vážených nejmenších čtverců, 

 kdy se účelová funkce čili suma čtverců reziduí násobí  

vhodně zvolenými váhami 
2

1 1
( )

n m

i ij j
i j

U y x b
= =

 
= − 

 
∑ ∑ii iiV Vb

V běžných případech je možné jako váhy volit 

 hodnoty 1/yi nebo 1/yi
2 . 







2. vzorová úloha 
na výstavbu  

lineárního regresního modelu 
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P638 
Test autokorelace 



x y  
0 1.000 
10 0.954 
20 0.895 
30 0.843 
40 0.791 
50 0.735 
60 0.685 
70 0.628 
80 0.581 
 

Waldův test autokorelace   
Hodnota kritéria WA : 3.454228  
Kvantil Chi^2(1-alfa,1) : 3.841459  
Pravděpodobnost : 0.06309  
Závěr : Autokorelace je nevýznamná  

Durbin-Watsonův test autokorelace  
Hodnota kritéria DW : -1.0  
Kritické hodnoty DW 0.0 2.0 
Závěr : Negativní autokorelace reziduí není prokázána. 
 

QC-EXPERT 3.1 



ADSTAT 1.25 ADSTAT 1.25 



ADSTAT 1.25 Příklad P651 
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Vyšetření předpokladů u MNČ při testování regresního tripletu 
Fisher-Snedecorův test významnosti modelu, Hodnota kritéria F : 59.57416  
Kvantil F (1-alfa, m-1, n-m) : 3.196777,  Pravděpodobnost : 0.0,   Závěr : Model je významný  
   
Scottovo kritérium multikolinearity,  Hodnota kritéria SC : 0.626359  
Závěr : Model vykazuje multikolinearitu!  
   
Cook-Weisbergův test heteroskedasticity, Hodnota kritéria CW : 1.059618  
Kvantil Chi^2(1-alfa,1): 3.841459, Pravděpodobnost:0.303302, Závěr: Rezidua ukazují 
homoskedasticitu. 
 
Jarque-Berrův test normality, Hodnota kritéria JB : 0.080308  
Kvantil Chi^2(1-alfa,2): 5.991465, Pravděpodobnost: 0.960641, Závěr  Rezidua mají normální 
rozdělení. 
   
Waldův test autokorelace, Hodnota kritéria WA: 0.001722  
Kvantil Chi^2(1-alfa,1): 3.841459, Pravděpodobnost: 0.966903,  Závěr: Autokorelace je nevýznamná. 
   
Durbin-Watsonův test autokorelace,  Hodnota kritéria DW: -1.0,  
Kritické hodnoty DW 0.93      1.81, Závěr : Pozitivní autokorelace reziduí není prokázána.
  
   
Znaménkový test reziduí: Hodnota kritéria Sg: 0.555662,  
Kvantil N(1-alfa/2): 1.959964, Pravděpodobnost : 0.578442,  Závěr: V reziduích není trend.  
   
 



3. vzorová úloha 
na hledání metody výstavby 

lineárního regresního modelu 
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M619 
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Parciální regresní grafy tří nezávisle proměnných 



182 

Cook-Weisbergův test heteroskedasticity 
Hodnota kritéria CW : 5.373857 
Kvantil Chi^2(1-alfa,1) : 3.841459 
Pravděpodobnost :  0.020441 
Závěr: Rezidua vykazují heteroskedasticitu! 
 

Waldův test autokorelace 
Hodnota kritéria WA :  5.003828  
Kvantil Chi^2(1-alfa,1) : 3.841459  
Pravděpodobnost :  0.025291  
Závěr: Autokorelace je významná  
   
Durbin-Watsonův test autokorelace 
Hodnota kritéria DW : -1.0  
Kritické hodnoty DW  0.74 1.93 
Závěr: Negativní autokorelace reziduí není prokázána.
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Jarque-Berrův test normality  
Hodnota kritéria JB : 0.033085 
Kvantil Chi^2(1-alfa,2) : 5.991465 
Pravděpodobnost : 0.983593 
Závěr: Rezidua mají normální rozdělení. 
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Vyšetření předpokladů u MNČ při testování regresního 
tripletu    
Fisher-Snedecorův test významnosti modelu, Hodnota kritéria F: 1404.982774   
Kvantil F (1-alfa, m-1, n-m) : 3.490295, Pravděpodobnost: 0.0, Závěr: Model je významný 
     
Scottovo kritérium multikolinearity, Hodnota kritéria SC: 0.970655, Závěr: Model je nekorektní! 
    
Cook-Weisbergův test heteroskedasticity, Hodnota kritéria CW: 5.373857,  
Kvantil Chi^2(1-alfa,1): 3.841459, Pravděpodobnost: 0.020441,  
Závěr: Rezidua vykazují heteroskedasticitu! 
    
Jarque-Berrův test normality, Hodnota kritéria JB: 0.033085, Kvantil Chi^2(1-alfa,2) : 5.991465,  
Pravděpodobnost: 0.983593, Závěr: Rezidua mají normální rozdělení.   
    
Waldův test autokorelace, Hodnota kritéria WA: 5.003828,  
Kvantil Chi^2(1-alfa,1): 3.841459, Pravděpodobnost: 0.025291, Závěr: Autokorelace je významná 
    
Durbin-Watsonův test autokorelace, Hodnota kritéria DW: -1.0, Kritické hodnoty DW 0.74, 1.93,  
Závěr: Negativní autokorelace reziduí není prokázána. 
    
Znaménkový test reziduí, Hodnota kritéria Sg: 0.328976, Kvantil N(1-alfa/2): 1.959964,  
Pravděpodobnost: 0.742174, Závěr: V reziduích není trend. 
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http://meloun.upce.cz 



…a pak klik na Výuka a pak na GALILEO 



… a vyplnit přihlášku  
a odeslat emailem na 

milan.meloun@upce.cz 



Děkuji za pozornost! 
http://meloun.upce.cz 
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