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Souhrn: Postup hledání regresního modelu je popsán obecnì a dokumentován na 3
úlohách analytické laboratoøe. Skládá se z tìchto krokù: 1. Návrh modelu zaèíná vždy
od nejjednoduššího modelu, lineárního. 2. Pøedbìžná analýza dat sleduje promìnlivost
promìnných na rozptylových diagramech, indexových grafech. Vyšetøuje se
multikolinearita, heteroskedasticita, autokorelace a vlivné body. 3. Odhadování
parametrù se provádí klasickou metodou nejmenších ètvercù, následuje testování
významnosti parametrù Studentovým t-testem. Støední kvadratická chyba predikce MEP
a Akaikovo informaèní kritérium AIC jsou rozhodèí kritéria pøi hledání modelu. 4.
Regresní diagnostika provádí identifikaci vlivných bodù a ovìøení pøedpokladù metody
nejmenších ètvercù. V pøípadì více vysvìtlujících promìnných se posoudí vhodnost
promìnných pomoci parciálních regresních grafù a parciálních reziduálních grafù. 5.
Konstrukce zpøesnìného modelu: parametry zpøesnìného modelu jsou odhadovány s
využitím (a) metody vážených nejmenších ètvercù (MVNÈ) pøi nekonstantnosti rozptylu,
(b) metody zobecnìných nejmenších ètvercù (MZNÈ) pøi autokorelaci, (c) metody
podmínkových nejmenších ètvercù (MPNÈ) pøi omezení kladených na parametry, (d)
metody racionálních hodností u multikolinearity, (e) metody rozšíøených nejmenších
ètvercù (MRNÈ) pro pøípad, že všechny promìnné jsou zatížené náhodnými chybami, a
koneènì (f) robustních metod pro jiná rozdìlení než normální a data s vyboèujícími
hodnotami a extrémy.

Pøi výstavbì regresních modelù se bìžnì užívá metody nejmenších ètvercù. Metoda nejmenších
ètvercù poskytuje postaèující odhady parametrù jenom pøi souèasném splnìní všech
pøedpokladù o datech a o regresním modelu. Pokud tyto pøedpoklady nejsou splnìny, ztrácí
metoda nejmenších ètvercù své vlastnosti. 

Základní pøedpoklady metody nejmenších ètvercù (MNÈ): Statistické vlastnosti odhadù

P, , b závisí na splnìní jistých pøedpokladù. Pokud platí pøedpoklady I až IV, jsou odhady
b parametrù â nejlepší, nestranné a lineární (NNLO). Navíc mají asymptoticky normální
rozdìlení. Pokud platí ještì pøedpoklad VII, mají odhady b normální rozdìlení i pro koneèné
výbìry. 

I. Regresní parametry â mohou nabývat libovolných hodnot. V praxi však èasto existují
omezení parametrù, která vycházejí z jejich fyzikálního smyslu.

II. Regresní model je lineární v parametrech a platí aditivní model mìøení.

III. Matice nenáhodných, nastavovaných hodnot vysvìtlujících promìnných X má hodnost

j krovnou právì m. To znamená, že žádné její dva sloupce x , x  nejsou kolineární, tj. rovnobìžné
vektory. Tomu odpovídá i formulace, že matice X  X je symetrická regulární matice, ke kteréT

existuje inverzní matice a jejíž determinant je vìtší než nula. 

i iIV. Náhodné chyby g  mají nulovou støední hodnotu E(g ) = 0. To musí u korelaèních modelù

iplatit vždy. U regresních modelù se mùže stát, že E(g ) = K, i = 1, ..., n, což znamená, že model

ineobsahuje absolutní èlen. Po jeho zavedení  bude E( ) = 0, kde  = y  -  - K. 

iV. Náhodné chyby g  mají konstantní a koneèný rozptyl E( ) = ó . Také podmínìný rozptyl2

D(y/x) = ó  je konstantní a jde o homoskedastický pøípad.2



i i j i jVI. Náhodné chyby g  jsou vzájemnì nekorelované a platí cov(g  g ) = E(g  g ) = 0. Pokud mají
chyby normální rozdìlení, jsou nezávislé. Tento požadavek odpovídá požadavku nezávislosti
mìøených velièin y.

iVII. Chyby g  mají normální rozdìlení N(0, ó ). Vektor y má pak vícerozmìrné normální2

rozdìlení se støední hodnotou X â a kovarianèní maticí ó  E, kde E je jednotková matice.2

Regresní diagnostika 
Metoda nejmenších ètvercù nezajiš�uje obecnì nalezení pøijatelného modelu, a to jak ze
statistického, tak i z fyzikálního hlediska. Musí být splnìny podmínky, odpovídající složkám
tzv. regresního tripletu [data, model, metoda odhadu]. 
Regresní diagnostika obsahuje postupy k identifikaci

a) vhodnosti dat pro navržený regresní model (složka data),
b) vhodnosti modelu pro daná data (složka model),
c) splnìní základních pøedpokladù MNÈ (složka metoda).

Základní rozdíl mezi regresní diagnostikou a klasickými testy spoèívá v tom, že u regresní
diagnostiky není tøeba pøesnì formulovat alternativní hypotézu. Tímto pojetím se  regresní
diagnostika blíží spíše k exploratorní regresní analýze, která vychází z faktu, že "uživatel ví
o analyzovaných datech pøece jenom více než poèítaè". Poèítaè slouží jako nástroj analýzy dat,
modelu a metody odhadu. Model je navrhován v interakci uživatele s programem. Tím by mìl
být omezen vznik formálních regresních modelù, které nemají fyzikální smysl a jsou v
technické praxi  obyèejnì jen omezenì použitelné.

1. Data: mezi základní techniky diagnostiky patøí stanovení rozmezí dat, jejich variability
a pøítomnosti vyboèujících pozorování. K tomu lze využít grafù rozptýlení s kvantily a øady
postupù prùzkumové analýzy jednorozmìrných dat. Pøes svoji jednoduchost umožòuje
diagnostika identifikovat ještì pøed vlastní regresní analýzou

a) nevhodnost dat (malé rozmezí nebo pøítomnost vyboèujících bodù),
b) nesprávnost navrženého modelu (skryté promìnné),
c) multikolinearitu,
d) nenormalitu v pøípadì, kdy jsou vysvìtlující promìnné náhodné velièiny.

Kvalita dat úzce souvisí s užitým regresním modelem. Pøi posuzování se sleduje pøedevším
výskyt vlivných bodù (VB), které mohou být hlavním zdrojem øady problémù, jako je zkreslení
odhadù a rùst rozptylù až k naprosté nepoužitelnosti regresních modelù. Podle toho, kde se
vlivné body vyskytují, lze provést dìlení na

1. Vyboèující pozorování (outliers), které se liší v hodnotách vysvìtlované (závisle)
promìnné y od ostatních, a

2. Extrémy (high leverage points), které se liší v hodnotách vysvìtlujících (nezávisle)
promìnných x nebo v jejich kombinaci (v pøípadì multikolinearity) od ostatních bodù.

Vyskytují se však i body, které jsou jak vyboèující, tak i extrémní. K identifikaci vlivných
bodù typu vyboèujícího pozorování se využívá zejména rùzných typù reziduí a k identifikaci

iiextrémù pak diagonálních prvkù H  projekèní matice H.

2. Model: kvalitu regresního modelu lze posoudit v pøípadì jedné vysvìtlující promìnné
x pøímo z rozptylového grafu závislosti y na x. V pøípadì více vysvìtlujících promìnných a
multikolinearity mohou však rozptylové grafy mylnì indikovat nelineární trend i u lineárního

jmodelu. Z øady rùzných grafù k posouzení vztahu y a x  se omezíme na a) parciální regresní
grafy, a b) parciální reziduální grafy. 



Parciální regresní grafy byly Belseyem zaøazeny mezi základní nástroje poèítaèové
interaktivní analýzy regresních modelù. Umožòují nejenom posouzení kvality navrženého
regresního modelu, ale indikují i pøítomnost vlivných bodù a nesplnìní pøedpokladù klasické
metody nejmenších ètvercù. Parciální regresní graf pro posouzení vztahu mezi y a i-tou

i (i)vysvìtlující promìnnou x  je závislost reziduí v regrese y na sloupcích matice X  a reziduí u

i (i) (i)regrese x  na sloupcích matice X . Pøitom matice X  vznikne z matice X vynecháním i-tého

isloupce x , odpovídajícího i-té vysvìtlující promìnné. Parciální regresní grafy mají tyto
vlastnosti:

ja) Smìrnice pøímky v parciálním regresním grafu je stejná jako odhad b  v nedìleném
modelu a úsek je roven nule. Tato lineární závislost platí pouze v pøípadì, že navržený model
je správný.

b) Korelaèní koeficient mezi obìma promìnnými parciálního regresního grafu odpovídá
parciálnímu korelaènímu koeficientu .

Parciální reziduální grafy se oznaèují také jako grafy "komponenta + reziduum". Parciální
reziduální grafy však poskytují ponìkud odlišné informace než parciální regresní grafy.

jSmìrnice lineární závislosti je rovna b  a úsek je nulový. Lineární závislost pak ukazuje na

jvhodnost navržené promìnné x  v modelu.
Parciální reziduální grafy se doporuèují pøedevším k indikaci rozlièných typù nelinearity

v pøípadì nesprávnì navrženého regresního modelu. 

3. Metoda: V praxi bývají nìkteré pøedpoklady MNÈ porušeny, což vede k použití jiných
kritérií. K porušení pøedpokladù dochází v tìchto základních pøípadech:

a) Na parametry jsou kladena omezení, což vede na užití metody podmínkových nejmenších
ètvercù (MPNÈ).

b) Kovarianèní matice chyb není diagonální (autokorelace), pøíp. data nemají stejný rozptyl
(heteroskedasticita), což vede na užití metody zobecnìných nejmenších ètvercù (MZNÈ), resp.
metody vážených nejmenších ètvercù (MVNÈ).

c) Rozdìlení dat nelze považovat za normální nebo se v datech vyskytují vlivné body.
V takovém pøípadì se místo kritéria metody nejmenších ètvercù užije robustního kritéria, které
je na porušení pøedpokladu o rozdìlení chyb a na vlivné body málo citlivé. Z robustních kritérií
jsou nejznámìjší M-odhady. Jedná se o maximálnì vìrohodné odhady pro vhodnou hustotu
pravdìpodobnosti chyb. Pro odhad parametrù b se užívá iteraèní metody vážených nejmenších
ètvercù (IVNÈ).

d) Také promìnné x mohou být zatížené náhodnými chybami, což vede na užití metody
rozšíøených nejmenších ètvercù (MRNÈ). Pro pøípad regresní pøímky je použití metody

rozšíøených nejmenších ètvercù velmi jednoduché. Postaèuje znalost pomìru rozptylu 

(vysvìtlovaná promìnná) a  (vysvìtlující promìnné), . Pro odhad smìrnice

regresní pøímky y = a x + b  pak platí

kde 

yxa sign S  je znaménková funkce. Symboly S oznaèují souèty ètvercù, odpovídajících
promìnných



, , 

Pøi znalosti odhadu smìrnice  se snadno urèí odhad úseku  ze vztahu

Pro pøípad stejných rozptylù, tj. K = 1 vede dosazení do výše uvedených vztahù k odhadùm

minimalizujícím kolmé vzdálenosti (orthogonální regrese). Pro odhady rozptylù odhadù , 

se pak používá speciálních vztahù.
e) Pro špatnì podmínìné matice X X se používá metoda racionálních hodností, vedoucí kT

systému vychýlených odhadù, kde vychýlení je øízeno jedním parametrem.

Postup výstavby lineárního regresního modelu:
1. Návrh modelu: zaèíná se vždy od nejjednoduššího modelu, u kterého vystupují

jednotlivé vysvìtlující promìnné v prvních mocninách a nevyskytují se žádné interakèní èleny

j ktypu x  x . 

2. Pøedbìžná analýza dat: sleduje se promìnlivost jednotlivých promìnných a možné

j kpárové vztahy. Užívá se proto rozptylových diagramù závislosti x  na x  nebo indexových grafù

jzávislosti x  na j. Posuzuje se významnost promìnných s ohledem na jejich promìnlivost
a pøítomnost multikolinearity. Pøibližnì lineární vztah mezi promìnnými v rozptylových

j kgrafech závislosti x  na x  indikuje multikolinearitu. Lze rovnìž odhalit vlivné body, které
zpùsobují multikolinearitu.

Podle volby uživatele se provedou požadované transformace pùvodních promìnných.
Zadává se, zda model obsahuje absolutní èlen. Uživatel mùže volit polynomickou transformaci
zadáním stupnì polynomu.

Provádí se sestavení korelaèní matice R a její rozklad na vlastní èísla a vlastní vektory. Jsou
vypoèteny VIF k indikaci multikolinearity a tisknuta setøídìná vlastní èísla. K urèení inverzní
matice R  se užívá metoda racionálních hodností pro standardnì zadávané vychýlení P = 10 .-1 -15

Uživatel mùže zadat jinou hodnotu parametru vychýlení P, což však vede pro vyšší hodnoty
P k vychýleným odhadùm. Bývá proto vhodné volit P z  tohoto intervalu 10  # P # 10 .-5 -3

3. Odhadování parametrù: odhadování parametrù modelu se provádí metodou
racionálních hodností s volbou P = 10 . Ze zobecnìné inverzní matice R  jsou urèovány-5 -1

odhady parametrù b, jejich smìrodatné odchylky  a velikosti testaèních statistik

j jStudentova t-testu významnosti pro â  = 0. Dále jsou provedeny testy významnosti odhadù b ,
vícenásobného korelaèního koeficientu R a koeficientu determinace D. Je vhodné sledovat
souhrnné charakteristiky regrese jako je støední kvadratická chyba predikce MEP a Akaikovo
informaèní kritérium AIC, pøípadnì posoudit linearitu modelu.

4. Regresní diagnostika: s využitím pìti rozlièných grafù je provádìna identifikace
vlivných bodù, a to grafy Wiliamsovým, Pregibonovým, McCulloh-Meeterovým, L-R, a grafem
predikovaných reziduí. Dále pak ovìøení splnìní pøedpokladù metody nejmenších ètvercù jako
je homoskedasticita, nepøítomnost autokorelace a normalita rozdìlení chyb. Pokud dojde
k úpravì dat, je tøeba provést znovu regresní diagnostiku se zamìøením na porušení
pøedpokladù metody nejmenších ètvercù a posouzení vlivu multikolinearity. V pøípadì více
vysvìtlujících promìnných se posoudí vhodnost jednotlivých promìnných a jejich funkcí
s využitím parciálních regresních grafù nebo grafù "komponenta + reziduum". Tabulka reziduí



i Ni Siobsahuje klasická rezidua , normovaná rezidua , standardizovaná rezidua  a Jackknife

Jirezidua . Je uveden odhad autokorelaèního koeficientu reziduí prvního øádu . Tabulka

ii i i i i i ivlivných bodù obsahuje velièiny H , , D , A , DF , LD (b), LD ( ) a LD (b, ). Hvìzdièkou
jsou oznaèeny hodnoty silnì vlivných bodù.

5. Konstrukce zpøesnìného modelu: s využitím 

a) metody vážených nejmenších ètvercù (MVNÈ) pøi nekonstantnosti rozptylù, 

b) metody zobecnìných nejmenších ètvercù (MZNÈ) pøi autokorelaci, 

c) metody podmínkových nejmenších ètvercù (MPNÈ) pøi omezeních na parametry,

d) metody racionálních hodností RH u multikolinearity,

e) metody rozšíøených nejmenších ètvercù (MRNÈ) pro pøípad, že všechny promìnné jsou
zatížené náhodnými chybami,

f) robustní metody pro jiná rozdìlení dat než normální a data s vyboèujícími hodnotami
a extrémy jsou odhadovány parametry zpøesnìného modelu.

6. Zhodnocení kvality modelu: s využitím klasických testù, postupù regresní diagnostiky
a doplòkových informací o modelované soustavì se provede posouzení kvality navrženého
lineárního regresního modelu.

Vzorová úloha: Model teplotní závislosti pøechodového tlaku bismutu (J6.01)
Ukážeme postup analýzy jednorozmìrného lineárního regresního modelu. Byl studován
pøechodový tlak bismutu I - II p jako funkce teploty t. Naleznìte lineární regresní model, který
bude adekvátní daným datùm.  Vyšetøete regresní triplet a indikujte vlivné body.
Data: Teplota t [°C], tlak p [bar]:

20.8 25276, 20.9 25256, 21.0 25216, 21.9 25187, 22.1 25217,

22.1 25187, 22.4 25177, 22.5 25177, 24.8 25098, 24.8 25093,

25.0 25088, 34.0 24711, 34.0 24701, 34.1 24716, 42.7 24374,

42.7 24394, 42.7 24384, 49.9 24067, 50.1 24057, 50.1 24057,

22.5 25147, 23.1 25107, 23.0 25077

Øešení:
1. Odhadování parametrù: klasickou metodou nejmenších ètvercù (MNÈ) byly nalezeny

0 1 0nejlepší odhady úseku â  a smìrnice â . Studentùv t-test ukázal, že úsek (absolutní èlen) â  je

1statisticky významný a smìrnice â  je statisticky významná. 
Odhad Smìrodatná   Test H0: B[j] = 0 vs. HA: B[j] <> 0

odchylka   t-kriterium  hypoteza H0 je Hlad. význam.

B[0] 2.6068E+04 1.6169E+01 1.6122E+03 Zamítnuta 0.000

B[1] -3.9874E+01 5.0419E-01 -7.9084E+01 Zamítnuta 0.000

2. Regresní diagnostika: absolutní hodnota párového korelaèního koeficientu R ukazuje, že
navržený lineární regresní model je statisticky významný. Vysoká hodnota koeficientu
determinace D = R  (99.67%), pøedstavuje procento variability, vysvìtlené modelem.2

pPredikovaný koeficient determinace R  ukazuje na predikèní schopnost modelu, je však2

vyèíslen jinak než R , místo RSC se ve vztahu užije MEP. Støední kvadratická chyba predikce2

MEP a Akaikovo informaèní kritérium AIC se užívají k rozlišení mezi nìkolika navrženými
modely. Za optimální se považuje model, pro který dosahuje MEP a AIC minimální hodnotu.
Vícenásobný korelaèní koeficient, R : 9.9833E-01

Koeficient determinace, D : 9.9665E-01

Predikovaný koeficient determinace, Rp^2 : 9.9804E-01



Støední kvadratická chyba predikce, MEP : 6.8546E+02

Akaikeho informaèní kritérium, AIC : 1.5054E+02

3. Konstrukce zpøesnìného modelu: 
(a) Po odstranìní bodù è. 23 (kritika dat) byly nalezeny nové odhady parametrù zpøesnìného

modelu. Zpøesnìný model (v závorce je uveden vždy odhad smìrodatné odchylky parametru)

1 y = 26 078 (13) - 40.1 (0.4) x  je doložen statistickými charakteristikami: párový korelaèní
koeficient R = 0.9990, koeficient determinace D = 99.808% a predikovaný korelaèní koeficient

PR  = 0.99885 dosáhly vesmìs vysokých hodnot. Støední kvadratická chyba predikce MEP =
414.22 a Akaikeho informaèní kritérium AIC = 132.62 dosáhly nižších hodnot než u pøedešlého
modelu, což dokazuje, že zpøesnìný model je lepší. Rezidua nyní vykazují normální rozdìlení
a nevykazují trend, stále však vykazují heteroskedasticitu, a proto lze doporuèit použít metodu
vážených nejmenších ètvercù.

i i(b) Užitím statistické váhy (w  = 1/y ) kompenzujeme heteroskedasticitu v datech. Obdržíme2

nové odhady parametrù. Opravený model má tvar, (v závorce je uveden odhad smìrodatné

1odchylky parametru)  y = 26 079 (13) - 40.1 (0.4) x . Jelikož došlo ke snížení rozhodujících
kritérií, tj. støední kvadratické chyby predikce MEP = 410.29 a Akaikeho informaèního kritéria
AIC = 132.39, lze považovat tyto odhady za lepší než pøedešlé. 
4. Zhodnocení kvality modelu: porovnáním hodnot regresní diagnostiky lze snadno provést
zhodnocení regresního tripletu u dosaženého lineárního regresního modelu pro upravená data,
zbavená odlehlých hodnot a metodou vážených nejmenších ètvercù. Nalezený a prokázaný
model teplotní závislosti pøechodového tlaku bizmutu má tvar, (v závorce je vždy uveden
odhad smìrodatné odchylky parametru)

1y = 26 079 (13) - 40.1 (0.4) x .

Podìkování: Práce vznikla za podpory grantu Ministerstva zdravotníctví NS9831-

4/2008 a vìdeckých zámìrù MSMT0021627502.
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