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Souhrn: Na výběru pitné vody jsou ukázány diagnostické vlastnosti vybraných 

metod vícerozměrné statistické analýzy, především metody hlavních komponent, 
faktorové analýzy a tvorby shluků. Uvedenými metodami je odhalena vnitřní 

struktura v datech, skryté vnitřní vazby a řada souvislostí ukrytých mezi znaky a 
mezi objekty. 

 
 
Odhalení struktury ve znacích a objektech: Zdrojová matice dat má rozměr n × m. 
Před vlastní aplikací vhodné metody vícerozměrné statistické analýzy je třeba vždy 
provést průzkumovou (exploratorní) analýzu dat, která umožňuje: a) posoudit 
podobnost objektů pomocí rozptylových a symbolových grafu, b) nalézt vybočující 
objekty, resp. jejich znaky, c) stanovit, zda lze použít předpoklad lineárních vazeb, d) 
ověřit předpoklady o datech (normalitu, nekorelovanost, homogenitu). 
Jednotlivé techniky k určení vzájemných vazeb se dále dělí podle toho, zda hledají 1. 
strukturu a vazby ve znacích nebo 2. strukturu a vazby v objektech. To znamená a) 
hledání struktury ve znacích v metrické škále -faktorová analýza FA, analýza hlavních 
komponent PCA a shluková analýza, b) hledání struktury v objektech v metrické škále 
- shluková analýza. 
Určením struktury a vzájemných vazeb mezi znaky ale i mezi objekty se zabývají 
techniky redukce znaků na latentní proměnné, metoda analýzy hlavních komponent 
(PCA), metoda faktorové analýzy (FA) a shlukování (CLU). 
 
Maticový diagram. Diagram ukazuje rozptylové diagramy jednotlivých dvojic znaků. 
Je zřejmé, že vysoké hodnoty korelačního koeficientu vedou ke zřetelné lineární 
závislosti (přímka), zatímco nízké hodnoty ukazují, že osoby nejsou v grafu 
zobrazeny na přímce, ale nacházejí se spíše v chaotickém mraku bodů. 
 
Směry maximálního rozptylu v rozptylovém diagramu. Intuitivně tušíme, že by bylo 
nejlepší proložit objekty novou souřadnou osu tak, aby byla totožná s nejtěsněji 
prokládanou přímkou. Nejtěsněji objekty prokládaná přímka, a tím pádem i nová 
souřadnicová osa zvaná PCX, leží ve směru největšího rozptylu objektů. Souřadnicová 
osa PCI není obecně přitom paralelní s žádnou z původních os znaků x1, x2 a x3. Novou 
souřadnou osu PCI nazveme v následujících kapitolách první hlavní komponentou. Bude 
ležet ve směru maximálního rozptylu zdrojové matice dat X. S touto osou je spjata 
nová latentní proměnná, jejíž význam zatím neznáme. Metoda hlavních komponent 



PCA nám poskytne nejenom tuto první komponentu, ale také další hlavní 
komponenty a je jenom na nás, jak je budeme interpretovat, co znamenají v analýze a 
co popisují. Obvykle jedna nebo dvě, maximálně však tři, nové souřadnicové osy 
PC1, PC2 a PC3 vystihnou dohromady největší podíl proměnlivosti dat. 
 
První hlavní komponenta proložením nejmenšími čtverci. Účelem je proložit přímku 
v prostoru xl x2 a x3 umístěnými objekty. Když z každého i-tého objektu spustíme k této 
přímce kolmici, obdržíme vzdálenost e, zvanou reziduum. Nejtěsněji proloženou 
přímku pak dostaneme, když suma čtverců reziduí bude dosahovat své minimální 
velikosti 2
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komponenty: 1. Směr největšího rozptylu, 2. metoda nejmenších čtverců. Ukazuje se, 
že obě metody vedou ke stejnému výsledku. Může nastat případ, že první hlavní 
komponenta PC1 nestačí dostatečně popsat rozptýlení objektů. Druhá hlavní 
komponenta PC2 je ortogonální vůči první (je na ni kolmá) a je umístěna do směru 
druhého největšího rozptýlení objektů v rovině. Podobně, vytvoří-li objekty v prostoru 
přibližný elipsoid, budou do prostorových os elipsoidu umístěny tři osy vystihující 
největší rozptýlení objektů čili osy tří hlavních komponent PC1, PC2 a PC3. Nové tři 
osy nekorelují, jsou vzájemně ortogonální, tj. na sebe kolmé. Metoda hlavních 
komponent PCA umožňuj e tuto geometrickou projekci zobecnit na libovolný počet m 
znaků. 
 

Zaměření metody PCA: Poprvé byla zavedena Pearsonem již v roce 1901 a 
nezávisle Hotellingem v roce 1933. Cílem analýzy hlavních komponent je 
zjednodušení popisu skupiny vzájemně lineárně závislých neboli korelovaných znaků 
čili rozklad zdrojové matice dat do matice strukturní a do matice šumové. V analýze 
hlavních komponent nejsou znaky děleny na závisle a nezávisle proměnné jako v 
regresi. Techniku lze popsat jako metodu lineární transformace původních znaků na 
nové, nekorelované proměnné nazvané hlavní komponenty. Každá hlavní komponenta 
představuje lineární kombinací původních znaků. Základní charakteristikou každé 
hlavní komponenty je její míra variability čili rozptyl. Hlavní komponenty jsou 
seřazeny dle důležitosti, tj. dle klesajícího rozptylu, od největšího k nejmenšímu. 
Většina informace o variabilitě původních dat je přitom soustředěna do první 
komponenty a nejméně informace je obsaženo v poslední komponentě. Platí pravidlo, 
že má-li nějaký původní znak malý či dokonce žádný rozptyl, není schopen přispívat 
k rozlišení mezi objekty. 
Standardním využitím PCA je snížení dimenze úlohy čili redukce počtu znaků bez 
velké ztráty informace, a to užitím pouze prvních několika hlavních komponent. Toto 
snížení dimenze úlohy se netýká počtu původních znaků. Je výhodné především pro 
možnost zobrazení vícerozměrných dat. Předpokládá se, že nevyužité hlavní 
komponenty obsahují malé množství informace, protože jejich rozptyl je příliš malý. 
Tato metoda je atraktivní především z důvodu, že hlavní komponenty jsou 
nekorelované. Namísto vyšetřování velkého počtu původních znaků s komplexními 



vnitřními vazbami analyzuje uživatel pouze malý počet nekorelovaných hlavních 
komponent.  
Podstata metody PCA: Zdrojová matice dat X(n × m) obsahuje n objektů a m znaků. 
Objekty jsou pozorování, vzorky, experimenty, měření, pacienti, rostliny atd., zatímco 
znaky či proměnné jsou druhy signálu měření, měřená veličina, vlastnosti (sladký, 
kyselý, hořký, slaný, cholerický atd.), barva apod. Důležitá je zde skutečnost, že 
každý znak je znám pro všech n objektů. Správná skladba zdrojové matice X čili volba 
které znaky použít a které objekty zařadit je delikátní úkol silně závislý na charakteru 
každé úlohy. Cílem každé vícerozměrné analýzy je zpracovat data tak, aby se zřetelně 
indikoval model a tak odkryl skrytý jev.  
 

Analýza shluků (CLU): Analýza shluků (Cluster analysis, CLU) patří mezi metody, 
které se zabývají vyšetřováním podobnosti vícerozměrných objektů (tj. objektů, u 
nichž je změřeno větší množství proměnných) a jejich klasifikací do tříd čili shluků. 
Hodí se zejména tam, kde objekty projevují přirozenou tendenci se seskupovat. 
Navzdory starému přísloví, že opaky se přitahují, v přírodě se ukazuje, že platí spíše 
pravidlo, že podobné věci se sjednocují. Tato klasifikace se nazývá numerická 
taxonomie. V analýze shlukuje neznámá příslušnost do tříd všech objektů. Dokonce i 
počet tříd či shlukuje neznámý. Cíle shlukové analýzy nelze oddělit od hledání a 
volby vhodných znaků k charakterizování shlukovaných objektů. Nalezené shluky 
vystihují strukturu dat pouze s ohledem na vybrané znaky. Volba znaků musí být 
provedena na základě teoretických, pojmových a praktických hledisek. Vlastní 
shluková analýza neobsahuje techniku k rozlišení významných a nevýznamných 
znaků. Provede pouze odlišení shluků. Nesprávné zařazení znaků vede k zahrnutí i 
odlehlých objektů, které mohou mít rušivý vliv na výsledky analýzy. Měly by být 
využity pouze takové znaky, které dostatečně rozlišují mezi objekty. 
 

Vliv odlehlých objektů: Při odhalování struktury objektů je shluková analýza velmi 
citlivá na přítomnost nevýznamných znaků. Je ovšem citlivá také na přítomnost 
odlehlých objektů, které se silně odlišují ode všech ostatních objektů. Odlehlé objekty 
mohou představovat buď skutečně odchýlené, patologické objekty, které nepředstavují 
analyzované populace, nebo chybný výběr objektu z populace, který způsobí nevhodné 
zastoupení původní populace.  
 

Míry podobnosti: Myšlenka podobnosti objektů je v analýze shluků základní. 
Podobnost mezi objekty je užita jako kritérium tvorby shluků objektů. Nejdříve se 
stanovují znaky určující podobnost, které se dále kombinují do podobnostních měr. 
Tímto způsobem pak může být objekt porovnán s jiným objektem. Analýza shluků 
vytváří shluky podobných objektů. Meziobjektová podobnost může být měřena 
rozličnými způsoby, které se dají obyčejně zařadit do jedné ze tří základních skupin, a 
to míry korelace, míry vzdálenosti a míry asociace. Každá z nich představuje zvláštní 
pohled na podobnost, která je závislá na objektech a na typu dat. Korelační a 



vzdálenostní míry jsou míry metrických dat, zatímco asociační míry jsou určeny spíše 
pro nemetrická data. 
Korelační míry. Základní mírou podobnosti dvou objektů či znaků vyjádřených v 
kardinální škále, může být Pearsonův párový korelační koeficient r. Objekty jsou si 
tím podobnější, čím je jejich párový korelační koeficient větší a bližší jedné. V případě 
ordinální škály je analogickou mírou podobností Spearmanův korelační koeficient. 
Obyčejně se vychází z transponované matice dat XT, kdy sloupce představují objekty a 
řádky pak znaky. Korelační koeficienty mezi dvěma sloupci matice XT představují 
korelaci mezi dvojicí objektů. Tomu odpovídá podobnost jejich profilů v profilovém 
diagramu. Vysoká korelace prozrazuje vysokou „podobnost" a nízká korelace pak 
„nepodobnost" profilů. Korelační míry představují podobnost odpovídajících si „vzorů" 
posuzovanou přes všechny znaky. Korelační míry se však užívají zřídka, protože v 
praktické analýze je kladen důraz více na velikosti objektů než na tvar jejich 
profilových křivek. 
 
Míry vzdálenosti. Představují nejčastěji užívané míry založené na prezentaci objektů 
v prostoru, jehož souřadnice tvoří jednotlivé znaky. Pokud tyto míry splňují požadavky 
symetrie d(x, y) = d(y, x) a trojúhelníkovou nerovnost d(x, y) < d{x, z) + d(y, z), jde o 
tzv. metriky. Při porovnání na profilovém diagramu je zřejmé, že vzdálenosti se 
zaměřují na velikost hodnot a vyhledání křivek v profilovém diagramu, které jsou 
blízko sebe, i když u jednotlivých znaků velmi odlišného tvaru. Použití korelace vede 
na jiné shluky než použití vzdálenostních měr. Nejčastější vzdálenostní mírou je 
eukleidovská vzdálenost zvaná také geometrická metrika, která představuje délku 
přepony pravoúhlého trojúhelníka a její výpočet je založen na Pythagorově větě. Platí, 
že 
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představuje standardní typ vzdálenosti. Vedle eukleidovské vzdálenosti se užívá také 
čtverec eukleidovské vzdálenosti, který tvoří základ Wardovy metody shlukování. 
Existuje však ještě několik dalších vzdálenostních měr. 
 
Dendrogramy hierarchického shlukování: Analýzou shlukuje možné hodnotit jednak 
podobnost objektů, analyzovanou pomocí dendrogramu objektů, a jednak podobnost 
znaků analyzovanou pomocí dendrogramu znaků. 
Dendrogram shluků (vývojový strom) se konstruuje pouze v případě, když je k 
dispozici matice původních znaků. 
Dendrogram podobnosti objektů je standardní výstup hierarchických shlukovacích 
metod, ze kterého je patrná struktura objektů ve shlucích. 
Dendrogram podobnosti znaků odhaluje nejčastěji dvojice či trojice (obecně m-tice) 
znaků, které jsou si velmi podobné a silně spolu korelují. Znaky, které jsou ve společném 
shluku si jsou značně podobné a jsou také vzájemně nahraditelné. To má značný význam 
při plánování experimentu a respektování úsporných ekonomických kritérií. Některé 



vlastnosti či znaky není třeba vůbec měřit, protože jsou snadno nahraditelné jinými a 
nepřispívají do celku velkou vypovídací schopnost. 
 
Míra věrohodností: Při sestrojování dendrogramu, k čemuž máme celou řadu technik, 
posuzujeme míru věrohodnosti nebo-li těsnost proložení. Prvním kritériem při volbě 
„nejlepšího dendrogramu", jenž nejlépe odpovídá struktuře objektů a znaků mezi 
objekty, je kofenetický korelační koeficient CC. Je to Pearsonův korelační koeficient 
mezi skutečnou a predikovanou vzdáleností, založenou na dendrogramu. Čím vyšší 
hodnota CC, tím větší věrohodnost a lepší model shluků. Druhým kritériem těsnosti 
proložení je kritérium delta A, které měří stupeň přetvoření struktury dat spíše než 
stupeň podobnosti. Je žádoucí, aby hodnoty kritéria delta byly blízké nule. Řada autorů 
ukázala, že metoda průměrová vede obvykle k nejlepšímu dendrogramu. 
 

 

Klasifikace zdrojů pitné vody 
 
Na 62 vzorcích pitné vody, u kterých bylo provedeno stanovení 16 znaků kvality, 
proveďte vícerozměrnou statistickou analýzu. Je třeba provést exploratorní 
(průzkumovou) analýzu dat pro (a) posouzení podobnosti objektů pomocí 
rozptylových a symbolových grafů, (b) nalezení vybočujících objektů, resp. jejich 
znaků. Dále třeba zjistit, který původní znak nejvíce přispívá do první hlavní 
komponenty y1 a který do druhé y2? Který původní znak je v grafu komponentních 
vah nejdůležitější a který je nejméně důležitý - redundandní? Ukazuje tento graf na 
nějaké korelující znaky? Indikuje rozptylový diagram komponentního skóre nějaké 
odlehlé objekty-vzorky pitné vody? Kolik shluků objektů odhaluje dendrogram 
podobnosti objektů za použití optimální shlukovací procedury? Lze nalézt 
i dominantní znaky, které je třeba měřit v analytické laboratoři a redundantní znaky, 
které je možné vypustit? Shlukovou analýzou proveďte klasifikaci vzorků pitné vody. 
Jsou závěry metod PCA a FA odlišné? 
 
Data: Výběr se týká 62 vzorků v řádcích a 16 sledovaných znaků ve sloupcích a 
obsahuje i (ID) pořadové číslo vzorku a x1 (NO3) značí obsah dusičnanů [mg/l], x2 
(NO2) značí obsah dusitanů [mg/l], x3 (CL) značí obsah chloridů [mg/l], x4 (CL2) 
značí obsah celkového chloru [mg/l], x5 (SO4) značí obsah síranů [mg/l], x6 (PO4) 
značí obsah fosforečnanů [mg/l], x7 (NH4) značí obsah amonných solí [mg/l], x8 
(CA) značí obsah vápníku [mg/l], x9 (MG) značí obsah hořčíku [mg/l], x10 (FE) 
značí obsah železa (celkového) [mg/l], x11 (MN) značí obsah manganu [mg/l], x12 
(PH) značí hodnotu pH, x13 (KNK) značí hodnotu KNK, x14 (ZNK) značí hodnotu 
ZNK, x15 (VODIV) značí vodivost, x16 (NEROZP) značí nerozpuštěné látky [mg/l]. 

i x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 x11 x12 x13 x14 x15 x16
1 2.2 0.00 6 6. 103.5 0.032 0.02 181 17 0.016 0.05 7.08 8.1 3.40 855 0.09
.. .. .. .. .. .. .. .. .. .. .. .. .. .. .. .. .. 

62 32.8 0.01 25 25. 115.5 0.050 0.02 102 12 0.016 0.05 7.69 2.6 0.65 436 0.05



 
 
Řešení: přináší obrázky ve slidech. 
Poděkování: Práce vznikla za podpory grantu Ministerstva zdravotníctví NS9831-
4/2008 a vědeckých záměrů Ministerstva školství, kultury a mládeže MSMT0021627502. 
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