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Uceni neuronovych siti se schopnosti
generalizace

Véra Kurkova

Ustav informatiky, Akademie véd Ceské republiky
Pod Vodarenskou vézi 2, 182 07, Praha 8

vera@Qcs.cas.cz

1 Uvod

vvvvv

nosti nasich svalti. Podobné dalekoledy, mikroskopy, rentgeny, tomografy a mnohé
dalsi mérici pristroje mizeme povazovat za umeélé smysly mnohonasobné zvysujici
schopnosti nagich pfirozenych smysli. Casto ale naméfené tidaje, které ndm tyto
umeélé smysly poskytuji nebyvaji pro nas srozumitelné. Obklopeni mnozstvim dat,
kterym nerozumime, jsme jako kral Midas, ktery si teprve poté, co se splnilo jeho
posetilé ptani, aby se vSe, ¢eho se dotkne, proménilo ve zlato, uvédomil, Ze se zlata
nenaji. K umélym svaliim a smyslim potfebujeme jesté umeélé neurony, které dove-
dou nameérend data prekladat do ndm srozumitelnych tvarti. Podobné jako k vynale-
zim jednoduchych stroji vedlo porozuméni zakontim pisobeni sily (byly znamy jiz
Archimedovi ve 3. stoleti pf. n. 1. [26]) a k vynaleztim optickych pFistroji v 17. stoleti
vedlo rozvinuti optiky, pro rozvoj umeélych neuront je tfeba porozuméni principtim
analyzy dat.

Jak ale zdturaziioval Popper [25], z pouhych empirickych dat nelze odvodit zadné
tvary, pokud o téchto tvarech nemame predem néjaké hypotézy. I nase vizualni vni-
mani se fidi hypotézou, Ze se divame na pravidelné tvary. Naptiklad na obr. 1 spat-
fujeme hvézdu, ackoliv by se zobrazeny nesouvisly tvar dal doplnit mnoha jinymi
méné pravidelnymi tvary. Mnohé tlohy v testech 1Q pozadujici doplnéni ¢iselnych
nebo grafickych tvard jsou rovnéz zaloZzeny na predpokladu, Ze hledané tvary vy-
hovuji urcité hypotéze, kterou lze nahlédnout na zakladé nékolika prikladi. Také
v historii védy nalezneme priklady hledani tvart, které nejlépe odpovidaji nameé-
fenym datiim, mezi pfedem danymi tvary vyhovujicimi urcité hypotéze. Napriklad
Kepler predpokladal, ze se planety pohybuji po nejdokonalejsich k¥ivkach, které vy-
hovuji vysledkim métfeni Tycho Brahe. Kdyz gzjistil, ze Tychova data neodpovidaji
kruznicim, zkusil elipsy a tak objevil zdkony pohybu planet.

Také Gauss a Legendre na pocatku 19. stoleti hledali kiivky odpovidajici ast-
ronomickym dattim, tentokrat datiim ziskanym pfti pozorovani komet. Pro nalezeni
parametri vhodné krivky pouzili metodu neymensich ctverci, ktera hleda funkcei s
minimalnim souctem ¢tverct chyb na danych empirickych datech. Legendre napsal
v r. 1805 v Nouvelle méthodes pour la determination des orbit des cometes “myslim,
ze ze vsech principi, které mohou byt navrzeny, neni zadny vice obecny, presny a
snadnéji aplikovatelny nez ten, ktery spociva v minimalizaci souc¢tu ¢tverci chyb”.



Obrézek 1

Gauss navic ukazal, ze metoda nejmensich ¢tvercit ma vyhodné statistické vlastnosti
a tak se tato metoda stala zakladem klasickych statistickych metod zpracovani dat
[5].

Statistické metody jsou zaloZeny na hypotéze, Ze data lze modelovat pomoci
funkci, které zaviseji na parametrech linedrné. Pfedpoklad, ze empiricka data odpo-
vidaji néjaké linearni zavislosti je ale znacné omezujici. Zejména neni vhodny pro
vysoce dimenzionalni data. Z teorie linearni aproximace je totiz znamo, ze dimenze
linedrniho prostoru potfebna pro to, aby se zajistila aproximace hladkych funkci d
proménnych s presnosti €, je O ((1)%) [22]. Slozitost linearnich modeld pot¥ebna pro
zajisténi dostatecné presné aproximace roste tedy exponencionalné s dimenzi dat d.

V ranném obdobi kybernetiky ve 40. letech 20. stoleti se objevily ivahy o umélgch
neuronovych sitich, které vedly v 90. letech k vytvoreni konekcionistickych vypocet-
nich systému schopnych klasifikace a rozpoznavani tvari. Na rozdil od klasické umélé
inteligence, ktera modelovala kognitivni tlohy jako manipulace se symboly zalozené
na pravidlech, konekcionistické systémy nahrazuji namahavé hledani pravidel ucenim
na zdkladé prikladi. Tyto systémy byly inspirovany zjednoduSenymi predstavami o
mozku tvoreném sitémi vzajemné propojenych neuronti s ménicimi se propustnostmi
jednotlivych propojeni. Formalné je lze popsat jako transformace vstupnich kodi na
vystupni kody (nap¥. systém NETtalk, ktery “Cte nahlas” anglicky text, transformuje
graficky kod na foneticky, zatimco systém, ktery provéiuje zadosti o uvér, transfor-
muje kédovanou informaci o zadateli na kéd vyjadiujici rizikovost Gvéru). Flexibilita
konekcionistickych systémi je dana tim, ze obsahuji mnoho proménnych parametri
(kterym se nékdy Fika vahy), jejichz nastaveni ur¢uje transformaci vstupnich dat na
vystupni data (funkci vstup-vystup), kterou systém provadi.

Umeélé neuronové sité znacné rozsitily moznosti zpracovani empirickych dat. Vy-
uzivaji totiz mnohem bohat$i mnoziny hypotetickych funkci, mezi nimiz lze najit
funkce 1épe odpovidajici datim nez v linearnich modelech. Ptvodné byly vypocetni
jednotky, z nichz jsou sité sestaveny, inspirovany biologicky, pozdéji se zacaly uzi-
vat dalsi typy vypocetnich jednotek s vhodnymi matematickymi vlastnostmi pro
aproximaci funkci mnoha proménnych.

Neuronové sité také prinesly do datové analyzy novou terminologii - hledani
parametri kiivek odpovidajicich naméfenym dattim se zacalo fikat uceni na zakladé
prikladu, vzorklim dat trénovaci mnoziny a schopnosti spravné zpracovat i data,
ktera nebyla pouzita pro uceni, generalizace.

V tomto ¢lanku ukazujeme, zZe pro matematické modelovani generalizace lze vy-
uzit pojmy, které byly vyvinuty pro feseni fyzikalnich problémii. Schopnost gene-



ralizace pri uceni na zakladé priklada totiz hraje podobnou roli jako stabilita pri
hledani feSeni tzv. inverznich uloh. Vyuziti matematickych vysledki z teorie inverz-
nich iloh vede k modeltim neuronovych siti s jinymi typy jednotek nez jsou ptavodni
biologicky motivované perceptrony. Tyto sité obsahuji tzv. jadrové jednotky. Jadra,
ktera byla studovana v matematice po nékolik staleti v souvislosti s feSenim integral-
nich rovnic, mohou transformovat geometrii vstupnich dat tak, aby se data urcena
ke klasifikaci dala 1épe separovat. Kromé toho poskytuji matematicky popis mnoha
typ1 oscilaci a tak umoznuji vylouceni nezadoucich feseni. Na zakladé vysledkt te-
orie inverznich tloh aplikovanych na prostory funkci definované pomoci jader lze
navrhnout algoritmy uceni zalozené na Teseni soustav linearnich rovnic.

2 Uceni neuronovych siti

Vétsina algoritmu uéeni neuronovych siti se snazi nastavit parametry sité tak, aby sit
pocitala takovou funkci zobrazujici vstupni data na vystupni (¥ika se ji funkce vstup-
vystup), kterd spravné transformuje data z trénovaci mnoziny. Pro bézné modely
neuronovych siti je ale takovych funkci velké mnozstvi. Je tfeba mezi nimi vybrat
funkci, ktera spravné zobrazuje i data, ktera nebyla pouzita pfi uceni sité. O siti s
parametry urcujicimi takovou funkci se tika, Ze ma schopnost generalizace.

Pocatkem 20. stoleti se stal pojem generalizace predmétem filozofického zkou-
méani. Husserl zavedl pojem eidetické generalizace jako procesu piedstavovani si
moznych pripadii misto pozorovani skutecnych. Vlastnosti idealnich entit nazyval
erdos a mozné zmeény entit, které nevedou ke ztraté eidos, nazyval eidetické variace.
Eidos lze ziskat nalézanim podstatnych vlastnosti individui daného typu. Husserl
ale varoval, Ze takové nalézani zistava vzdy neuplné [28].

Podobné i neuronové sité se uci rozpoznavat data daného typu na zakladé pri-
kladi. Algoritmy uceni méni parametry sité tak, aby se snizila hodnota funkcio-
nalu empirické chyby uréeného trénovaci mnozinou [32]. Trénovaci mnozina dvo-
jic dat vstup-vystup je v nejjednodussim piipadé matematicky popsana vektorem
z={(uj,v;) ERIXR|i=1,...,m}, kde (uy, v;) jsou ptiklady dvojic vstup-vystup,
m je velikost vzorku dat, R zna¢i mnozinu realnych ¢isel a d je dimenze vstupnich
vektoru sité. Funkciondl empirické chyby £, uréeny touto trénovaci mnozinou pocita
prameér souctu ¢tvercu chyb, tj. pro funkci f nabyva hodnoty

m

> (flus) —vi)?.

=1

1
Pokud je cilem uceni nalezeni funkce vstup-vystup f, pro niz je hodnota chy-
bového funkcionalu &.(f) dostateéné mald, neuronova sif spravné zobrazuje data z
trénovaci mnoziny, ale neni zarucena jeji schopnost dobie zpracovavat i data, ktera
nebyla pouzita pfi uceni. Jak zdtraznoval Popper, z pouhych empirickych dat bez
predem danych hypotéz nelze odvodit zadné tvary. Jedina informace, kterou v sobé
obsahuje funkcional empirické chyby je informace o vzorku spravné zpracovanych
dvojic dat z = {(u;,v;) |7 = 1,...,m}. Hypotéza o hledané funkeci je vSak automa-
ticky obsazena ve volbé mnoziny funkci vstup-vystup, v niz algoritmus hleda funkeci,
pro niz je hodnota funkciondlu &, mald (obr.2). Tato mnozina je urcena volbou
typu neuronové sité a mezi velikosti jejich parametri. Pro mnohé typy siti jsou vSak
tyto mnoziny prilis velké a nepredstavuji zadné vyznamné omezeni na typ hledané
funkce.
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Obrézek 2

Poggio a Girosi [23] poc¢atkem 90. let 20. stoleti nahradili minimalizaci funkcio-
nalu empirické chyby £, minimalizaci funkcionalu &, + ¥ definovaného

E(f)+7T(f) = Z(f(u» —v;)? +yU(f),

3=

kde U je funkciondl nazyvany stabilizdator penalizujici nezddouci feseni. Girosi a
Poggio pouzili jako stabilizator vysokofrekvencni filtr
1 flw)?
fwr

U(f)= (27)42 [ l;:(w) W (1)

s funkci k, ktera ma pozitivni Fourierovou transformaci.

Pfi minimalizaci funkcionalu £, + ¥ se hleda funkce, ktera nejen ze dobte apro-
ximuje vzorek dat z = {(u;,v;) € REx R, |i = 1,...,m}, ale také m4 pokud mozno
co nejmensi oscilace vyssich frekvenci. Volba stabilizatoru tedy vyjadiuje hypotézu o
tvaru feseni, ktera hraje roli konceptualnich dat, kterd je tieba ptidat k empirickym
datum z, abychom mohli zajistit schopnost generalizace pfi uceni.

3 Inverzni dlohy

Uloha nalézt funkci aproximujici empirickd data patii do $irsi t¥idy tzv. inverznich
problémai, které se zabyvaji hledanim nezndmgjch pricin (napf. sil, tvart funkei ¢ dis-
tribuci) zndmych ndsledki (naméfenych dat). ReSeni inverznich problémi je zaklad-
nim tkolem mnoha oblasti aplikovaného vyzkumu jako napt. lékarska diagnostika
(tomografie), seismologie a meteorologie. Zavislost nasledk na pfi¢inach je zpravi-
dla popsana ve tvaru operatoru, v nejjednodussim ptipadé linearniho, prifazujiciho
pfiindm (nazyvanym feseni) nasledky (nazyvané data).

Inverzni problém uréeny operatorem A : (X, |.|lx) — (Y,||.|ly) mezi Banacho-
vymi prostory je tloha pro dané g € Y najit f € X takové, ze

A(f) =g

Prvky X se nazyvaji reseni a prvky Y data. Je-li Y konec¢né dimenzionalni, inverzni
problém se nazyva problém s diskrétnimi daty.

Hadamard v r. 1902 ukézal, ze nekteré klasické fyzikalni problémy maji pro
vSechna data z daného prostoru jediné reSeni zavisejici spojité na datech. Takové
problémy nazval korektni (angl. well-posed). Domnival se, ze problémy, které jsou
nekorektni (tj. problémy, které nemaji pro vSechna data feSeni nebo FeSeni neni jed-
nozna¢né a nebo nezavisi spojité na datech), nemaji fyzikalni smysl. Avsak fyzika,
kterou se zabyval Hadamard, byla fyzika 19. stoleti smétujici k Laplaceovu idedlu
jednoznac¢ného, stabilniho a deterministického popisu svéta. V 19. stoleti byly neko-
rektni problémy povazovany za anomalie podobné jako spojité funkce bez derivace,



Peanova kiivka, Cantorovo diskontinuum a dabelské schodisté, které vedly ve druhé
poloviné 20. stoleti k vytvoreni fraktalni geometrie.

Vyvoj od anomadlie k centru zajmu aplikované matematiky probéhl také v ob-
pocitacova tomografie zaloZzend na vypoctu inverzni Radonovy transformace. Za jeji
vynélez byla v r. 1979 udélena Nobelova cena za medicinu [8]. Po¢itac¢ovy obraz plos-
ného fezu ¢asti téla je feSenim inverzni tlohy s daty ziskanymi rentgenovanim podél
velkého poctu pfimek ze zobrazované plochy. Matematicky se jedna o rekonstrukci
funkce definované na plose z integrali podél piimek lezicich v této plose.

Metodologie feseni nekorektnich tiloh je zalozena na Mooreovée-Penroseové pseu-
doinverzi a riznych typech reqularizace. Pro kone¢né dimenzionalni problémy, které
nemaji pro vSechna data feseni, navrhl v r. 1920 Moore [18] metodu zobecnéné in-
verze zalozenou na hledani tzv. pseudoreseni. Jeho prace publikovana pouze jako
abstrakt zistala nedocenéna a metoda pseudoinverze nebyla dale rozvijena ani vyu-
zivéna az do jejiho znovuobjeveni Penrosem v r. 1955 [21]. T kdyZ FeSeni neexistuje,
1ze hledat alespon jeho nejlepsi aproximaci nazyvanou pseudoreseni f° spliujici rov-
nici

1A(f?) = glly = min [ A(f) — glly

a v pripadé, ze je téchto pseudoreseni vice, hledat mezi nimi normalni pseudore-
Seni f*, které ma nejmensi normu. Pokud pro vsechna g € Y existuje normélni
pseudoteseni f1, pak miize byt definovan pseudoinverzni operdtor A™ : Y — X jako

At(g)=fT.

Pro X a Y konecné dimenzionalni, kdy Ize linearni operator A popsat matici, pseu-
doinverzni operator odpovida Moore-Penroseové pseudoinverzi matice. Teorie pseu-
doinverze byla rozsifena na linearni operatory mezi Hilbertovymi prostory [11].

Vzhledem k tomu, Ze empirické data podléhaji nepresnostem méteni, podstatnou
vlastnosti operatoru popisujiciho inverzni problém je stabilita vzhledem k Sumu.
Pokud vede maly rozdil v datech zptisobeny chybou méfeni k velké zméné feseni,
je takové FeSeni nestabilni. Je-li A spojity, pak podle Banachovy véty [9, p.141] je
A~! také spojity. Ale ani spojita zavislost feseni na datech nezarudi vzdy stabilitu
vzhledem k Sumu. Jako mira stability feSeni inverzniho problému se pouziva tzv.
¢islo podminénosti definované pro korektni problém jako cond(A) = || A|l||A7!] a
pro nekorektni jako cond(A) = || A|| ||[AT||. D4 se snadno ukézat, ze je-li A(f) =g a
A(f") = ¢, potom % < cond(A)%. Relativni odchylka feseni je tedy mensi
nebo rovna souéinu ¢isla podminénosti a relativni odchylky dat. Cislo podminénosti
je vzdy vétsi nebo rovno 1. Pokud je malé, problém se nazyva dobre podminény,
pokud je velké, hovorii se o $patné podmineneém problému.

Metoda regularizace vyvinuta v 60. letech 20. stoleti je zalozena na myslence, Ze
se lze zbavit nejednoznacnosti a zlepsit stabilitu feseni, pokud kromé empirickych
dat vezmeme také v tvahu konceptudlni data popisujici néjakou globalni vlastnost
hledané funkce. To znamena Ze omezime prostor, kde hleddme Teseni vyhovujici
naméfenym datiim, pouze na Feseni, kterd maji fyzikalni smysl, tj. spliuji néjakou
predem danou podminku (jako napi. omezeny vyskyt oscilaci vyssich frekvenci) nebo
penalizujeme nezadouci feseni. Metodu objevilo na sobé nezavisle nékolik autorti,
jednotny ramec ji dal Tikhonov [29]. Tikhonovova regularizace nahrazuje problém
minimalizace funkcionalu ||A(.) — g||?- na prostoru X hledanim funkce f7 spliujici
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Regularizace tedy penalizuje FeSeni s velkou normou ||.||x. Tato norma mtize mo-
delovat néjakou vlastnost feseni jako naptiklad hladkost funkce, jeji lokalizaci nebo
vyskyt urcitého typu oscilaci. Pomoci regulariza¢niho parametru v lze ménit miru
této penalizace.

4 Uceni jako inverzni tuloha

Minimalizaci funkcionalu empirické chyby lze vyjadfit jako inverzni ilohu popsanou
evaluacnim operdtorem L, : X — R™ definovanym

Lu(f) = (f%>,...,f%>).

Protoze funkcional empirické chyby &, lze vyjadrit jako

2
(%

L,——

vm
kde ||.||2 znaéi l;-normu na R™, problém minimalizace £, na X je ekvivalentni tloze
najit pseudoreseni inverzniho problému daného operatorem L, pro data \/Lﬁ

Y

.~ |
2

Zobecnéni Moore-Penroseovy teorie [4, pp. 56-60], [11, pp. 37-46] dobie popisuje
vlastnosti feSeni a jeho stability v pripadé€, Zze operator je spojity a ma uzavieny
obraz. ProtoZze obraz operatoru L, je kone¢né dimenzionalni, je uzavieny. Ale na
rozdil od mnoha inverznich problémt motivovanych fyzikalnimi déji operator L,
neni spojity vzhledem k Lo-normé (dé se ukazat, Ze neni omezeny [15]). Nemizeme
tedy odvodit vysledky pro minimalizaci na celém prostoru vsech Lo-funkei.

Pokud vylouc¢ime funkce, které maji ptili§ mnoho vysokofrekvencnich oscilaci,
pridame tak k empirickym dattim také data konceptuélni ve formé podminky ome-
zujici urcity typ oscilaci. Formalné 1ze globalni vlastnosti takovych feSeni modelovat
tak, Zze za obor hodnot operatoru L, zvolime Hilberttiv prostor obsahujici jen funkce
splnujici urcita omezeni na vhodny typ oscilaci. Prostory tohoto typu se nazyvaji Hil-
bertovy prostory s reprodukénim jadrem (anglicky reproducing kernel Hilbert spaces
a proto se oznacuji akronymem RKHS). Kromé toho, zZe se RKHS velice dobfe hodi
pro modelovani konceptuélnich vlastnosti vhodnych pro matematickou formalizaci
schopnosti generalizace, jsou na nich operatory L, spojité [2].

RKHS jsou jednoznac¢né urceny jadry, tj. symetrickymi pozitivné semidefinitnims
funkcemi K : Q x Q — R, kde Q2 je libovolna neprazdna mnozina. Vyklad teorie
téchto prostoru pfesahuje rdmec této prace, jsou podrobné popsany v knihach [3],
hraji normy na téchto prostorech, uvedeme jen nasledujici priklad: Je-li K konvoluc¢ni
jadro, tj. K lze vyjadfit jako K(z,y) = k(z — y) kde k : R — R, a jestlize k ma
pozitivni Fourierovu transformaci, potom norma na RKHS urc¢eném K oznacovana
||| x ma tvar

2 _ 1 f(w)2 w
HfHK - (27T)d/2 /Rd ]%(w) duw.



To znamena, ze pro konvolu¢ni jadra s pozitivni Fourierovou transformaci tvori
normy na RKHS vysokofrekvencni filtry. Paradigmaticky ptiklad jadra je konvo-
lu¢ni jadro definované pomoci Gaussovy funkce exp(—bl|x||?), jejiz Fourierova trans-
formace je (2b)~%2 exp(—||z|%/4b).

S vyuzitim teorie pseudoinverze aplikované na operatory L, na RKHS prostorech
se daji elegantné odvodit vlastnosti feseni tilohy minimalizace funkcionalu empirické
chyby &£, na RKHS. Pro jednoduchost popiSeme jen piipad, kdy jadro spliuje silnéjsi
podminku pozitivni definitnosti misto semidefinosti [3]. Pro tato jadra je feSeni tvaru

f+(£l,’) = Z CiK<ui7 x)v

kde vektor koeficientt ¢ = (cq,...,¢,) spliuje ¢ = Klu]Tv (K[u] je Gramova ma-
tice jddra K vzhledem k vektoru vstupnich dat u = (ug,...,u,,) definovana jako
Kluli; = K(uwi,u;), 1,7 = 1,...,m) [13]. To znamena, ze FeSeni se da spocitat po-
moci Moore-Penrosovy pseudoinverze matice K[u] aplikované na vektor vystupnich
dat v = (vy, ..., vn). Toto FeSeni interpoluje data (minimum &, je rovno nule) a jeho
stabilita vzhledem k malé zméné vektoru v zavisi na ¢isle podminénosti matice K[u].

5 Generalizace modelovana pomoci regularizace

Globalni podminka modelujici schopnost generalizace mtize byt jesté zesilena tim,
ze nejen hledame reseni pouze mezi funkcemi s kone¢nou K-normou, ale navic pena-
lizujeme Teseni, kterd maji tuto normu velkou. V piipadé problému uceni na zakladé
empirickych dat minimalizace hodnoty

EF) + 1% = I1Lu(f) — %H% + 1%

modeluje tlohu hledani funkce, ktera nema prilis velké oscilace typu daného volbou
jadra K a soucasné dobfe aproximuje vzorek dat z. Da se ukazat, Ze tato tiloha ma
jediné teseni tvaru

fW(:E) = Z CzK(uiv x)?

kde ¢ = (K[u] +ymZ) 'v a Z znadi identickou matici [7], [24], [13].

V regularizovaném i neregularizovaném pripadé je tedy ideadlnim feSenim ulohy
uceni neuronova sit, ktera ma stejny pocet vypocetnich jednotek m ve skryté vrstvé
jako je velikost trénovaci mnoziny a tyto jednotky pocitaji jadrové funkce K (u;,.) s
parametry u; danymi vstupnimi daty (v pfipadé radialnich siti se témto parametrim
fika centroidy). Tato dvé FeSeni se lisi pouze koeficienty linearni kombinace vypocet-
nich jednotek, které odpovidaji vystupnim vaham sité. V neregularizovaném pripadé
plati ¢ = K[u]Tv, vektor vystupnich vah ¢ je tedy roven Moore-Penrose pseudoin-
verzi Gramovy matice jadra K vzhledem k vektoru vstupnich dat w aplikované na
vektor vystupnich dat v. V regularizovaném piipadé plati ¢ = (K[u] + ymZ) v,
vektor vystupnich vah ¢” je tedy roven inverzi matice K[u] + ymZ aplikované na
vektor v.

Vzhledem k tomu, ze obé matice jsou pozitivné definitni, lze vyjadrit jejich ¢isla
podminénosti pomoci vlastnich hodnot a na zakladé tohoto vyjadieni odvodit vztah

(cond(Klu]) — 1) Amin
)\min + me

cond(Klu] +ymI) =1+

Y



kde Apin zna¢i nejmensi vlastni hodnotu matice Klu]. ZvySovanim regularizaéniho
parametru v se tedy zlepsuje stabilita feseni. Tato vyhoda regularizace je vsak ome-
zend nutnosti zachovat dobrou aproximaci empirickych dat, kterda se zhorsuje se
zvySovanim penalizace za oscilujici Teseni.

Pokud nejsou ¢isla podminénosti matic Clu] nebo Klu] + ymZ prili§ velka, lze
vyuzit charakterizace feseni problému uceni odvozené pomoci aplikace teorie pseu-
doinverznich operatorti pro navrh algoritmi uceni [24]. Pro mnoh4 jadra a vzorky
dat maji ale Gramovy matice velka ¢isla podminénosti [19]. V takovém piipadé ve-
dou tyto algoritny k feSenim, ktera jsou nestabilni vzhledem k Sumu. Na rozdil od
téchto algoritmt zaloZzenych na feSeni soustav linearnich rovnic, algoritmy vyuziva-
jici zpétné Sifeni chyb nebo evolu¢ni principy hledaji suboptimalni feSeni dosazi-
telna sitémi s poctem prvki n mnohem mensim nez je velikost trénovaci mnoziny
m. V nékterych pripadech tato suboptimalni feseni dobfe aproximuji optimalni vyse
popsand optimalni feseni. Odhady rychlosti jejich konvergence s rostoucim poctem
prvki byly odvozeny v [16, 17] a na zdkladé metod nelinedrni aproximace popsanych
v [12].

6 Jadrové metody

Koncem 90. let Girosi [10] zjistil, Ze stabilizator (1) je specianim piikladem Ctverce
normy na tzv. Hilbertové prostoru s reprodukcnim jadrem. Tyto prostory oznacované
akronymem RKHS (reproducing kernel Hilbert spaces) definoval v r. 1950 Aronszajn
[2], ale jejich teorie zahrnuje mnoho klasickych matematickych poznatkt tykajicich
se integralnich rovnic s jadry a pozitivné definitnich funkei [3]. Pomoci norem na
téchto prostorech se daji formalné popsat nejriznéjsi typy oscilaci. Od Aronszajnovy
definice k prvnim aplikacim v analyze dat ale uplynula dost dlouha doba, az v 60.
letech sje vyuzil Parzen [20] a pozdéji Wahba [31] pro aproximaci dat pomoci splinti.

Vyuziti norem na RKHS jako stabilizatort pfi regularizaci funkcionalu empirické
chyby tedy umoznuje stanovit rizné apriorni podminky na hledanou funkci apro-
ximujici data z trénovaci mnoziny. V pripadé stabilizatoru (1) se jedna o ¢tverec
normy na RKHS definovaném pomoci tzv. konvolu¢niho jadra K(z,y) = k(z — y),
kde k > 0.

Jadra, ktera definuji RKHS, ale nasla uplatnéni v teorii uceni i ze zcela jiného
divodu, nez ze se normy, které tato jadra urcuji, dobfe hodi jako miry riznych typi
oscilaci. V 60. letech Aizerman, Braverman a Rozonoer [1] vyuzili jadra (kterd na-
zyvali potencidlové funkce) pro modifikaci geometrie prostoru dat. Pomoci vhodné
zvoleného jadra lze totiz definovat vnofeni prostoru vstupnich dat R¢ do RKHS
tak, Ze se dvé mnoziny dat, které se v R? nedaji linearné oddélit, zobrazi na line-
arné separovatelné mnoziny (obr. 3). V RKHS s takovym jadrem lze pak snadno
provést klasifikaci pomoci jednoho prahového prvku (perceptronu). Algoritmus na-
vrzeny Aizermanem, Bravermanem a Rozonoerem [1] rozvinul Vapnik [30], ktery
nazval vypocetni model provadéjici klasifikaci pomoci jader support vector machine
(SVM). V terminologii neuronovych siti je SVM sit s jednou skrytou vrstvou tvo-
fenou jadrovymi jednotkami a s jednou prahovou vystupni jednotkou. V soucasné
dobé jsou jadrové metody predmétem intenzivniho vyzkumu jak v oblasti teorie tak
v oblasti aplikaci (viz napf. monografie zaméfené na aplikace [27] a [6], rozsdhly
teoreticky ¢lanek [7] nebo struény prehled [24]).

Jadra jsou tedy vhodnymi prvky vypocetnich modeld ze dvou diivodii: umoznuji
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meénit skalarni soucin a tim geometrii prostort dat a vyjadrit miru nezadoucich
oscilaci funkci vstup-vystup. Dalsim divodem pro vyuziti jader v teorii uceni je
spojitost evaluacnich funkcionali na prostorech RKHS definovanych pomoci jader.
Je to dokonce jedna z jejich dvou ekvivalentnich definic [2] (ta druha stanovi, Ze je
prostor definovan pomoci pozitivné semidefinitniho jadra [3]).

7 Zavér

Metody Teseni matematickych problémi z oblasti u¢eni neuronovych siti zapadaji do
dlouhodobého vyvoje matematickych ideji ptivodné motivovanych fyzikalnimi tlo-
hami. Pomoci vhodné definovaného linearniho operatoru lze formulovat tilohu uceni
na zakladé empirickych dat jako inverzni problém. Tato reprezentace umoznuje po-
pis optimalniho feseni a modelovani schopnosti generalizace. Také vede k odhadtm
zlepseni stability feSeni pfidanim konceptualnich dat vhodného tvaru.

Podékovani

Tato prace vznikla s ¢aste¢nou podporou grantu GA CR 201/05/0557 a Institucio-
nalniho zaméru AV0Z10300504.

Reference

[1] Aizerman, M. A., Braverman, E. M., Rozonoer, L. I.: Theoretical foundations
of potential function method in pattern recognition learning. Automation and
Remote Control 28 (1964) 821-837.

[2] Aronszajn, N.: Theory of reproducing kernels. Transactions of AMS 68 (1950)
33-404.

[3] Berg, C., Christensen, J. P. R., Ressel, P.: Harmonic Analysis on Semigroups.
New York: Springer-Verlag 1984.

[4] Bertero, M.: Linear inverse and ill-posed problems. Advances in Electronics and
FElectron Physics 75 (1989) 1-120.

[5] Bjorck, A.: Numerical methods for least squares problem. STAM 1996.



(6]

[16]

[17]

[18]

[19]

[20]

[21]

Cristianini N., Shawe-Taylor J.: An Introduction to Support Vector Machines.
Cambridge: Cambridge University Press 2000.

Cucker, F., Smale, S.: On the mathematical foundations of learning. Bulletin of
AMS 39 (2002) 149,

Di Chiro, G., Brooks, R. A. : The 1979 Nobel prize in physiology or medicine,
Science 206 (1979) 1060-1062.

Friedman, A.: Modern Analysis. New York: Dover 1982.

Girosi, F.: An equivalence between sparse approximation and support vector
machines. Neural Computation 10 (1998) 1455—1480 (Al Memo No 1606, MIT).

Groetch, C. W.: Generalized Inverses of Linear Operators. Dekker, New York
1977.

Kurkova, V.: High-dimensional approximation by neural networks. Chapter 4 in
Advances in Learning Theory: Methods, Models and Applications (J. Stuykens
et al.,, Ed.) 69—-88. Amsterdam: IOS Press 2003.

Kirkova, V.: Learning from data as an inverse problem. In COMPSTAT 2004
- Proceedings on Computational Statistics (J. Antoch, Ed.) 1377-1384. Heidel-
berg: Physica-Verlag 2004.

Kirkova, V: Neural network learning as an inverse problem. Logic Journal of
IGPL 13 (2005) 551-559.

Kurkova, V: Generalization in learning from examples. In Challenges for
Computational Intelligence. (Eds. W. Duch, J. Mandziuk) Berlin, Heidelberg:
Springer-Verlag, 2007.

Kurkova, V., Sanguineti, M.: Error estimates for approximate optimization by
the extended Ritz method. SIAM J. on Optimization 15 (2005) 461-487.

Kirkova, V., Sanguineti, M.: Learning with generalization capability by kernel
methods with bounded complexity. Journal of Complexity 21 (2005) 350-367.

Moore, E. H.: Abstract. Bulletin AMS 26 (1920) 394-395.

Narcowich, F. J., Sivakumar, N., Ward, J. D. On condition numbers associa-
ted with radial-function interpolation. Journal of Mathematical Analysis and
Applications 186 (1994) 457 —485.

Parzen, E.: An approach to time series analysis. Annals of Math. Statistics 32
(1966) 951 —989.

Penrose, R.: A generalized inverse for matrices. Proceedings of Cambridge Phi-
los. Soc. 52 (1955) 406-413.

Pinkus, A.: n-width in Approximation Theory. Berlin: Springer-Verlag 1985.

Poggio, T., Girosi, F.: Networks for approximation and learning. Proceedings of
IEEE 78 (1990) 1481 —1497.



[24]

[25]

[26]
[27]

28]

[29]

[30]

[31]
32]

Poggio, T., Smale, S.: The mathematics of learning: dealing with data. Notices
of the AMS 50 (2003) 536 —544.

Popper, K.: The Logic of Scientific Discovery. New York: Harper Torch Book
1968.

Russo, L.: The Forgotten Revolution, Berlin: Springer-Verlag, 2004.

Scholkopf B., Smola A. J. : Learning with Kernels- Support Vector Machines,
Regularization, Optimization and Beyond. Cambridge: MIT Press 2002.

Smith, D. W., McIntyre, R.: Husserl and Intentionality: A Study of Mind, Me-
aning, and Language, Dordrecht, Boston: D. Reidel Publishing Co. 1982.

Tikhonov, A. N., Arsenin, V. Y.: Solutions of Ill-posed Problems. Washington,
D.C.: W. H. Winston 1977.

Vapnik V. N.: The Nature of Statistical Learning Theory. New York: Springer-
Verlag 1995.

Wahba, G.: Splines Models for Observational Data. Philadelphia: STAM 1990.

Werbos, P. J.: Backpropagation: Basics and New Developments. The Hand-
book of Brain Theory and Neural Networks (Ed. Arbib M.) (pp. 134-139).
Cambridge: MIT Press 1995.






HODNOCENI
KVALITY SHLUKU

Hana Rezankova
Vysoka Skola ekonomicka v Praze
http://nb.vse.cz/ ~rezanka

Metody shlukové analyzy

Literatura — knihy:

m Rezankova, H., Husek, D., Snasel, V.:
Shlukovéa analyza dat. Professional
Publishing, Praha 2007, 196 s.

m Rezankova, H.: Analyza dat z dotaznikovych

Setreni. Professional Publishing, Praha 2007,

212s.

m Hebak, P. a kol.: Vicerozmérné statistické
metody [3]. 2. vyd. Informatorium, Praha
2007. 272 s.

Metody shlukové analyzy

Literatura — sborniky:

m Rezankova, H.: Shlukova analyza
kategorialnich dat. Sbornik pfednasek ze
seminare Analyza dat 2007/1l, TriloByte
Statistical Software, s. 89—102.

Obsah

m Principy metod shlukové analyzy

m Shlukovani objekta (vektor(i pozorovani)

®m Porovnavani se znamym zafazenim objektl
m Statistické testy

®m Hodnoceni disjunktniho shlukovani

®m Hodnoceni fuzzy shlukovani

® MozZnosti programovych systém(

Metody shlukové analyzy

Literatura — sborniky:

m Rezankova, H.: Klasifikace pomoci shlukové
analyzy. Sbornik pfednasek ze seminare
Analyza dat 2003/1l, TriloByte Statistical
Software, s. 119-135.

m Rezankova, H.: Shlukovani a velké soubory
dat. Sbornik pfednasek ze seminare Analyza
dat 2004/, TriloByte Statistical Software,

s. 7-19.

Metody shlukové analyzy

Shlukova analyza je postup formulovany jako
procedura, pomoci niz objektivné
seskupujeme jedince do skupin na zakladé
jejich podobnosti a odliSnosti
(zkracené R. C. Tryon, 1939).

Cilem shlukové analyzy je nalézt skupiny
objektl (v SirSim smyslu) tak, aby dva objekty
z téze skupiny si byly podobné;jSi nez dva
objekty z riznych skupin.




Metody shlukové analyzy

Metody shlukové analyzy

Vstupni data: m proménnych (znaki) Znatka X, X, X, X, X, X, X,
B m-rozmerna pozorovani e Bonaqua 002 004 137 069 003 040 064
: . . obje )
(matice vzor( — pattern matrix) [ e 1E>0_bm voda 8(1)2 gg‘; 83(2) g;g 88:}’ 8% 83
. vian 8 A ¢ B ! 5. !
matice X, prvky x; : Hanickd kyselka 2,68 1,04 239 3,02 226 001 284
— Korunni 107 172 1,03 097 014 172 L12
, , , . objekt | 2. obje .
® matice vzdalenosti/podobnosti -+ - Mattoni 069 123 08 098 013 129 09
: P ; . Ondrésovka 027 011 063 021 007 038 119
(matllce blizkosti - proximity 2 objekt Podébradka 339 341 162 1,59 464 230 1,68
matrix) = Podébradka PL 4,62 4,10 226 1,85 548 238 240
— Rajec 001 003 08 067 002 029 039
iategorie | 2. kategorie
- ; X7 Toma Natura 001 017 021 029 007 036 017
kontmge’zcm tab,UIka ;t‘g Valvert 002 001 007 075 005 051 035
(tabulka cetnosti) ategorie Vittel 0,07 034 067 1,02 005 299 045

Metody shlukové analyzy

kationty sodné (Na+)

kationty draselné (K+)

kationty hofe¢naté (Mg2+)

kationty vapenaté (Ca2+)

anionty chloridové (Cl-)

anionty siranové (SO42-)

anionty hydrogenuhli¢itanové (HCO3-)

EEFEEEEES

Metody shlukové analyzy

Klasifikace tradiénich metod:

o . T @ @%

.

Metody shlukové analyzy

Klasifikace tradi¢nich metod:

m metody rozkladu (partitioning) pro disjunktni
shluky (se zadanym poctem shluku)
m jterativni relokacni (pfemistovaci) algoritmy
m metody matematického programovani
m grafické zobrazovani pomoci minimalni kostry
m hybridni klasifikace
m metody zaloZené na hustoté

m metody pro prekryvajici se shluky

Metody shlukové analyzy

Klasifikace tradiénich metod:

k-medoidt
(PAM)

S-PLUS

These lain 90.43 % of the p
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Klasifikace tradiénich metod:

m metody rozkladu e
m pevné shlukovani ol objekty
1poLe 04 [ 03| 03
— 02 [ 03] 05
m fuzzy shlukovani 08 101 0
m Gastecné fuzzy shlukovani | tots
Metody shlukové analyzy
Klasifikace tradi€nich metod:
*** Fuzzy Partitioning *** fuzzy
(FANNY)

O osest hard clustering:
Bonaqua Dobréa voda Evian Hanacka kys. Korunni Mattoni Ondré&Sovka Podébradka
1 2 1 1 2

Podsbradka PL Rajec Tomm Natura Valvert Vittel
2 1 1 1 1

Metody shlukové analyzy

Metody hierarchické shlukové analyzy:

divizivni

(DIANA)

Height

S-PLUS

Metody shlukové analyzy

Klasifikace tradiénich metod:

*** Fuzzy Partitioning ***

Menber shi p coefficients:

[ 1] [.2] fuzzy

Bonagua 0. 90683520 0.09316480

Dobra voda 0. 89786306 0.10213694

Evi an 0. 93671025 0. 06328975 (FANNY)
Hanacka kys. 0. 37934570 0. 62065430

Kor unni 0.72712138 0.27287862

Merti ni 0. 82509199 0.17490801

Ondr asovka 0. 90356517 0.09643483

Podabr adka 0. 08990355 0. 91009645 S-PLUS
Podébradka PL 0. 11051759 0.88948241

Raj ec 0.93996091 0. 06003909

Tomn Natura 0.92084109 0.07915891

Val vert 0. 91850890 0.08149110

Vittel 0. 74303721 0. 25696279

Metody shlukové analyzy

Metody hierarchické shlukové analyzy:
m monotetické — divizivni (S-PLUS)
m polytetické
m aglomerativni
m divizivni (S-PLUS)
m modifikované metody

m dvourozmérné shlukovani (STATISTICA,
SYSTAT)

m dvoukrokova shlukova analyza (SPSS)
m ROCK (RObust Clustering using linKs)

Metody shlukové analyzy

Metody hierarchické shlukové analyzy:

Stromovy diagram pro 13 pripads
Uping spojent
Euklidovské vzdéienosti

Benas aglomerativni
onsavons (AGNES)

Toma Natura

Vahert

Konunni

STATISTICA

Mattori
Vitel

Hancks kys.
Podébracka 5 '7

Podebradka PL

Vzdalenost spojent



Metody shlukové analyzy

Metody hierarchické shlukové analyzy:

Vysledky dvejrozmémsho spojovéni

Bonaqua

Vahert

dvourozmérné
shlukovani

STATISTICA

e

Ne+

Symbolika (znacgeni)

D;  ...vzdalenost i-tého a j-tého objektu

n
- 2 _
Df/ = Z(Xd—le) =
I=1
n
Dy =1 Z|xu Xy [*
I=1

D,,. ...vzdalenost i-tého a h“tého shluku

X; — "fH euklidovska vzdalenost

Minkowského vzdalenost

- maximum ze vSech vzdalenosti dvojic z riznych shluk(

- minimum ze v8ech vzdalenosti dvojic z riznych shluku

- primér ze v8ech vzdalenosti dvojic z riznych shlukd

- vzdalenost centroidli (vektor primér( jednotl. proménnych)

Porovnani s oCekavanym
zafazenim objektd do shluku

m Konfuzni matice

C ... struktura jako vysledek shlukovani
P ... pfedpokladana (znama) struktura

predpokladame, Ze pocet shluki v Ci P je stejny,
pfifadime k sobé shluky, které obsahuji co nejvice
stejnych objektd, tyto pocty zapiSeme na diagonalu
konfuzni matice a ozna¢ime n,,

n —inhh mira nesouhlasu (hodnoty blizké 1
MD =% indikuji vysoky stuperi nesouhlasu)

Symbolika (znaceni)

Proménna

Objekt ! 2 "
1.
n
% i=1,2,.m .. hetgshiuk
I=1,2,...,m Dy ... vzdélenost i-tého a j-tého objektu

k ... pocet shlukti Dy, ... vzdalenost h-tého a & “tého shluku

uy, ... mira piisluSnosti i-tého objektu k A-tému shluku

Porovnani s oCekavanym
zafazenim objektd do shluku

m Konfuzni matice
m Entropie

m Cistota (purit

B Plesnost, pokryti a F-mira

m Vzajemna informace (mutual information)

m Rozdilnost informace (variation of information)
m Randova statistika a Jaccarduyv koeficient

Porovnani s oCekavanym
zafazenim objektd do shluku

m Entropie

v
n; n

—_ if if
H, = E —In—

anon

entropie i-tého shluku  «©;ink»

n; ... pocet prvkid v i-tém shluku struktury C
ny ... pocet prvkd z i-tého shluku C,
které jsou v j-tém shluku P

B
H(C)=-Y"n,  entropie struktury C 0; Ink'>
i=1

' (0 indikuje identické struktury)




Porovnani s oCekavanym
zarazenim objektd do shluku
m Cistota (purity)

i ’Lk} Cistota i-tého shluku AR 1>

n n

p(C) = _ifzpi Cistota struktury C
- (1 indikuje optimalni strukturu)

Porovnani s oCekavanym
zafazenim objektt do shluku

W Vzajemna informace (mutual information)

kK Ty -
MI = Zz’ﬁm n i, 0 ... neni zadny vztah
mga n mezi strukturami

m Rozdilnost informace (variation of information)

VI =[H(C)~MI+[H(P)~MI]

Porovnani s oCekavanym
zafazenim objektd do shluku

a+d
R= Y, Randliv koeficient (prosté shody)
J=_4 Jaccarduv koeficient
a+b+c

a_a Folkesiv a Mallowsuyv index

atb atc (Ochiaitiv)

hodnoty z intervalu od 0 do 1

Porovnani s oCekavanym
zarazenim objektd do shluku

m Presnost a F-mira
(pojmy z oblasti vyhledavani informaci — IR)

p =l koef. pfesnosti (precision)
x _n’” koef. tplnosti (recall)
r - pokryti
Fo=a bR oy M F-mira
P, +R; n,+n;
Porovnani s oCekavanym
zafazenim objektd do shluku
C ... struktura jako vysledek shlukovani
P ... pfedpokladana (znama) struktura
a ... po€et paru objektl ve stejném shluku v C'i P
b ... poCet parQ ve stejném shluku v C, ale ne v P
¢ ... pocet parQ ve stejném shluku v P, ale ne v C
d ... pocet parll v riznych shlucichv Civ P

M=a+b+erd="""1D

Statisticke testy

m Testy absence struktury
m festy nahodnosti ve vstupni datové matici
m festy nahodnosti v matici vzdalenosti
m Testy hierarchické struktury
m metody stability (modifikovani dat)
m redukce objektil, modifikace mnoziny proménnych
m Testy homogenity shluku (Bealetv test)
m Testy poctu shiuku (metody zalozené na hustoté)




Bealelv test

W -w,

et
2oy ° e D)

B ¥, soucet Ctvercovych vnitroshlukovych vzdalenosti
pro sledovany shluk

¥, soucet ¢tvercovych vnitroshlukovych vzdalenosti,
pokud by shluk byl optimalnim zpisobem rozdélen

m Statistika £ ma F rozdéleni
s pocty stupnit volnosti m a (n — 2)m.

Vyuziti korelacniho koeficientu

m Hubertova [ statistika
X ... vstupni matice
D ... matice vzdalenosti (n x n) g:X - {1,2,...,k}.
Y ... maticenx n

1, jestlize g(x;) # g(x,),

Y, = roi,j=1,2,..,n
i {o jinak proJ

n-l n

n(n—l)zz i

i=l j=i+l

Vyuziti korelacniho koeficientu

m Kofeneticky korelaéni koeficient

X ... vstupni matice
D ... matice vzdalenosti (n X n)
C ... matice n X n;
uroven kdy se prvky poprvé vyskytnou ve stejném shluku

2
5 30,¢, ~uoi
nn =) & 5 o hodnoty od —1 do 1

2 22 2 22
J[ml)u p”]Eﬁin(n—l)C” H(J

hodnoceni metod hierarchického shlukovani

pc =

Testy o poctu shlukd u metod
zalozenych na hustoté

Posloupnost testu:
H,: pocet shluku je hodnota k nebo mensi
H,: poCet shluki je vétSi nez k

Zjisténi poctu shluku je soucasti metod,
uzivatel nezadava pocet shluku, ale

zadava parametry pro konkrétni algoritmus,

na némz vysledny pocet zavisi (SAS, SYSTAT)

Vyuziti korelacniho koeficientu

W Hubertova [ statistika
2 n=1 n

r= 2 2DyY;

n(n=1)3 j=i+l

B normalizovana [ statistika

n=l n

z Z(D,j _uu)inj _uy)
= =i hodnoty od —1 do 1
n(n—1) a,0,

= =
D; Hy =

n(n=1)i3 jEi+l

= Y,
Mo w15 5

Vyuziti korelacniho koeficientu

[ | Modiﬁkované Hubertova [ statistika

n=l1 n

- 2.5 500,

j=i+l

Q,.J ... vzdalenost centroidd shlukd, v nichZ se nachazi
i-ty aj-ty objekt

m normalizovana modifikovana I” statistika




Indexy pro hodnoceni shluku Indexy pro hodnoceni shluku

1. R-square (RSQ) index — SAS SR
Norm T
n m k n RMS i
X, %) - X, — %) NCL Clusters Joined FREQ SPRSQ RSQ ERSQ CCC PSF PST2  Dist e
i =X it = X
I - ST _SW - i=1 =1 h=1x,0C, £ 1 7 cL8 OBl61 412 .443  .305 33.0 56.2 10.8 1.8014
RSQ Sy Z":i(x -5y 6 CL7  CL20 418 0.0944 .349 .272 17.4 45.5 72.1 1.9619
i=1 =] i ! 5 CLé 0OB127 419 .327 .235 21.4 51.7 14.3 2.2433
4 CLS  CL12 | 423 0.0885 .239 .192 11.0 44.5 56.0 2.3192
2. Semipartial R-squared (SPRSQ) index — SAS 3 cLa  cL22 426 0.0885 .150 .141 2.34 37.7 49.7  2.62
2 C13 CL9 429 0.0901 .060 .079 -6.2 27.4 45.2 2.7057
ISPRSQ(k) :1RSQ(k + 1) _IRSQ(k) 1 cL2 0B229 430 0.0601 .000 .000 0.00 . 27.4 3.6599

Indexy pro hodnoceni shluku Indexy pro hodnoceni shluku

Cluster History

3. Pseudo (Calinski-Habarasz) F index
— SAS (PSF), SYSTAT (CHF) e 1

NCL Clusters Joined FREQ SPRSQ RSQ ERSQ CCC PSF PST2 Dist e

N
B
1 _(n-K)5 cL8  OBl6l | 412 0.0138 .443 .305 33..8014
—_ B

2

7
SW - (k_]) L_‘S“V 6 CL7 CL20 418 0.0944 .349 .272 17.4 45.5 72.1 1.9619
n—k 5 cLé o127 | 419 0.0219 .327 .235 21.4(51.7X14.3 %.2433
z . g 4 CLS CL12 423 0.0885 .239 .192 11.0 44.5 56.0 2.3192
4. Pseudo T-kvadrat statistika — SAS (PST2)

- 3 cL4 CL22 426 0.0885 .150 .141 2.34 37.7 49.7 2.62
SYSTAT (ﬂ) IPTS = th’ 2 CL3 CL9 429 0.0901 .060 .079 -6.2 27.4 45.2 2.7057
M 1 CL2 0B229 430 0.0601 .000 .000 0.00 . 27.4 3.6599

n, +n, =2

Indexy pro hodnoceni shluku Indexy pro hodnoceni shluku

Mineralni vody Pseudo F Statistic
300
Cluster History
250 ol
T
i
NCL Clusters Joined FREQ SPRSQ RSQ ERSQ CCC PSF PST2 e 200
4 cLy vittel 3 0.0238 .936 . . 442 @ SAS
150
3 cLe cL4 10 0.0717  .865 . L1320 11.6 .
2 Hanéckéd kys. CLS 3 0.1262 .739 .684 0.77 31.1 8.9 100 .
.
1) cL3 cL2 13 0.7386 .000| .000 0.00 ] .« °
50 . . .
o ®
SAS 07 T T T T ’
2 4 6 8 10 12

Number of Clusters



Indexy pro hodnoceni shluk

Pseudo T-Squared Statistic

35

SAS

Number of Clusters

Indexy pro hodnoceni shluk

Root Mean Square Standard Deviation

" (RMSSTD) index — SYSTAT

1 = | Sw
RMSSTD —
m(n—F) \;

2 3 "
Number/st Clisters

RMSSTD

Indexy pro hodnoceni shluk
. Dunndv index — SYSTAT (téZ separacni index)

. . D , T T T T
I, = min min ——%——
Ishsk | 1sk'sk max diam,
Isisk [

D, = min D(x,,X;
i X,0C,, x,0C, ( ” ’,)

DUNN

azp -

diam;, = max D(x;,X ;)
xx,LC,

2 3 0
Humber of Chsters

Indexy pro hodnoceni shluk

CHF
PTS
[}
T
1

0 2 3 0
Humber of Clisters

' M.lmb:erm E]u:sler's :
SYSTAT

Indexy pro hodnoceni shluk

6. Daviestv-Bouldintv (DB) index — SYSTAT

YR, = ——— T
[ =k
bB k sk
SpntSp
D 8D
R, = max{ ' : } S
Nz th,
s
YD (x,,%,) /
X, o AP
Spy =\—— D, =D(X,.X, ' = = .
oA n, i (:X1r) Humber Af Chisters

D(.,.) je Minkowského vzdalenost

Indexy pro hodnoceni shluk

Alternativni Dunniv index (AD)

min__|D(x,.%,) = D(x,,%,)
o . x,0C,. x,0C,
1, = min{ min
Ishsk | 1sh'sk
maxq max D(X;,X)
Isisk | x,.x,00, /

vysoké hodnoty
— kompaktni a dobfe oddélené shluky




Indexy pro hodnoceni shluk

Indexy platnosti (SD, S Dbw )

~ _1&] x| priméma vnitroshlukova charakteristika

Sy =— A
VkElE] Teewr | e
G =t o= —
)
max D(X,,X;) & . i
pp =k . ! Uplna separace
S PER NI Y b, 5,
=1

D(.,.) je euklidovska vzdalenost

nejlepsi je minimalni hodnota (ze souctu)

Indexy pro hodnoceni shluk

Randuv index
| bk e e 2
Iy =1+ > ny —H{Z[Znhh.j + [Z”hh‘] }
h=1h'=1 2 h=1\_h' W=1\_ h
N

ny, je poet objektd v praniku shlukd C, a €',
C' ... shluk vytvofeny jinou metodou nez C

0 ... zcela rozdilné shluky
1 ... shluky jsou identické

Koeficienty pro hodnoceni shluki
v systému S-PLUS (PAM, CLARA,
FANNY)

8. Obrysovy koeficient
(silhouette coefficient)

—_NitH
max{n, i}
2.0,
_ %,
=1 L A
ZD” & >
W, = min, | £ ’
Ry —
N .
PRV
— =l
T These two components explain 90.43 % of the pornt varabiy.

Indexy pro hodnoceni shluk

Index prumérné kompaktnosti

(xn_le]z
:i’l >3 R

w1y X0, E ny,(ny, =1)

Ixe R, ... variagni rozpéti
k porovnani riznych metod
nejlepsi je minimalni hodnota

princip Ize pouzit i pro kategorialni proménné

Koeficienty pro hodnoceni shlukd
v systému S-PLUS (PAM, CLARA,
FANNY)

8. Obrysovy koeficient
(silhouette coefficient)

Rajec

[ Evin

T
max{n, i}
Valve
Dobra

2.0, .
A onag
= Ondra

n, =1
Korun
2.0, Hando
= mi JOCy
K; =miny,, Ve
n, Matto
Podzb
n Podzb
S, /e
= 02 00 02 04 06 08
g= —_— Silhouette width
n ‘Average silhouette width : 0.45

Koeficienty pro hodnoceni shlukd
v systému S-PLUS (PAM, CLARA,
FANNY)

8. Obrysovy koeficient
(silhouette coefficient

Rajec

N i = Toma
prm S
Valve
Dobra
2.0,
Ondra
_ %,
= 1 Bonaq
y Matio
) vite
(]
o G, Korun
4y = ming PAM
ny, Handc
Podéb
n Podéb
S, ‘ , , : :
= 00 02 04 06 08
g= —_— Silhovette width

n ‘Average silhouetie width : 061



Koeficienty pro hodnoceni shluki
v systému S-PLUS (PAM, CLARA,
FANNY)

8. Obrysovy koeficient
(silhouette coefficient)

N
max{n,,p}
20
M n, =1 S
ZDV i?u
K, = min,,,, | £
ny, ? .
.
>,
— =l
e

n

Kritéria pro hodnoceni shluk
v systému SPSS (dvoukrokova SA)

9. Schwarzovo bayesovské informacni kritérium
BIC (Bayesian Information Criterion)
k

Iy = _ZZEh +w In(n)
h=1

10. Akaikovo informacni kritérium
AIC (Akaike Information Criterion)

X
N _zzah +2w,
h=1

(] el m?
g = -nh[z%mu} +5h)+ ZH,,,] . W= k{zm‘” + 2K~ 1)]
1=1 1=1 -

Kritéria pro hodnoceni shluk
v systému SPSS (dvoukrokova SA)

Auto-Clustering

Num | Avaive's Ratio of
ber | miormaton RaioofAG | Distance
of .| crierion (XC) | AC Change® | Changes” | weasures:

T 87507

2 78,007 0410 1000 1535
3 98,308 20211 2148 2703
4 122546 2423 2576 1661
5 145571 23025 247 1323

Cluster Distribution

% of
N Combined | % of Total
Cluster 1 10 76.9% 76,9%
2 3 23.1% 23,1%
Combined 13 1000% | 100,0%
Total 13 100,0%

Koeficienty pro hodnoceni shluki
v systému S-PLUS (PAM, CLARA,
FANNY)

8. Obrysovy koeficient
(silhouette coefficient

- Raoe
= NiTH ion
:
max{n,,u} Toma
vaive
Z D,, Bonaq
n, =i Ondra
I oobes
vato
>0, vite
— JOC, Korun
H; = miny, ”
h' "
Podit FANNY
i
n Hanac
E U, ; ! ! ! ! :
= o0 o o o o 1o
n Aversgs shouate it 056

Kritéria pro hodnoceni shluk
v systému SPSS (dvoukrokova SA)

Auto-Clustering
Num | Schwarzs Rato of
ber Bayesian Ratio of BIC Distance
of .. | Citerion (BIC) | BIC Change” | Changes® Measures®
1 95.417
2 93916 1,501 1,000 1535
3 122,036 28,120 18,740 2703
4 154,183 32,147 21424 1661
5 185,118 30934 20615 1,323

a.The changes are from the previous number of clusters in the table.
b. The ratios of changes are relative to the change for the two cluster solution
. The ratios of distance measures are based on the current number of clusters against the previous number of clusters.

Cluster Distribution

% of
N Combined | % of Total
Cluster 1 10 76.9% 76,9%
2 3 23.1% 23,1%
Combined 13 1000% | 100,0%
Total 13 100,0%

Koeficienty pro hodnoceni vysledku
fuzzy shlukové analyzy (S-PLUS)

11. Dunnuv koeficient rozkladu
(Partition Coefficient) — PC index (Bezdek)

1& k ) - .
-2 Coefficients:
Tpe = " ZZM ‘\dunnﬁcoeff normalized 2 shiuky
EE e, 0,7729203 0,5458407
[ 1
P ke —1 Coefficients:
= k - Mpc
PC = . dunn_coeff normalized 3 shluk:
_1 k=1 0D "o597792 03066881 Y
k
Coefficients:

) — dunn_coeff normalized 4 shluk
Ipc(K*) = max, Iy (k) 0,4866308 0,3155078 Y



Indexy pro hodnoceni vysledku
fuzzy shlukové analyzy

12. Entropie rozkladu
(Patrtition Entropy) — PE index (Bezdek)

1 k
Tog === > uy In(uy) <0; Ink>
n

i=1 h=1

Lo (k*) = min 1o (k)

Indexy pro hodnoceni vysledku
fuzzy shlukové analyzy

14. Fukuyamuyv a Sugenotv (FS) index

n k n k
Iy =330 (0205, %) - 2%, 0)= £ 3w (s, -x 1" - I, -3

i=1 h=1 i=1 h=1

Malé hodnoty indikuji, Ze objekty jsou rozdéleny do
kompaktnich a dobfe oddélenych shlukd (CWS —
Compact and Well Separated).

Indexy pro hodnoceni vysledku
fuzzy shlukové analyzy

16. PS (Partition Separation) index

5 . E— k
PS, 22%—&1{—%} Tps :ZPSh
=1 UM =
0o &
Uy = max ;u,‘,, B= ;;H"h _"H

Tps (K%)= zg}g?ﬁllrs(k)

Indexy pro hodnoceni vysledku
fuzzy shlukové analyzy

13. Xietlv a Beniuv (XB) index
separacni (S) index

n_k n_k
YU X)X Yuil, x|

— =l h=l — i=Lh=l

n min D*(X,,X, in Ix, -x.I7
\sh<h'sk (X-X) ",Sﬂ}gk“xh Xy H

IXB

Iy (k*) = Zsr?si{l_] Ixp (k)

Indexy pro hodnoceni vysledku
fuzzy shlukové analyzy

15. CS (Compact and Separate) index

n
-2

9| —
2l %
- - i=1
les = n ko _Z n k B

h=1 2 v ¥ h=1 <~ _<
ZumZD (X;,X,) zurthxh xh'H

=l K=l

i=l h'=1

.

.

L uhDxX,)
i=1

Nizsi hodnota indikuje lepSi
rozdéleni objekt do shluku.

Indexy pro hodnoceni vysledk
fuzzy shlukové analyzy

17. G index (Rhee a Oh)

2 n=l n_ k

Z Z ZDZ(X;,X/)DW“{”M»”/;,)

Y -1
=LEHEL () je euklidovska vzdalenost

1 &S, )
Dy :TZZD (x;,X;) Onin{max, u; ,max, u ;)

n® T3 A

G=Do
Dy,

podobnost populace
_ g 0,,.., j& Smérodatna odchylka z prvku
P=1- k-rozmérného vektoru, ktery obsahuje jako
max prvni hodnotu » (celkovy pocet objektd) a
ostatni hodnoty jsou nuly, a
G o je smérodatna odchylka z hodnot ~ ~ ~ 2skse-
F ny,ny, ..., ny, kde n, je Getnost v h-tém shluku

a

Is =

pro pevné shlukovani







Stochastické optimaliza¢ni algoritmy

a adaptace jejich fidicich parametrt

Josef Tvrdik

Katedra informatiky
Pfirodovédecka fakulta
Ostravska univerzita

Analyza dat 2008
listopad 2008, Lazné Bohdane¢

Global Optimization Problem

For a given objective function
f:D—R, DcR?

the point x* is to be found such that x* = arg minycp f(x)

@ x* is called the global minimum point
@ D is the search space (domain)

e D=T[[%,[a,b], a<b, i=12,...,d,
boundary (box) constraints
@ objective function is continuous
@ function value f(x) can be evaluated at any point x € D

Globalni minimum

)

-0.6

0.8+ globaln minirmurm x* D=(0; 18], d = 1

Schwefel, d = 2, illustration of global minimum point

1000

800 . o

1)
[=}

-500 -

-1000 -,
-600

N —
@—_\Glubal minimum paint

w2 x1

Globalni optimalizace - algoritmicky obtizna

@ Neexistuje polynomialné slozity deterministicky algoritmus
pro obecné feseni GO - problém GO je NP-obtizny

@ Reseni asto nutno hledat heuristicky -
nedeterministické (stochastické) algoritmy

Stochastické algoritmy - €asto inspirovany pfirodou:

@ ochlazovani tuhého télesa (Simulated Annealing),
@ evoluce populaci (Darwinova vyvojova teorie),
@ genetika,
@ imunologie,
@ chovani jedincli ve spole¢enstvi (Particle Swarm, mravenci
kolonie)

Evolu¢ni algoritmy (EA)

Evoluéni algoritmy modeluji vyvoj populaci (N bodl v D)
Charles Darwin - pfirozeny vybér

UZivaji evoluéni operatory:
@ kfizeni - jedinci si vyménuji ¢ast genetické informace
@ mutace - ndhodna zména genetické informace




Diferencialni evoluce (DE) - Storn, Price 1997

1 generate an initial population P = (x4, Xz,...,Xn), X; € D

2 repeat

3 fori:=1to Ndo

4 generate a new trial vector y

5 if f(y) < f(x;) then inserty into new generation Q
6 else insert x; into new generation Q
7 endif

8 endfor

9 P:=Q

0

—_

until stopping condition

DE —generovani zkusmého bodu y—mutace a krizeni

@ Novy zkusmy bod y na fadku 4 se generuje vyuzitim
mutace a kfizeni.

@ Selekce jedince do dalsi generace probiha turnajovou
metodou, vitézi lepsi z dvojice (fadky 5 az 7).

@ Podle uzité varianty mutace a kfizeni se oznaluji varianty
diferenciélni evoluce zkratkou
DE/m/n/k,
kde m oznacuje variantu mutace, n pocet dvojic bodl pro
diference uzité v mutaci a k uzity zptsob kFizeni.

MUTATION

@ DE/RAND/1/
V:|'~1+F(|'27I'3)7 (1)

rq,r2 and r3 are taken randomly from P
F > 0is an input parameter that controls mutation.

@ DE/RANDrl/1/ - Kaelo and Ali (2006), random localization
r4 is the best point among {r4, rz, r3},

ry = arg minje 2.3y f(r;)
o DE/BEST/2/
V = Xpest + F(F1 — T2 +r3 —14), (2)

rq,r2, t3 and r4 are taken randomly from P
F > 0is an input parameter that controls mutation.

DE — kfi

N<

en

CROSSOVER

CR < [0, 1] is an input parameter controlling crossover

@ Binomial (DE/./. /bin)
Any element x;; is overwritten by v; with probability CR

@ Exponential (DE/././exp)
L adjacent elements of x; are overwritten

Binomial and exponential crossover

@ BINOMIAL CROSSOVER

Vivi|we v va|vw][vw]|[v][vw]w]vo]

y \ Xi \ Xi2 \ Xi3 \ Xi4 \ Xi5 \ Xi6 \ Xi7 \ Xi8 \ Xi9 \ Xi10 \

@ EXPONENTIAL CROSSOVER

V\V1\Vz\Va\V4\V5\Ve\V7\V8\V9\V1o\

y \ Xi \ Xi2 \ Xi3 \ Xia \ Xi5 \ Xi6 \ Xi7 \ Xi8 \ Xi9 \ Xi10 \

Relationship between probability of crossover and CR

Probability of crossover:
pm=E(L/d), 1/d<pm<A1,

L is a number of overwritten coordinates.

@ Binomial crossover
Dependence of CR on pp, is linear.

@ Exponential crossover — Zaharie (2007)

CR®— dpm CR+ dpm—1=0. 3)

For pm € (1/d, 1) there is only one root of the polynom (3)
such that CR € (0, 1).




CR vs. Probability of mutation for exponential

Reseni konkrétniho problému GO s vyuzitim DE

crossover

@ formulace a naprogramovani Ucelové funkce
@ volba varianty DE
@ nastaveni fidicich parametru (velikost populace, F, CR)

Uginnost hledani je siln& zavisla zejména na hodnotach F a CR
Hledani metodou pokus-omyl — éasové narocné

Proto se hledaji metody adaptivniho nastaveni hodnot fidicich
parametrd

CONTROL-PARAMETER-LESS algorithms

Competitive adaptation in DE — Tvrdik, 2006

o H different settings — choose among them at random with
the probability g;, i =1,2,...,H.

@ probabilities g; changed according to the success rate

@ i-th setting is successful if it generates such a y that
f(y) < f(x;)

@ probability g; evaluated as the relative frequency

n; + Ng
Sy L )
L (n+ no)

where ny > 0 is a constant. ny > 1 prevents a dramatic
change in g; by one random successful use of the i-th
setting

@ g; are reset to their starting values (g; = 1/H) ifany q; < ¢

qi

DE - population development - Schwefel, d=2

Popuiation afer 200 furntion svaluations

dw

0 o = = ; P 9%
o o > ¢ o

¢ 5 3 o :
%0 @0 o w0 4w 0 0 20 @ a0 0 @ om ew m

o o am @0 s
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Evolucni adaptace parametrtl — Brest et al. (2006)

Evoluéni nastaveni hodnot fidicich parametrt F a CR:

@ Hodnoty F a CR se inicializuji ndhodné pro kazdy bod
populace

@ Prezivaji s jedinci populace,

@ Mohou byt zménény mutaci v kazdé generaci,

@ Pravdépodobnost mutace se zadava jako vstupni parametr
algoritmu.

DE variants in tests

@ Competitive DE — one kind of crossover
Cbin9rl Cexp9rl

@ Competitive DE — both kinds of crossover
Cbin9exp9rl Cbin6exp6rl

@ Adaptive DE (Brest et al., 2006)
setting F and CR by evolution

Brestbin Brestexp

@ Hybrid adaptation
Brest combined with competition of both types of crossover

Brestcmp Brestcmprl




Benchmark 1

Functions:

Ackley function — multimodal, separable,

@ Griewank function — multimodal, nonseparable,

@ Rastrigin function — multimodal, separable,

@ Rosenbrock function (banana valley) — unimodal,
nonseparable,

Schwefel function — multimodal, separable, the global
minimum is distant from the next best local minima.

Two levels of domain dimension:
e d=10,
@ d=30.

chmark 1 — Experiments

@ 100 runs for each function and level of d.

@ Stopping condition: fyax — fmin < 1€ — 6 or ne > 20000 d,
ne is number of function evaluations.

@ Population size:
N =40 ford =10
N =60 for d =30

@ Run is successful, if fpi, — f(X*) < 1e — 4.
@ Reliability R is the percentage of successful runs.

@ Performance of variants were compared using Q-measure
(Feoktistov, 2006):

Qm =T€/R

Benchmark 1 — Result Summa

d=10 d=30

#wins #2nd | #wins #2nd

Cbin9rl 2 1
Cexp9Rirl 1
Cbin9exp9rl 1

Cbin6exp6rl 1 3 1 1
Brestbin

Brestexp

Brestcmp 1 3
Brestcmprl 4 5

Results in detail in Proceedings

Benchmark 2

Novel composition (hybrid) test functions
Liang, Suganthan and Deb (2005)
6 functions

Test problems more similar to the real-world problems:
@ no symmetry
@ different values of coordinates in the global minimum point

CF1

CF3

2500
2000
1500

1000




Benchmark 2 — Experiments

Arrangement of experiments was the same
as in Liang et al. (2005):
@ 20 runs for each function

@ Stopping condition:
number of function evaluations = 50,000

@ Population size N =10
o D=T[%[-5,5]
@ Other control parameters had values used for Benchmark 1

Benchmark 2 — Result Summary

d=10
#wins  # better
than Liang
Chbin9rl 2 5
Cexp9Rirl 2 4
Cbin9exp9rl 2 3
Cbin6expérl 4
Brestbin 1 3
Brestexp 4
Brestcmp 3
Brestcmprl 2

Conclusions

@ Both adaptive mechanisms used in tests of DE proved to
be efficient without time-consuming tuning their control
parameters.

@ Summarizing the results from both benchmarks, there is
no generally winning variant. No Free Lunch Theorems.

@ Self-adaptive variants of DE are applicable to real-world
problems of global optimization.

Josef Tvrdik
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parameters.
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problems of global optimization.

@ Future research of self-adaptation in DE — adaptive
population size, combining different attempts, thorough
experimental tests.
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Vyhody a prednosti vicerozmérné analyzy dat

Prof. RNDr. Milan Meloun, DrSc.,
Katedra analytické chemie, Univerzita Pardubice, 532 10 Pardubice

Souhrn: Vicerozmerna statisticka analyza je zaloZena na latentnich promennych,
které jsou linedrni kombinaci piivodnich proménnych, y = W, X, + ... W _X_.

Zdrojova matice dat obsahuje promenné v m sloupcich a objekty v n radcich.
Data jsou pred zpracovanim Skalovana. Cilem je nalézt shluk jako mnozinu
podobnych objektii s podobnymi proménnymi. Podobnost objektii posuzujeme na
zdklade vzdalenosti (miry) objektii v m-rozmérném prostoru: ¢im je vzdalenost
shluku i objektii vétsi, tim mensi je jejich podobnost. K rychlému posouzeni
podobnosti slouzi grafy exploratorni analyzy vicerozmeérnych dat: profily,
polygony, slunicka a hvezdicky. Strukturu a vazby mezi proménnymi vystihuji
metody snizeni dimensionality, metoda hlavnich komponent (PCA). DuleZitou
pomiickou je rozptylovy diagram, ktery zobrazuje objekty, rozptylené v roviné
prvaich dvou hlavnich komponent. Graf komponentnich vah porovnava
vzddlenosti mezi proménnymi x; a x;, kde kratka vzdalenost znaci silnou korelaci.
Dvojny graf pak kombinuje oba predchozi grafy. Objekty Ize seskupovat do shlukii
hierarchicky dle predem zvoleného zpiisobu metriky (primeérove, centroidne,
prumernou vazbou) a nehierarchicky dle uzivatelem vybranych objektii-
predstavitelu. Vysledkem je dendrogram. Metoda hlavnich komponent a tvorba
shlukii je demonstrovana na dvou vzorovych ulohach.

Vicerozmérnd statisticka analyza vychazi z koncepce latentnich proménnych (faktort,
kanonickych proménnych) y, které jsou linedrni kombinaci ptivodnich proménnych x s
vhodné volenymi vazbami. Latentni proménna y je kombinaci m-tice sledovanych
(méfenych resp. jinak ziskanych) proménnych x,, x,, ..., x,, ve tvaru

y = WX + WX, + ... +W_ X . Jednotlivé vicerozmérne metody vyuzivaji riznych

zpuasobi stanoveni vah w;, w,, ..., w,,.

Zdrojova matice md rozmér n X m. Pfed vlastni aplikaci vhodné metody
vicerozmérné statistické analyzy je tieba vzdy provést exploratorni (prizkumovou)
analyzu dat, ktera umoznuje

(a) posoudit podobnost objektii pomoci rozptylovych a symbolovych grafi,

(b) nalézt vybocujici objekty, resp. jejich proménné,

(c) stanovit, zda lze pouzit predpoklad linedrnich vazeb,

(d) ovétit predpoklady o datech (normalita, nekorelovanost, homogenita).

Jednotlivé techniky k uréeni vzajemnych vazeb se dale déli podle toho, zda se hledaji
(a) struktura a vazby v promennych nebo
(b) struktura a vazby v objektech:
(1) Hledani struktury v proménnych v metrické skdle: faktorova analyza FACT a
analyza hlavnich komponent PCA.



(2) Hledani struktury v objektech v metrické skéle: shlukova analyza.
(3) Hledani struktury v objektech v metrické 1 v nemetrické skale: vicerozmeérné
Skalovani.
(4) Hledani struktury v objektech v nemetrické skdle: korespondencni analyza.
(5) Vétsina metod vicerozmérné statistické analyzy umoziuje zpracovani
linearnich vicerozmernych modelii, kde zavisle proménné se uvazuji jako
linearni kombinace nezavisle proménnych resp. vazby mezi proménnymi jsou
linedrni. V fadé€ ptipadi se také uvazuje normalita metrickych proménnych.
Urcenim struktury a vzajemnych vazeb mezi proménnymi ale 1 mezi objekty se zabyvaji
techniky redukce proménnych na latentni proménné, metoda analyzy hlavnich komponent
(PCA) a metoda faktorové analyzy (FA). Dilezitou metodou urceni vzajemnych vazeb
mezi promeénnymi je i kanonicka korelacni analyza CA, ktera se pouziva ke zkoumani
zavislosti mezi dvéma skupinami proménnych, pficemz jedna ze skupin se povazuje za
proménné nezavislé a druha za skupinu proménnych zavislych.

Analyza hlavnich komponent (PCA)

Cilem metody je transformace dat z ptivodnich proménnych x,, /=1, ..., m, do mensiho
poctu latentnich proménnych y, Tyto latentni proménné maji vhodnéjsi vlastnosti, je jich
vyrazné mén¢, vystihuji téméf celou promeénlivost ptivodnich proménnych a jsou
vzajemné nekorelované (korelacni koeficient mezi latentnimi proménnymi y,, ..., y,, je
0). Latentni proménné jsou u této metody nazvany hlavnimi komponentami a jsou to
linedrni kombinace pivodnich proménnych: prvni hlavni komponenta y, popisuje
nejvetsi ¢ast proméenlivosti Cili rozptylu pivodnich dat, druha hlavni komponenta y, zase
nejveétsi ¢ast rozptylu neobsazené¢ho v y, atd. Matematicky teceno, prvmni hlavni
komponenta je takovou linearni kombinaci vstupnich proménnych, kterd obsahuje
nejvetsi promeénlivost mezi vS§emi linedrnimi kombinacemi. Ma tvar

kde objekt x obsahuje proménné x, ..., x,.. Pro vektor koeficientt v, "= (v,,, ..., v,,,) "plati,
zZe proménlivost vyjadfend rozptylem D(y,) = vlT S v, je maximalni D(y ), D(y ), ...,

D(y,), pficemz § znac¢i kovarian¢ni matici ptivodnich dat. Zcela analogicky jsou
konstruovany dalsi hlavni komponenty, jejichZ celkovy pocet je roven menSimu ze dvou
Cisel, a to n (pocet objektt) nebo m (pocet proménnych). Protoze plati, Ze soucet rozptyld
vSech hlavnich komponent je roven souctu rozptylt vstupujicich ptivodnich proménnych,
muzeme z podilu rozptyli jednotlivych hlavnich komponent usuzovat na Cést
proménlivosti vysvétlenou doty¢nou hlavni komponentou. Jestlize soucet prvnich
(nejvyssich) A podilt proménlivosti je dostate¢né blizky jedné ¢ili 100% (obvykle vsak
stac¢i 0.9 - 0.95 ¢ili 90% - 95%), postaci brat v avahu pravé téchto prvnich 4 hlavnich
komponent pro “dostatecné” vysvétleni variability ptivodnich proménnych. Rozdil mezi
soufadnicemi objekt v ptivodnich proménnych a v hlavnich komponentéch ¢Cili ztrata
informace projekci do mensiho poctu rozméri se nazyva $patnou tésnosti prolozeni
modelu PCA nebo také chybou modelu PCA. I pti velkém poctu ptivodnich proménnych
(m) mize byt 4 velmi malé, ¢asto 2 az 5. Volba poctu uzitych komponent 4 pfedstavuje
vlastni model hlavnich komponent PCA. Vysvétleni uzitych hlavnich komponent, jejich
pojmenovani a vysvétleni vztahu pivodnich proménnych x;, j = 1, ..., m, k hlavnim



komponentam y,, k = 1, ..., A, tvofi dominantni souc¢ésti zvoleného modelu hlavnich
komponent PCA.

Vlastni matematicky postup PCA je nasledujici: maximalizaci pii zavedeni
normaliza¢ni podminky v; v =1 vyjde, ze

S-11)y, = 0,

kde 0 oznacuje nulovy vektor, A, je nejvétsi viastni ¢islo a v, je odpovidajici viastni
vektor kovariancni matice S a I je Jednotkova matice. Po dosazeni vyjde
D(y,) = v1 S v A

Analogicky lze odvodit, Ze vektor koeficientd v, ve vztahu Yy, = szj X
j-1

maximalizujici D(y,) za podminky, Ze cov(y; y ) = 0, odpovidad vlastnimu vektoru,
ptislusejicimu druhému nejvétsimu vlastnimu ¢islu A,.

Provedeme-li rozklad kovarian¢ni matice S na vlastni ¢isla A, > A, ... > A_, jsou
odpovidajici vlastni vektory v, v,, ..., v, pfimo koeficienty hlavnich komponent y,, ...,
v,» Hlavni komponenty maji fadu zajimavych vlastnosti. Lze je interpretovat jako hlavni
osy m-rozmérného elipsoidu x' §™' x = konst .

K odstranéni zavislosti na jednotkdch pivodnich proménnych se lépe uziva
standardizovanych proménnych x* s prvky Xj* = (X - %)o;. Pro j-tou hlavni
komponentu pak plati

m
> Vik Xk »
k-1

kde v : je vlastni vektor korelacni matice R odpovidajici j-tému nejvétSimu vlastnimu
¢islu k Hlavni komponenty y uréené¢ z korelacni matice R, jsou vSak htife
1nterpretovatelne Plati, ze v v = A;, nikoliv rovno jedné. Pro ucely zobrazeni

vicerozmérnych dat rdzného merltka jsou vsak vhodnéjsi standardizované yj* nez

puvodni y,.

Graficky Ize vysledek analyzy hlavnich komponent zobrazit v nékolika grafech
hlavnich komponent nasledujicim zptisobem:

(a) Indexovy graf upati vlastnich ¢isel (Scree Plot) je vlastné sloupcovy diagram
vlastnich ¢isel nebo rezidudlniho rozptylu proti stoupajici hodnoté indexu, pofadového
&isla A (obr. 9). Zobrazuje relativni velikost jednotlivych vlastnich ¢isel. Rada autord ho
s oblibou vyuzivéa k uréeni poétu 4 "uziteénych" hlavnich komponent. Casto je slovo
scree vysvétlovano jako zlomové misto mezi kolmou sténou a vodorovnym dnem.
Vybrané "uzitecné" hlavni komponenty (nebo také faktory) pak tvoii kolmou sténu a
"neuzite¢né" hlavni komponenty (nebo faktory) predstavuji vodorovné dno. Uzitecné
komponenty jsou tak oddéleny zfetelnym zlomovym mistem, a x-ova soufadnice tohoto
zlomu je hledand hodnota indexu.  (b) Graf komponentnich vah (Plot Components
Weights) zobrazi komponentni vahy pro prvni dvé hlavni komponenty, (obr. 10). V
tomto grafu se porovnavaji vzdalenosti mezi proménnymi. Kratka vzdalenost mezi
dvéma proménnymi znamena silnou korelaci. Lze nalézt i shluk podobnych proménnych,
jez spolu koreluji. Tento graf 1ze povazovat za most mezi pivodnimi proménnymi a
hlavnimi komponentami, protoze ukazuje, jakou mérou pfispivaji jednotlivé ptivodni
proménné do hlavnich komponent. Nékdy se podafi hlavni komponenty y, , y,, ...
pojmenovat, vysvétlit a pidélit jim fyzikalni, chemicky nebo biologicky vyznam. Pak
Ize nazorné vysvétlit jak jednotlivé pivodni proménne x; j= 1,..., m, pfispivaji do prvni



hlavni komponenty y, nebo do druhé hlavni komponenty y,. Nékteré ptivodni proménné
x; piispivaji kladnou vahou, ne€které zapornou. Byva zajimavé sledovat kovarianci
pavodnich proménnych x; v prostorovem 3D grafu komponentnich vah y;, 3, a ;. Jsou-li
pavodni proménné x; j= 1,..., m, blizko sebe v prostorovém shluku, jde o silnou pozitivni
kovarianci. Kovariance vSak nemusi jeSté nutné znamenat korelaci. Vyklad grafu
komponentnich vah 1ze obecné shrnout do nasledujicich bodu:

1. Diilezitost pitvodnich proménnych x;, j= 1,..., m,: proménn€ x; s vysokou mirou
proménlivosti v datech objekti maji Vysoke hodnoty komponentm vahy. Ve 2D-
diagramu prvnich dvou hlavnich komponent pak lezi hodné daleko od pocatku.
Proménné s malou dilezitosti lezi blizko pocatku. Kdyz ur¢ime diileZitost
promeénnych, ur¢ime tim také jejich proménlivost: jestlize, naptiklad y ;objasnuje
70% proménlivosti a y, jenom 5% (pfecteno z indexového grafu upati vlastnich
Cisel), jsou puvodni proménné X;, j— 1,..., m, s vysokou vahou v y, tim padem

2. Korelace a kovariance: ptvodni promenne x, j= 1,.., m, bhzko sebe a nebo
proménné x; s malym tthlem mezi svymi pI'llVOdlCl proménnych a na stejné strané
vuci pocatku maji vysokou kladnou kovarianci a vysokou kladnou korelaci.
Naopak, pivodni proménné x; daleko od sebe anebo s velikym thlem mezi
pravodici proménnych jsou negativné korelovany.

3. Spektroskopicka data: ve spektroskopickych datech je I-rozmérny graf
komponentnich vah c¢asto nejvhodnéjsi. 1 zde plati pravidlo, Ze vysoké
komponentni vahy pfedstavuji vysokou dileZitost proménnych x; (vinovych
délek).

(c) Rozptylovy diagram komponentniho skore (Scatterplot) zobrazuje komponentni
skore ¢ili hodnoty obycejné prvnich dvou hlavnich komponent u vSech objektt, (obr. 11).
Dokonalé rozptyleni objektli v rovin€ obou hlavnich komponent vede k rozliSeni objektt
pfi jejich popisu pomoci y, a y,. Snadno lze v roviné nalézt shluk vzdjemné podobnych
objektd a dale objekty odlehlé a siln¢ odlisné od ostatnich. Diagram komponentniho
skore v§ak muze byt i ve 3 ¢i vice hlavnich komponentach a v rovinném grafu se sleduje
pak pouze jeho primét do roviny. Tento diagram se uziva k identifikaci odlehlych
objektd, identifikaci trendt, tfid, shluka objekti, k objasnéni podobnosti objekti, atd. Je
nemozn¢ analyzovat vSechny diagramy, protoze jich je velmi mnoho: uvazujme
napfiklad m < n a pro m = 10 proménnych existuje m(m-1)/2 = 45 diagrami, pro m = 11
pak 55 diagramt, pro m = 12 pak 66 diagramu, atd. Obvykle vybirdme diagramy y, vs.
Vi V; VS. V3, ¥; VS. y,, atd. Drzime se prvni hlavni komponenty y,, protoze v ni byva
nejveétsi mira proménlivosti v datech. Interpretace rozptylového diagramu
komponentniho skore 1ze shrnout do téchto bodu:

1. Umz’sténz’ objekti’t objekty daleko od pocatku jsou extrémy. Objekty nejblize

2. Podobnost objektii: obJekty blizko sebe si jsou podobné, objekty daleko od sebe
jsou si nepodobné.

3. Objekty v shluku: objekty umisténé zfetelné v jednom shluku jsou si podobné a
pfitom nepodobné objektim v ostatnich shlucich. Dobfe oddélené shluky
prozrazuji, ze 1ze nalézt vlastni model pro samotny shluk. Jsou-li shluky blizko
sebe, znamend to zna¢nou podobnost objekti.

4. Osameéle objekty: 1izolované objekty mohou byt odlehlé objekty, které jsou silné
nepodobné ostatnim objektim.



5. Odlehlé objekty: v idedlnim piipadé byvaji objekty rozptylené po celé¢ plose
diagramu. V opacném piipadé je néco Spatného v modelu, obycejné je ptitomen
silné odlehly objekt. Odlehlé objekty jsou totiz schopny zbortit cely diagram, ve
srovnani se silné¢ vybocujicim objektem jsou ostatni objekty nakumulovany do
jediného tizkého shluku. Po odstranéni vybocujiciho objektu se ostatni objekty
roztfidi po celé ploSe diagramu a teprve vypovidaji o existujicich shlucich.

6. Pojmenovani objektii: vystizna jména objektl slouzi k hledani hlubsich souvislosti
mezi objekty a mezi pojmenovanymi hlavnimi komponentami. Snadno
obkrouzime shluky podobnych objektl nebo nakreslenim spojky mezi objekty
vystihneme tak jejich fyzikalni ¢i biologicky vztah.

7. Vysvétleni mista objektu: umisténi objektu na ploSe v diagramu muze byt
porovnavano s komponentnimi vahami pivodnich proménnych ve dvojném grafu
a pomoci pavodnich proménnych pak i vysvétleno.

(d) Dvojny graf (Biplot) kombinuje pifedchozi dva grafy, (obr. 12). Uhel mezi
pravodic¢i dvou proménnych x; a x, je nepfimo umeérny velikosti korelace mezi t€mito
dvéma proménnymi. Cim mens$i thel, tim vétsi korelace. Kazdy pravodi¢ ma své
soufadnice na prvni a na druhé hlavni komponenté. Délka této soufadnice je tmérna
piispévku pavodni proménné x; do hlavni komponety ¢ili je tmérna komponentni vaze.
Kombinace obou predeslych grafli v jediném piinési cenné srovndni, jeden graf ptsobi
zde doplnkové viici druhému. Kdyz se ve dvojném grafu nachazi objekt v blizkosti urcité
proménné x; znamena to, Ze tento objekt “obsahuje” hodné prave této proménné a je s ni
v interakci. Interakce proménnych a objektli umoziuje také vysvétlit umisténi objekti
vpravo od nuly na ose y, (¢i vlevo od nuly) pomoci pozice proménnych v tomto grafu,
resp. umisténi nahote od nuly (¢i dole od nuly) na ose y,.

Diagnostikovani ¢astych problémi v PCA: v analyze hlavnich komponent PCA se

casto setkdvame s nasledujicimi problémy:

1. Data neobsahuji predpokilddanou informaci: vysvétleni grafi a diagrama metody
PCA nemad smysl, protoze bylo provedeno nékolik zdvaznych chyb.

2. Uzito prilis malo hlavnich komponent: v modelu PCA bylo pouzito pfili§ malo
latentnich proménnych. Nedostate¢né vysvétleni dat vede ke ztraté informace.
Problém se mtze vyfesit opétovnym rozborem grafu upati vlastnich cisel.

3. Uzito prilis mnoho hlavnich komponent: v modelu PCA bylo zahrnuto pfilis
mnoho latentnich proménnych, coz miize vyvolat vaznou chybu, protoze Sum je
zahrnut do modelu.

4. Neodstraneni odlehlych objektii: odlehlé objekty mohou byt diivodem hrubych
chyb v datech. Do modelu jsou vtahovany spiSe hrubé chyby nez zajimavé
proménlivosti v datech objekti.

5. Odstraneéné odlehlé objekty obsahovaly diilezitou informaci: ztratou urcitych
objektl se vytratila dilezitd informace z dat a nalezeny model je proto zkresleny.

6. Komponentni skore je nedostatecné analyzovano: nedostateénym rozborem
dualezitého rozptylového diagramu byly zanedbany diilezité rysy v datech.

7. Vysvetleni komponentnich vah se Spatnym poctem hlavnich komponent: miize vést
k vaznému zkresleni vykladu. Mize totiz dojit k vyjmuti dalezitych proménnych,
protoze se zdaji byti odlehlymi. Tento graf je mostem mezi prostorem ptivodnich
proménnych a prostorem hlavnich komponent PCA. Kdyz zvolime $patny prostor
PCA, tento most uzZ ndm mnoho nepomize.



8. Preceneni standardnich diagnostik v software: je tieba hodné rozvazovat a
pfemyslet o uloze samé a specifickém problému feSeném pied pohodlnym
piebiranim pocitacovych vysledkd.

9. Uziti Spatné predzpracovani dat: chybnéa pfeduprava dat (ve Skdlovani uzité
centrovani nebo standardizace, transformace logaritmickda, mocninna, Box-
Coxova, atd.) mize vést ke zkreslenym zavérim a neporozuméni tlloze. Zplsob
predupravy dat je obecné dan typem ulohy a druhem instrumentalnich dat a miize
vést také ke ztrate informace.

Postup metody hlavnich komponent PCA

Problém musi byt spravné a presné definovan. Je odpovédnosti feSitele, aby data
obsahovala dostatek relevantni informace k feseni problému. Ani nejlepsi pocitacova
metoda nemtze kompenzovat nedostatek informace v datech. Maticovy graf korelace
proménnych slouzi k ziskdni pocatecni informace o celém datovém souboru. Odhali, zda
data potfebuji Skalovani. Pfi prvnim seznameni s daty se se v ramci exploratorni analyzy,
kam také patfi metoda hlavnich komponent PCA, aplikuje prvni vypocet touto metodou.
Data je obvykle potteba Skalovat, alespon centrovat. Lze vyzkouSet 1 ostatni formy
pfedupravy dat. V tomto stadiu se vzdy vy¢isluji vSechny hlavni komponenty. Prvni
diagramy komponentniho skore slouzi k odhaleni odlehlych hodnot, tfid, shluki a trendi.
Jsou-li objekty roztiidény do dobie oddélenych shlukd, je tfeba urcit zpisob jak je z dat
oddelit a shluky pak analyzovat oddélené. Nikdy se nepokousime odhalovat a
odstranovat odlehlé proménné, mohlo by pak dojit k odstranéni cenné informace. Po
redukci datového souboru na nékolik podsouborti, kdy shluky jsou modelovany oddélené
se znovu aplikuje metoda hlavnich komponent PCA na jednotlivé podsoubory.

1. VysSetreni indexového grafu upati vilastnich cisel: z hrany v tomto diagramu se urci
nejlepsi pocet hlavnich komponent.

2. Vypocet viastnich vektorii pro hlavni komponenty: vedle ¢iselnych hodnot se uziva
1 ndzorny ¢arovy diagram hodnot vlastnich ¢isel vektort, ktery pfehledné informuje o
zastoupeni pavodnich proménnych x;, j =1, ..., m, v hlavnich komponentach.

3. V¥pocet komponentnich vah: matice parovych korelacnich koeficient ukazuje na
korelaci ptivodnich proménnych s hlavnimi komponentami. Carovy diagram nazorné
vysvétluje korelacni strukturu mezi obéma druhy proménnych. Uzivatel nyni vybere
pouze prvnich 4 hlavnich komponent a vytvoii tak PCA model.

4. Vysetreni grafu komponentnich vah.

5. Vysetieni rozptylovéeho diagramu komponentniho skore.

6. VySetreni dvojného grafu.

7. VySetreni grafu upati rezidui objektii: rezidua objekth a rezidua proménnych by
meély prokazovat dostatecnou tésnost prolozeni. Neni-li tomu tak, je tieba se navratit k
pfediprave dat a cely vypocet PCA opakovat.

Vzorova uloha 1. Sledovani spotreby proteinii v Evropé

Sledovana spotfeba proteinli v 25 zemich formou spotfeby 9 druhli potravin je
predmétem vysSetieni: existuje korelace mezi proménnymi? Budou data vyzadovat
néjakou upravu, standardizaci nebo centrovani? Ukazuje graf komponentnich vah na
silné korelujici proménné? Jsou nékteré proménné redundandni? Lze odhalit v
rozptylovém diagramu komponentniho skore odlehlé objekty, vyjimeéné co do spotieby




proteinti? Které zemé jsou si podobné ve spotiebé proteini? Komentujte vzniklé shluky
zemi co do spotieby proteini. Daji se ve dvojném grafu odhalit interakce mezi
jednotlivymi proménnymi-druhy potravin a objekty-zemémi?

Data: i znaci index, Cervene Cervené maso, Bilé maso, Vejce, Mléko, Ryby, Obilniny,
Skrob, Ofrechy, Ovoce a zelenina,

Objekty Proménné
i Stat Cervene  Bile Vejce Mieko Ryby Obilniny Skrob Orechy Ovoce
1 [Albania 10.10  1.40 0.50 8.90 0.20 4230 0.60 5.50 1.70
2 |Austria 890 14.00 430 1990 2.10 28.00 3.60 1.30 4.30
3 [Belgium 1350 930 410 1750 450 2660 570  2.10 4.00
4 |Bulgaria 7.80 6.00 1.60 8.30 1.20 56.70 1.10 3.70  4.20
5 |[Czechoslov. 970 11.40 280 12,50 2.00 3430 5.00 1.10  4.00
6 |Denmark 10.60 10.80 3.70 25.00 990 2190 4.80 0.70 240
7 |E Germany 840 11.60 3.70 11.10 540 24.60 6.50 0.80  3.60
8 [Finland 9.50 4.90 270 3370 580 2630 5.10 1.00 140
9 |France 18.00  9.90 330 1950 570 28.10 4.80 240  6.50
10 |Greece 10.20  3.00 280 17.60 590 41.70 2.20 7.80  6.50
11 |[Hungary 530 1240 290 9.70 0.30 40.10 4.00 540 4.20
12 |(Ireland 1390 10.00 470 2580 220 24.00 6.20 1.60  2.90
13 |Italy 9.00 5.10 290 13.70 340 36.80 2.10 430 6.70
14 [Netherlands 9.50 13.60 3.60 2340 250 2240 4.20 1.80  3.70
15 [Norway 9.40 4.70 2770 2330 9.70 23.00 4.60 1.60  2.70
16 [Poland 690 1020 270 1930 3.00 36.10 5.90 2.00  6.60
17 |Portugal 6.20 3.70 1.10 490 1420 27.00 590 470  7.90
18 [Romania 6.20 6.30 1.50 11.10 1.00 49.60 3.10 530 2.80
19 [Spain 7.10 3.40 3.10 8.60 7.00 2920 5.70 590 7.20
20 [Sweden 9.90 7.80 350 2470 7.50 19.50  3.70 1.40  2.00
21 |Switzerland 13.10 10.10 3.10 23.80 230 25.60 2.80 240 4.90
22 |UK 17.40  5.70 4770 20.60 430 2430 4.70 340  3.30
23 |USSR 9.30 4.60 210 16.60 3.00 43.60 6.40 340 290
24 (W Germany 1140 1250 4.10 18.80 3.40 1860 5.20 1.50  3.80
25 [Yugoslavia 4.40 5.00 1.20 9.50 0.60 5590 3.00 5.70  3.20

Reseni: k analyze byl pouzit program NCSS2000.

1. Exploratorni analyza: Rychlé posouzeni podobnosti mezi jednotlivymi objekty cCili
radky datové matice usnadnuji predevsim symbolové grafy. Jednotlivé proménné jsou v
nich "kédovéany" s ohledem na jejich konkrétni hodnoty do urcitych geometrickych tvar,
symbolit. Kazdému objektu x; (napf. 1éCivu, autu, slouc¢eniné) tak odpovida jisty obrazec
zvany symbol. Vlastnosti dat se posuzuji s ohledem na vizudlni rozdily mezi symboly.
Tim lze v jednom grafu rozlisit vice proménnych x, j = 1, ..., m. Prvnim krokem pted
vlastnim zobrazenim do symboli je obvykle standardizace. Mezi zdkladni typy
zobrazovanych symbolt patii profily, polygony, tvire, kifivky a stromy.

Profily predstavuji dvourozmérmné zobrazeni m-rozmérnych objektd. Kazdy objekt
x, je charakterizovan m proménnymi, zobrazenymi zde vertikdlnimi tiseckami. Jejich
velikost je umérna hodnoté odpovidajici proménne x;;, j = 1, ..., m. Profil pak vznika
spojenim koncovych bodu téchto tisecek. Je vhodné pouzit standardizované proménné
dle vzorce
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X

kde max | X;;

~ (max|x;)

je maximalni hodnota absolutni velikosti proménné x vektoru x " pies

vS§echny body, i = 1, ..., n. Profily jsou jednoduché a umoziuji snadné uréeni rozdild
mezi jednotlivymi objekty x; a x,. Snadno Ize takto identifikovat vybocujici objekt.
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Obr. 1 Sloupcové profily pivodnich dat
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Obr. 4 Krabicové grafy ptivodnich dat



Genene Data on Original Scale
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Obr. 5 Rozptylovy diagram korela¢ni matice Obr. 6 Rozptylova diagram pivodnich dat

Polygony jsou vlastné profily v poldrnich soufadnicich, kdy kazd4a proménna
objektu x;", i = I, ..., n, odpovida délce paprsku vychazejiciho ze spoleéného stiedu.
Paprsky déli kruznici ekvidistantn€, proménné jsou standardizovany do intervalu [0, 1].
Mezi polygony patti graf slunecnich paprski a hvézdicovy graf.

(a) Graf slune¢nich paprski ma tvar “slunicka”, které se sklada z paprska,
zacinajicich ve spole¢ném bod¢ a spojujicich usecek mezi paprsky, které tak tvoii
polygon. Zde kazda proménna x; objektu x," odpovida délce paprsku vychézejiciho ze
sttedu slunicka. Paprsky jsou rozmistény ekvidistantné, ve stejnych vzdalenostech na
kruznici, a proto se provadi linearni transformace do intervalu [a, 1], kde a je zvolena
spodni mez, obycejné a = 0. Pro tuto transformaci plati, ze

1 -aC - miin %;)

)(IJ = - + a
max x; - min x;
i i

kde min x; je minimalni a max x; maximalni hodnota j-t¢ proménné objektu x ' pies
vSechny objekty x,", i = 1, ..., n. K ureni smér jednotlivych paprski se definuje jejich
thel a;, pro ktery plati
0'] = M , J = 1, . m
m

Za spole¢ny stred paprski se obycejné voli pocatek souradnic. Pokud ma byt maximalni
délka paprski rovna R, je polygon pro objekt x;" spojnici m bodi p; o soufadnicich
p; = (% Rcoso, X Rsina). Aby vznikl uzavieny obrazec, spojuji se jesté prvni

a posledni bod p,; a p,,,. Vzajemné porovnani polygonti slouzi k vizuélnimu posouzeni
podobnosti objekti. V piipadé velkého poctu proménnych, napf. m > 6, byva vsak
vysledny obrazek polygont nepiehledny.

(b) Hvézdicovy graf vypada na prvni pohled jako predchozi graf slunicka.
Sestava z paprski, reprezentujicich relativni hodnoty proménnych u jednotlivych
objektd, které se pro kazdy objekt spojuji v jednom centralnim bodé¢.



B B a F o

e Poland mmgm E Romanla %spnln Swed RYBY~

Switzerland

CERVE!

ccccc

4 W % - 4{0
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Stejné¢ smeétujici paprsky u rdznych objekta se lisi svoji délkou. Nejkratsi paprsek
indikuje, Ze u objektu nabyva pfislusnd proménné nejmensi hodnoty z celého vybéru.
Podobné nejdelsi paprsek informuje o nejvyssi hodnoté prislusné proménné. Délky
ostatnich paprski se pohybuji podle relativni velikosti hodnot proménné u ptislusného
objektu mezi t€émito dvéma krajnimi mezemi.

2. Metoda hlavnich komponent:
1. Vysetfeni indexového grafu pati vlastnich ¢isel:
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Obr. 9 Indexovy graf upati vlastnich ¢isel pro 25 objekti a 9 proménnych, SCAN

Vlastni ¢isla slouzi k uréeni poctu A "vyuzitelnych" hlavnich komponent, jez si zvolime
v analyze k dalSimu uzivani. Procento a kumulativni procento popisuje proménlivost v
ptuvodnich proménnych, popsanou doty¢nou hlavni komponentou. K dal§imu popisu
proménlivosti bereme obvykle tolik hlavnich komponent, aby bylo jimi popsano 90 az
99% celkové proménlivosti. V tomto piipadé staci uzit prvni dvé. Indexovy graf upati
vlastnich ¢isel je vlastné sloupcovy diagram velikosti vlastnich ¢isel proti stoupajici
hodnoté indexu, potfadového cisla. Zobrazuje relativni velikost jednotlivych vlastnich
¢isel. Uzite¢né komponenty jsou tak oddéleny zietelnym zlomovym mistem, a x-ova
soufadnice tohoto zlomu je hledan4 hodnota indexu.

2. Vysetieni grafu komponentnich vah: tento graf ukazuje, ze proménné Bilé maso-
Mléko-Cervené maso-Vejce spolu silné koreluji.
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Obr. 10 Graf komponentnich vah (Components Weights Plot)

Ukazuje se, ze by bylo vhodné jejich pocet zredukovat na dvé proménné, napi. Bilé
maso-Vejce. Mezi pravodici ostatnich proménnych je dostate¢né velky thel, a tim mala
korelace. Proménné, které spolu nekoreluji mohou byt ponechény ve vstupnich datech.

vvvvvv

metody hlavnich komponent ukazuje celou vysetfovanou strukturu objekti, tzn. shluky
objektt, izolované objekty, odlehlé objekty, anomalie, atd. Objekty mohou byt oznaceny
textovym popisem nebo ¢iselné indexem. V pravém hornim rohu se dobfe oddélil shluk
objekta: /(Albanie), 4 (Bulharsko), 18 (Rumunsko), 25(Jugoslavie), ktery pokryva zemé



Balkanu. Vyjimeéné postaveni maji 1 7(Portugalsko), 19(Spanélsko). Ostatni staty jsou
kromé /1, 13, 23 v jednom spolecném shluku.
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Obr. 11 Rozptylovy diagram komponentniho skére (Scatterplot)

4. VySetreni dvojného grafu: je dilezité sledovat interakci objektti a proménnych. Je-li
nektery objekt umistén ve dvojném grafu na stejném miste nebo alespon pobliz mista
proménné, jsou spolu v interakci. Interakce poslouzi interpretaci objekti.
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Obr. 12 Dvojny graf (Biplot)
Klasifikace objekti analyzou shluki

Hledanim struktury a vzajemnych vazeb v objektech se zabyvaji klasifika¢ni metody
vicerozmérné statistické analyzy. Klasifikacni metody jsou postupy, pomoci kterych se
jeden objekt zafadi do jedné existujici tiidy (diskriminacni analyza DA), nebo pomoci
nichz 1ze neuspofadanou skupinu objekti uspotfadat do né€kolika vnitiné sourodych tfid
¢1 shluka (analyza shiuki CLU).

Analyza shlukil patii mezi metody, které se zabyvaji vySetfovanim podobnosti
vicerozmernych objektii (tj. objektl, u nichz je zméfeno vétsi mnozstvi proménnych) a
jejich klasifikaci do tfid Cili shlukiu. Hodi se zejména tam, kde objekty projevuji
pfirozenou tendenci se seskupovat. Podle zpisobu shlukovani se postupy déli na
hierarchické a nehierarchicke. Hierarchické se déli dale na aglomerativni a divizni.



Hierarchické postupy jsou zalozeny na postupném spojovani objekti a jejich
shlukii do dalSich, vétsich shlukl. Nejprve se vypocte zakladni matice vzdalenosti mezi
objekty. U aglomerativniho shlukovani se dva objekty, jejichz vzdalenost je nejmensi,
spoji do prvniho shluku a vypocte se nova matice vzdalenosti, v niZ jsou vynechany
objekty z prvniho shluku a naopak tento shluk je zafazen jako celek. Cely postup se
opakuje tak dlouho, dokud vSechny objekty netvofi jeden velky shluk nebo dokud
nezlstane urcity, predem zadany pocet shluki. Divizni postup je obraceny. Vychazi se
z mnoZiny vSech objektd jako jediného shluku a jeho postupnym délenim ziskame
systém shlukti, az skon¢ime ve stadiu jednotlivych objekti. Vyhodou hierarchickych
metod je nepotfebnost informace o optimalnim poctu shluki v procesu shlukovani, tento
pocet se urcuje az dodatecné. Pii shlukovani vznikaji dva zdkladni problémy:

(a) zpusob meéreni vzdalenosti mezi objekty: 1 kdyz existuje cela fada mér
vzdalenosti (vicerozmérnych metrik), nejcastéji se uziva euklidovska metrika, ktera je
pfirozenym zobecnenim bézného pojmu vzdalenosti;

(b) volba vhodné shlukovaci procedury dle zvoleného zptisobu metriky. Metody
metriky shlukovéni jsou

Metoda pramérova (Average): vzdalenost dvou shlukti se pocita jako pramér z
moznych mezishlukovych vzdélenosti dvou objektli, kdy mezishlukovou vzdalenosti
objekti se rozumi vzdalenost dvou objektd, z nichz kazdy patii do jiného shluku.
Nejblizsi jsou shluky, které maji neyjmensi pramérnou vzdalenost mezi vSemi objekty
jednoho a vsemi objekty druhého shluku. Dendrogramy maji strukturu podobnou
dendrogramim metody nejvzdalenéjSiho souseda, pouze spojeni je provedeno pii
obvykle vyssich vzdélenostech.

Metoda centroidni (Centroid): vzdalenost shluka se pocita jako euklidovska
vzdalenost jejich tézist. Nejblizsi jsou ty shluky, které maji nejmensi vzdalenost mezi

Metoda nejblizsiho souseda (Single, Nearest): kritériem pro vytvareni shluki je
minimum z moznych mezishlukovych vzdalenosti objektd. Metoda tvoii novy shluk na
zékladé nejkratsi vzdalenosti mezi shluky (¢i objekty) a neumi proto rozlisit Spatné
separované shluky. Je zde silna tendence ke tvorbé fetézci. Retézovani miize vésti az ke
zcela mylnym zaveéram, jsou-li objekty na opacnich koncich fetézce zcela nepodobné.
Na druhé¢ strané je to jedna z mala metod, kterd umi rozttidit, rozlisit 1 neeliptické shluky.

Metoda nejvzdalenéjsiho souseda (Complete, Furthest): pocitd vzdalenost dvou
shlukti jako maximum z moznych mezishlukovych vzdalenosti objektt. Probihd podobné
jako metoda Single s jednou dilezitou vyjimkou: vzdalenost (¢i nepodobnost) mezi
shluky je ur¢ovana vzdalenosti (¢i nepodobnosti) mezi dvéma nejvzdalenéjsSimi objekty,
kazdy pfitom z jiného shluku. Proto vSechny objekty ve shluku jsou na zdkladé
maximalni vzdalenosti ¢1 minimalni podobnosti vii¢i objektim ve druhém shluku.

Metoda medianova (Median): jde o jisté vylepSeni centroidni metody, nebot se
snazi odstranit rozdilné “vahy”, které centroidni metoda déva rtizn€ velkym shlukiim.

Wardova metoda je zaloZzena na minimalizaci ztraty informace pii spojeni dvou

ttid. V kazdém kroku je uvazovan takovy mozny par objekti (¢i shlukl), aby suma
n

étverct odchylek od stfedni hodnoty ESS = ) (X, — X)? doséhla pfi vzniku shluku
i-1
svého minima.
Nehierarchické shlukovaci metody: u metody typickych bodui (Seeded) uzivatel
na zékladé svych vécnych znalosti uréi, které objekty maji byt “typickymi” pfedstaviteli
nové vytvorenych shluki a systém pak rozdéli objekty do shlukd podle jejich



euklidovské vzdalenosti od téchto typickych objekti. V nehierarchickych shlukovacich
metodach je pocet shluki obvykle pfedem dan, 1 kdyz se v pribéhu vypoctu miize
zmeénit. Zistava-li pocet shluki zachovan, hovofime o nehierarchickych metodéach s
konstantnim poctem shlukii, v opaéném piipadé¢ o nehierarchickych metodach s
optimalizovanym poctem shlukii. Nehierarchické metody zahrnuji dvé zékladni varianty -
optimaliza¢ni metody a analyzu modi, medoida. Optimalizacni nehierarchické metody
hledaji optimalni rozklad pfefazovanim objektd ze shluku do shluku s cilem
minimalizovat nebo maximalizovat néjakou charakteristiku rozkladu. Metody,
oznac¢ované jako analyza modii, medoidu predstavuji hledani rozkladu do shluki, kde
shluky jsou chapany jako mista se zvySenou koncentraci objekti v m-rozmérném
prostoru proménnych.

Misto vychozi matice vzdalenosti mize byt v nékterych ptipadech ke shlukovéni
pouzita 1 korelacni matice.

(a) Hierarchické shlukovani

Analyza shluki patii mezi metody, zabyvajici se vySetfovanim podobnosti
vicerozmérnych objekth (tj. objektd, u nichz je zméteno vétsi mnozstvi proménnych) a
jejich rozttidénim do tf¥id Cili shluki. Hodi se zejména tam, kde objekty projevuji
pfirozenou tendenci se seskupovat. Analyzou shluki budeme sledovat a vySetfovat
podobnost objekti, analyzovanou pomoci dendrogramu objektii, a jednak podobnost
proménnych analyzovanou pomoci dendrogramu proménnych.

Dendrogram, diagram shlukii nebo vyvojovy strom se objevi pouze v ptipadé
zadani hodnot pivodnich proménnych a nikoli matici vzdalenosti. Vysledkem je
zobrazeni hodnot ve dvojrozmérném prostoru, kde osy tvofi zadané proménné. Objevi
se také “obkrouzeni” objektt v jednotlivych shlucich.

Dendrogram podobnosti objekti je standardni vystup hierarchickych
shlukovacich metod, ze kterého je patrna struktura objekti ve shlucich.

Dendrogram podobnosti proménnych odhaluje nejcastéji dvojice ¢i trojice
(obecné m-tice) proménnych, které jsou si velmi podobné a silné spolu koreluji. Odhaluje
proménné, které jsou ve spolecném shluku, které jsou si tim paddem zna¢né podobné a
které jsou také vzajemné nahraditelné. To ma zna¢ny vyznam pii pldnovéani experimentu
a respektovani uspornych ekonomickych kritérii. Nékteré vlastnosti (¢i proménné) neni
tieba vlibec méfit, protoze jsou snadno nahraditelné jinymi a nepfispivaji do celku velkou
vypovidaci schopnosti.

Mira vérohodnosti: dendrogram lze sestrojit celou fadu technik. Prvnim
kritériem jeho vérohodnosti ¢ili tésnosti prolozeni, jez nejlépe odpovida strukture objekti
a promeénnych mezi objekty je kofeneticky korelacni koeficient CC. Je to druh
korela¢niho koeficientu mezi skute¢nou a dendrogramem predikovanou vzdalenosti. Je-li
tato hodnota vétsi nez 0.75, je obvykle nulovéd hypotéza o dané struktufe zamitnuta.
Hodnota 0.9 svéd¢i, ze dendrogram viibec neodpovida skutecné strukture dat.

Druhym kritériem té€snosti prolozeni je kritérium delta A, které méfi stupen
pretvoreni, distorze spiSe nez stupen podobnosti. Kritérium delta je definované vztahem
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kde A=0.5nebo 1 ad *l.j je vzdalenost, ziskana z dendrogramu. Hodnoty delta blizké nule
jsou Zadouci. Rada autord ukazala, Ze metoda primérova vede obvykle k nejlepSimu
dendrogramu.

Postup shlukové analyzy

1. Volba vstupni databdze: zadéva se typ dat (a) proménnych (sloupci) analyzovanych
objektua (fadki), (b) sloupcit matice vzdalenosti, (c) sloupcii korela¢ni matice.

2. Volba druhu velicin: zadava se typ uzitych veli¢in v datech, kterd mohou byt (a)
intervalova, (b) ordinalni, (c¢) nomindalni, (d) symetricka binarni, (¢) asymetricka
binarni, (f) pomérova.

3. Nazev objektu: zadani pojmenovani ¢i jmen jednotlivych objekti, umisténych v
fadcich, které se mohou objevit v dendrogramu misto indexd (potfadovych cisel)
objekta.

4. Typ shlukovaci techniky: volba metody z moznosti: jednoducha primérova (Average),
skupinového primeéru, centroidni (Centroid), nejbliz§iho souseda (Single,
Nearest), nejvzdalenéjsiho souseda (Complete, Furthest), medianova (Median),
Wardova, a flexibilni.

5. Voli se druh uzite vzdalenosti: vzdalenosti mohou byt Eukleidova metrika ¢ili
geometrickd vzdalenost, Hammingova metrika ¢ili Manhattanska vzdalenost,
zobecnéna Minkowskiho metrika a Mahalanobisova metrika.

6. Postup linkovani a zarazeni do shluku: tabelarni vypocet vzdéalenosti (nebo
podobnosti) mezi objekty a shluky a postupné vytvareni dendrogramu. Postupy
jsou (1) metodou hierarchického shlukovani, (2) shlukovani metodou nejblizsich
stiedt, (3) shlukovani metodou stiedii-medoidd, a (4) metodou fuzzy shlukovani.

Vzorova uloha 2. Klasifikace spotieby proteinii v Evropé

Sledovana spotteba proteini v 25 zemich formou spotieby 9 druhd potravin je
pfedmétem klasifikace. Které zemé jsou si podobné ve spotiebé proteini? Komentujte
vzniklé shluky zemi co do spotieby proteind.

Reseni: Dendrogram podobnosti proménnych obsahuje dvojice nebo trojice proménnych,
které jsou si velmi podobné a silné€ spolu koreluji. Metodou nejblizsiho souseda jsou to
trojice Cervené maso-Bilé maso-Vejce, k tomu se pfidruzuje také proménna Miéko. Dalsi
dvojice je Obilniny-Orechy (obr. 13a). Metoda nejvzdalenéjsiho souseda ukazuje na 4
dvojice: prvni dvojice Cervené maso-Mléko, druha Bilé maso-Vejce, tieti Ryby-Skrob,
¢tvrta Obilniny-Orechy (obr. 13b). Matoda Wardova poskytla stejné shluky jako metoda
nejvzdalengjsiho souseda.
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Obr. 13c Dendrogram proménnych metodou Obr. 13d Dendrogram proménnych metodou

primérovou Wardovou
Nejdalezitéjsim dendrogramem je dendrogram podobnosti objektd, ze kterého je patrna

struktura objektli ve shlucich, roztfidéni statti Evropy dle spotieby proteint na zakladeé
9 kritérii a vzdjemné podbnosti.
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Vzorova uloha 3. Klasifikace zdroju pitné vody
Na 62 vzorcich zdroji pitné vody bylo stanoveno 16 proménnych kvality. Je tieba
vysettit, zda krabicovy graf ukazuje nutnost data standardizovat, zda Ize nalézt vybocujici
objekty, resp. jejich proménné, zda existuje korelace mezi proménnymi, zda ukazuje graf
komponentnich vah na korelujici proménné, zda jsou nékteré proménné redundandni, zda
lze odhalit v rozptylovém diagramu komponentniho skére odlehlé objekty, zda lze
posoudit podobnost objektii shlukovou analyzou klasifikaci zdrojt.
Data: FE404i index vzorku, E404x1 obsah dusi¢nanti [mg/l], E404x2 obsah dusitanti
[mg/1], E404x3 obsah chloridi [mg/1], E404x4 obsah celkového chloru [mg/l1], E404x5
obsah siranti [mg/1], £E404x6 obsah fosforecnanti [mg/1], E404x7 obsah amonnych soli
[mg/l], E404x8 obsah vapniku [mg/l], E404x9 obsah hoi¢iku [mg/l], E404x10 obsah
zeleza (celkového) [mg/1], E404x11 obsah manganu [mg/1], E404x12 pH, E404x13 KNK,
E404x14 ZNK, E404x15 vodivost, E404x16 nerozpusténé latky [mg/1].

LoX X X X Xs Xe X7 Xs X Xio Xy Xpp X3 Xy Xis Xig

1 22000 6. 6. 1035 003 0.02 181 17 0.016 0.05 7.08 8.1 3.40 855 0.09

62 32.8 0.01 25. 25. 115.5 0.05 0.02 102 12 0.016 0.05 7.69 2.6 0.65 436 0.05
Reseni:
A. Metoda hlavnich komponent
1. VySetieni indexového grafu upati vlastnich cisel:

5

eigenvalues

components

Obr. 15 Indexovy graf pati vlastnich ¢isel pro 62 objekti a 16 proménnych, SCAN



Uzite¢né komponenty jsou na obr. 15 oddéleny zietelnym zlomovym mistem, a x-ova
soufadnice tohoto zlomu je hledand hodnota indexu 2.

2. VySetieni grafu komponentnich vah: provede se porovnanim vzdalenosti mezi
proménnymi a dospéje se k zaveéru, ze kratkd vzdalenost mezi dvéma proménnymi
znamena silnou korelaci.
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Obr. 16 Graf komponentnich vah (Components Weights Plot)

Graf ukazuje, jakou mérou pfispivaji jednotlivé ptvodni proménné do hlavnich
komponent. Lze nazorné vysvétlit, jak jednotlivé pivodni proménné x, j= 1...., 16,
pfispivaji do prvni hlavni komponenty y,; nebo do druhé hlavni komponenty y,. Nékteré
pvodni proménné x; pfispivaji kladnou vahou, nékter¢ zapornou. Pivodni proménne x;,
Jj= 1,..., 16, blizko sebe a nebo proménne x; s malym thlem mezi svymi privodici
proménnych a na stejné strané viici pocatku maji vysokou kladnou kovarianci a vysokou
kladnou korelaci. Naopak, ptivodni proménne x;daleko od sebe anebo s velikym tthlem
mezi privodi¢i proménnych jsou negativné korelovany. Ukazuje se uzitecné, aby
ptivodni proménné, které spolu siln€ koreluji byly z dat odstranény.

3. VySetieni rozptylového diagramu komponentniho skore: nejdulezitéjsi diagram
metody hlavnich komponent ukazuje celou vySetfovanou strukturu objekti, tzn. shluky
objektd, izolované objekty, odlehlé objekty, anomalie, atd.
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Obr. 17 Rozptylovy diagram komponentniho skore (Scatterplot)

Objekty mohou byt oznaceny textovym popisem nebo jako na obr. 17 ¢iselné indexem.
Lze dospét k témto zavérim:

1. Umisteni objektii: objekty daleko od pocatku (4, 5, 7, 11, 29, atd.) jsou extrémy.
Objekty nejblize pocatku (22, 52, 53, 54, 45, atd.) jsou typictéjsi.

2. Podobnost objektit: objekty blizko sebe (napi. 53 a 54 a 44 a 45) si jsou podobné,
objekty daleko od sebe (napft. 5 a 45, 4 a 30, atd) jsou si nepodobné.

3. Objekty v shluku: objekty umisténé zietelné v jednom shluku (napft. 12, 13, 17, 55,
23, 61, 50, 20, atd) jsou si podobné a ptitom nepodobné objektim v ostatnich
shlucich (napt. 14, 15, 24, 49, atd.). Dobfe oddé¢lené shluky prozrazuji, Ze l1ze nalézt
vlastni model pro samotny shluk. Jsou-li shluky blizko sebe, znamend to zna¢nou
podobnost objekti.

4. Osamelé objekty: izolované objekty (4, 5, 7) mohou byt odlehlé objekty, které jsou
siln¢ nepodobné ostatnim objektim.

5. Odlehlé objekty: v idedlnim ptipadé byvaji objekty rozptylené po celé plose
diagramu. V opa¢ném piipadé je néco Spatného v modelu, obycejné je pritomen
siln¢ odlehly objekt (4, 5, 11, 29). Odlehl¢ objekty jsou totiz schopny zbortit cely
diagram, ve srovnani se silné vybocujicim objektem jsou ostatni objekty
nakumulovany do jediného uzkého shluku. Po odstranéni vybocujiciho objektu se
ostatni objekty roztfidi po celé plose diagramu a teprve vypovidaji o existujicich
shlucich.

6. VySetreni dvojného grafu: je dilezité sledovat interakci objektd a proménnych na
obr. 18. Je-1i néktery objekt umistén ve dvojném grafu na stejném misté nebo alespon
pobliz mista proménné, jsou spolu v interakci. Interakce poslouzi interpretaci objekta.
Dokonalé rozptyleni objektli v rovin€ obou hlavnich komponent vede k rozliseni objektt
pfi jejich popisu pomoci y; a y,.
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Obr. 18 Dvojny graf (Biplot)

B. Klasifika¢ni metoda shluki
V prvém stadiu se vySetiuje podobnost proménnych, a tim se také odhaluje silna korelace
proménnych. Odhali se, ktera ptivodni proménnd je nadbytecna a kterou lze vynechat a

nahradit jinou. Cim niz$i je spojka dvou objekti, tim jsou si objekty podobnéjsi.
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Obr. 19a Dendrogram proménnych metodou Obr. 19b Dendrogram proménnych metodou
nejblizsiho souseda nejvzdalenéjsiho souseda

Metodou nejblizsiho souseda lze nalézt Sest dvojic velice si podobnych proménnych.
Nejvice jsou si podobné proménné ve dvojicich: x/3(KNK)-x14(ZNK) a x5(SO/)-
x8(Ca). Ponékud ménéjsou si podobné proménné ve dvojici x2(NO,)-x6(PO,”) a také
ve dvojici x7(NH,")-x11(Mn). Nejméné jsou si podobné proménné ve dvojici xI(NO;)-
x12(pH). Vyjimecné postaveni méa proménnd x/6(#srazenina), ktera si neni podobna s
zadnou jinou proménnou.
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19d Dendrogram proménnych metodou
Wardovou

Wardova metoda je jednou z nejnaro¢néjsSich ve vypoctu a také nejpfisnéjsi na tvorbu
shluk. Odhalila Sest shlukii, Sest dvojich podobnych proménnych. Dospéla k podobnym

zavérim jako metoda nejblizsiho souseda.

V druhém stadiu klasifikace tvorbou shluki se vySetfuje podobnost objektli-zdrojti
pitné vody, jako nejdilezitéjsi ¢ast klasifika¢ni analyzy. Jde o odhaleni vybocujicich
zdroji, které jsou siln€ nepodobné ostatnim, které maji anomalni hodnoty proménnych.
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Analyza faktorialniho experimentu

Longitudinalni data

Eva JaroSova
Skoda Auto Vysoka $kola
VSE v Praze

Faktorialni experiment

2 faktory, 2 replikace
experiment 2 x 3

B, B, B;
Ay | oo | oo | o
A, o o o o o o

Y velikost kolonie
A teplota (10°C, 20°C)
B koncentrace NaCl (0 %, 1 %, 2 %)

Vyhodnoceni - ANOVA

Hlavni cil: testovani existence hlavnich efektl a interakci
model Vi =uta; +18j +(aﬁ)g, +£1jk

efekt i-té urovné faktoru A
efekt j-té urovné faktoru B

efekt interakce AB
Testy slozenych hypotéz

Hy:a,=a,=0
Hy:f =5 =F=0
Ho :(aﬁ)ll :(aﬂ)n = :(aﬂ)zs =0

Obsah

« Faktorialni experiment
* Vyhodnoceni experimentu pomoci ANOVA
» Vyhodnoceni experimentu pomoci GLM

+ Zpusob provedeni experimentu a predpoklady
klasického linearniho modelu

» Popis experimentu
— analyza rustu kvasinek v riznych prostredich

» Linearni model se smiSenymi efekty

» Postup pfi konstrukci modelu

Cil analyzy a hlavni zasady
experimentovani

« Zjistit, zda teplota a koncentrace ovliviiuji velikost kolonie
» Zjistit, zda faktory neplsobi v interakci

Zasady

* Vybér malého poctu trovni faktoru

« Kombinace uUrovni podle faktorialniho navrhu

» Opakovani zkou$ek pfi stejné kombinaci

« Vyvazenost experimentu (stejny pocet opakovani pfi
vSech kombinacich)

* Znahodnéni

» Usporadani do bloku

Df Sumof Sq Mean Sq F Val ue Pr(F)

A 1 10.38902 10.38902 221.1468 0. 000000000

B 2 2.55866 1.27933 27.2325 0.000000000

AB 2 0.48304 0.24152 5.1411 0.006411935
Residual s 282 13.24778 0.04698

PFi odhadu parametrd doplfiujici podminka

a=35,=3 @), =3.8), =0

j=1 i=l j=l

2
i=1
Predpoklady o nahodné slozce:

nulova stfedni hodnota, konstantni rozptyl, nezavislost
pozorovani, normalita

Ovéreni predpokladt graficky



Vyhodnoceni - obecny linearni
model (GLM)

Cil: odhad parametr( (velikosti efekt(l) a testovani jejich
vyznamnosti

y odezva (N x 1)
X matice navrhu (N x p)

Predpoklad: €

Odhad

B

y=Xp+e

N(0,0°T)

=(X'X)"'X'y

B neznamé parametry (p x 1)
€ nahodné chyby (N x 1)

Parametrizace modelu |

Cil: dosazeni UpIné hodnosti matice X

—_ e = e =

11
11
N
-
1 -1
1 -1

B=X"X)"X"y
1 0
0 1
-1 -1
-1 0
0 -1
1 1

Odpovida podminkam
2 3

2.a,=2 5 =0

i=l Jj=1

> (ap), =3 (@), =0

'3 = (/I,al,ﬁ],ﬂz,(aﬁ)“,(aﬁ)]z)r

Parametrizace modelu Il

—_—_— o o ©
" O -0 O ~ o

KR

I
A

B,
(@B)y,
(@B).;

0

0
1
0
0
1

S - O O O O

-0 O O O

Zarazeni kategorialni proménné

kombinace vyrovnana hodnota
urovni (odpovidajici modelu)
AB; H
AiB; U+B
AiBs H+ B,
AzB, u+a,
AsB, u+a, + B, +@ap),,
A,B3 u+a, + B +(@ap),,

y(/'k :,L1+0', +IB/ +(aﬁ);/ +£{/‘k i=1’2
=1,2,3
Kombinace 110100100000
Grovni A B AlB 110010010000
110001001000
AB, 1 1 1 X=
101100000100
AiB, 1 1 1 1010100000710
AiB; 1 1 1 101001000001
AsBy 11 1
AsB, 1 1 1
A:B; 1 1 1
B =(1.0,,0,.5,,8,. 5, (@B, @) 15 @)3)"
Vyznam parametrd
kombinace  vyrovnana hodnota (odpovidajici modelu)
arovni
AiBi Hra + 5 +@p),
ABy u+a, + B, +(ap),
AiB; H+a, _ﬂl _182 _(aﬂ)n _(aﬂ)u
A:Bi H-a +p -(ap),
AsB, H=aq, +:82 _(aﬁ)lz
ArBs H—a _/2 _/% +(a¥3XI +(0¢3L2

Vystup odpovidajici parametrizaci Il

Testy parametr( (jednoduché hypotézy)

Coefficients:

H,:a,=0

(Intercept)

A
B2
B3

AB2
AB3

O o0 oo oo

H(l:ﬂl :0

H():/g."»

Value Std. Error t value Pr(>|t])

.8851 0.

. 2852
. 0545

. 0843
. 1998

0
0
.1300 O.
0
0

0313
. 0442
. 0442
0442
. 0626
. 0626

28.
6. 4453
1.2313
2
1
3

2931

9383

. 3471
. 1936

0
0. 0000
0.2192
0
0
0

0000

0036

. 1790
. 0016

atd.



Faktorialni experiment se tfemi
faktory

teplota (10°C, 20°C)
B koncentrace NaCl (0 %, 1 %, 2 %)

¢as

Zvyseni poctu zkousek, zvyseni poctu parametrd v
modelu (dalSi hlavni efekt, interakce, interakce vy$Siho
fadu)

Chceme-li vyjadrit tvar zavislosti Y na kvantitativnich
faktorech, v urcité fazi modelovani je uvazujeme jako
spojité veliginy.

Zahrnuti spojité proménné

1 00 00 01 1101011
1000002 1101012
X, = X, =
1000003 1101013
100000 4 110101 4

Zahrnuti interakce spojité proménné a
faktoru

V matici X pfibude tolik sloupcu, kolik prisluselo
jednotlivym faktorm (interakcim faktord)

Popis modelu

znaceni Wilkinson - Rogers

T, + NaCl, +T, ONaCl,+ (1+ T, + NaCl, + T, ONaCl, Y] time

180,,1 lgl,jk

Navrh experimentu |

A1 AZ
B, B, B, B, B, B;
C, o o o o oy o o o o o o
C, o o o o oy o o o o o o
Cs o o o o oy o o o o o o
Cy o o o o oy o o o o o o

faktorialni navrh 2x3x4
48 jednotek, vzdy 2 jednotky se stejnou kombinaci trovni

uplné znahodnéni

Priklad

Cil
— Vliv teploty a koncentrace NaCl na rlst kolonie kvasinek
— Odhad specifické rychlosti ristu v riznych podminkach

Experimentalni proménné
* Odezvova proménna

-Y prumér kolonie
» Faktory
-T teplota (10°C, 20°C)
— NaCl koncentrace NaCl (0 %, 1 %, 2 %)
-t ¢as (8 urovni)

Priklad

Coefficients:
Value Std. Error t value Pr(>|t]|)
(Intercept) 0.7118 0.0099 71.9387 0.0000
NaCl 2 0.0050 0.0140 0.3589 0.7200
NaCl 3 0.0436 0.0140 3.1156 0.0020
tenp 0.1938 0.0140 13.8477 0.0000
time 0.0408 0.0019 21.8029 0.0000
NaCl 2tenp 0.0700 0.0198 3.5395 0.0005
NaCl 3tenp 0.1517 0.0198 7.6677 0.0000
time:tenp 0.0215 0.0026 8.1295 0.0000
NaCl 2tine 0.0116 0.0026 4.4001 0.0000
NaCl 3time 0.0203 0.0026 7.6869 0.0000
Nad 2tenptine 0.0033 0.0037 0.8956 0.3713
NaCl 3tenptine 0.0113 0.0037 3.0242 0.0027

Testy hypotéz H,:a,=0 H;:5=0 H,:5=0



Ovéfeni pfedpokladu

Q-Q graf

anormia)

sortstres)

Opakovana méfeni

» Stejna proménna je na stejné
experimentalni jednotce méfena vice nez
jednou (hodnoty odezvy nejsou nezavislé)

» V experimentu je zahrnuto vice
experimentalnich jednotek
(nejde o jednoduchou Easovou fadu)

Priklady aplikaci
» Zemédélstvi — vynosy z rliznych poli v rdznych
letech
* Biologie — rustové kfivky

« Skolstvi — pokroky studentt pfi riiznych
vyukovych metodach

» Primysl — kontrola jakosti pfi vyrobé v Sarzich
- sledovani degradaéniho procesu
materialu

Ovéfeni pfedpokladu

anormia)

sortstres)

Na kazdé jednotce je k dispozici vice nez jedno
pozorovani téze proménné

Ocekava se, Zze pozorovani na stejné jednotce budou
tésnéji vazana nez pozorovani na rtiznych jednotkach

Stochasticky zavisla data

Rozdil proti vicerozmérné analyze, kdy jsou korelovany
rdzné proménné

Navrh experimentu Il

A Ay
B, B, B; B B, B,
C e e e e e ee e e
C, e ee ee ee ee e
Cs e ee ee ee ee e

faktorialni navrh 2x3x4
12 jednotek, vzdy 2 jednotky se stejnou kombinaci urovni
4 hodnoty odezvy na téZe jednotce

opakovana mérfeni pres Urovné faktoru C



Linearni model se smiSenymi Viastnosti y
efekty

E =X
L xpe b re (v) = Xp

var(y)=V=ZGZ"+R
y odezva (N x 1)

B neznamé parametry (p x 1)

Pro n experimentalnich jednotek a k pozorovani na kazdé z nich
X matice navrhu (N x p) b nahodné efekty (q x 1) P ] P

Z matice navrhu (N x q)

e nahodné chyby (N x 1) Y il z , R, 0
y= Y, X = :z 7= 2 R=
Predpoklady: b~ N(0,G) e~ N(O.R) Y, X, zZ, 0 *
b, e nezavislé
. . Obecny pfipad
Model pro i-tou jednotku . -oeeny prip
(zavislé nahodné efekty)
Y, =XB+Zb, +e, o a,
G=|: : R, =01
R. — O.ZI 0’/41 Utf
1 @ @ o kovarianéni struktura popsana q(q+1)/2 + 1 parametry
e 1 o @
g
AR(1) R=—""sl @ @ 1 . o a .. o,
: : : : : G=|: . R .. AR(1)
o @ @t ] g, o’

kovarianéni struktura popsana q(q+1)/2 + 2 parametry

Nezavislé nahodné efekty Odhad parametrt

* Odhad parametri matic G aR
o; 0 — metoda maximalni vérohodnosti
G= R, =01 — metoda restriktivni maximalni vérohodnosti
0 o,

Reseni soustavy rovnic
X'R'X  X'R'Z |[g]_|X'R7y
Z’R'X Z'R'Z+G™||b] |Z'Ry

B=X'V'X) X'Vy (EBLUE)

kovarianéni struktura popsana g+1 parametry

b=GZ'V'(y -Xp) (EBLUP)



Statistické vlastnosti odhadu

pfiblizna kovarianéni matice vektoru (B—B.b —b)
é = |:?11 ?;l :|
C21 CZZ
C, =(X'V'X)

L =-GZ'VX(X"V'X)"

(e}

C,=(Z'R'Z+G™)" -C,X'V'ZG

podhodnocuje variabilitu

Reseni
e S-Plus

konstrukce pfibliznych intervall spolehlivosti
podminéné testy

* R -knihovna Ime4

konstrukce konfidenénich a predikénich intervaltl pomoci
simulace MCMC

+ SAS
metoda Kennard-Roger

vypocet inflaéniho faktoru a stanoveni pfibliznych statistik se
stupni volnosti podle Satterthwaita

Priklad t-testy

Fixed effects: d ~ NaO * tenp + time + tine:tenp + NaCl:time + NaCl:tenp:time

Value Std.Error DF t-value p-value

(Intercept) 0.7088420 0.00982069 246 72.17840 <. 0001
Nadl 2 0.0074470 0.01282096 30 0.58084 0.5657

Nadl 3 0.0451115 0. 02729707 30 1.65261 0.1088

tenp 0.2012915 0.01388856 30 14.49333 <.0001

time 0.0413990 0.00131750 246 31.42235 <.0001

Nadl 2tenp 0.0611259 0.01813158 30 3.37124 0.0021
NaCl 3tenp 0.1389448 0.03860388 30 3.59925 0.0011
time:tenp 0.0196938 0.00186323 246 10.56970 <. 0001
Nadl 2ti me 0.0109482 0.00186323 246 5.87594 <.0001
Nadl 3tine 0.0193101 0.00186323 246 10.36379 <.0001
Nad 2tenptine 0.0047159 0.00263501 246 1.78971 0.0747
Nadl 3tenptime 0.0127965 0.00263501 246 4.85637 <.0001

Vliv na kvalitu induktivnich Usudku

Pfesné rozdéleni (t nebo F) pfi znamych G a R

Po nahradé jejich odhady pfiblizné
- konfidenéni intervaly
- predikéni intervaly
(konfidence neni dodrzena)

Statistické testy nejsou korektni (p-hodnota pfislusna
hodnoté testové statistiky pfiblizna)

Pouzivané statistiky

L["] pro L typu (1 x (p+q)
_ b

A e/ t-rozdéleni s v stupni volnosti
/ ~y T
LCL napf. individualni test parametru

H,:5 =0

[EJ LT(LCLT)’IL[EJ pro L typu (J X (p+q)

£= (L) F-rozdéleni s v a J stupni volnosti

napr. test slozené hypotézy

Hy:5=45=0

Priklad — F-testy

> anova(l ucia. | ne)
nunDF denDF F-val ue p-val ue

(Intercept) 1 246 76450.18 <.0001
NaCl 2 30 89.23 <.0001
tenp 1 30 1821.56 <.0001
tinme 1 246 14269.38 <.0001

Nadl : tenp 2 30 18.76 <.0001
time:tenmp 1 246 563.29 <.0001
Nad :tine 2 246 190.46 <.0001
Nadl :tenp:time 2 246 12.06 <.0001



Konfidenéni intervaly
pro k' [ﬂ
K’ [E}_rtl,a,z(v)\/kfék

konfidenéni intervaly pro parametry
konfidenéni interval pro stfedni hodnotu

predpovédni interval pro Y na i-té jednotce

Vybér modelu — pevna Cast

e t-testy
* F-testy
(pfi zvolené kovarianéni strukture)

 test vérohodnostnim pomérem

jen u ML odhadu (pfi REML odhadech nejde o model a
submodel)

Rustové krivky v riznych skupinach

2 2 22
20 |RM10°C0% D _ 20{RM10°C1% [ g0 RM10°C 2% I

S8 518 S1s

S0 =
H - - &1 o Hos LVVS"
o - s
08 gt 08 ot 06 "
o 08 04
© 5 s o n o a4 s 8 o o1 ouow 4 o
Time [day] Time [day] Time [day]
B ¥ 22
RM 20°C 0% 50 RM20°C 1% RM 20°C 2%
20 ] 2 O |z U
Eis B 5 P
e - 5
B1s Ze e B1o
214 B 214 ,fd 214 .i‘f
=7 A s &

Sz T 12 (fx‘/g S
= ¥ = =

101 10 0
pif > g

06t
4 6 8 10 12 1 10 4 6 8 10 12 1 10 4 0 o1 w1
Time [day] Time [day] Time [day]

Vybér modelu - kovarian¢ni struktura
Akaike AIC =-2LL, +2(p +h)
Schwarz BIC=-2LL, +(p +h)log N

test vérohodnostnim pomérem

H,:00w H:00w model vs submodel
w@D wd w=Q wn w=0

—2log L' = 2log =-2(log ,LL, —log ,LL,)
Q R

chi-kvadrat rozdéleni se stupni volnosti = rozdilu po¢tu parametrt

Diagnostika modelu

* Rezidua
— marginalni
— podminéna
pravdépodobnostni grafy
Q-Q grafy

« Vlivna pozorovani
— napr.
— Cookova vzdalenost
— CovRatio
— DFFITS
— studentizovana rezidua

Postup — pevna cast
« vysveétlujici proménné nejdfive jako faktory
« vSechny hlavni efekty a interakce az do nejvyssiho fadu

« u kvantitativnich faktord zjistovani tvaru zavislosti
pomoci polynomidlnich kontrastu

(vyznamnost linearniho, kvadratického, ... efektu)

» pfechod z faktoru na spojitou proménou



Priklad

» velky pocet pozorovani na jednotkach
(velky pocet urovni faktoru — nepfehledny vystup

* nestejné intervaly mezi pozorovanimi
(problém pfi konstrukci polynomialnich kontrast()

« zfetelné linearni pribéh v grafech

€as rovnou jako spojita proménna, linearni zavislost

Postup — nahodné efekty

na zakladé obrazku — kolisani obou parametrti kolem
stfednich hodnot £, ; B .

() =ﬁo,,k +bo,, +(ﬁ1,,k +b )t te

[ 2 o )
! Gg=|% 9 posouzeni vyznamnosti
7 = 1t o o
;= E : 01 1 a.m
Ly a0 ol
—_ 0 0
G= 0 5
g; 2
g
G=0;

kolisani nahodnych efektl b, ; neni ve vSech skupinach
stejné
y(@) = ﬁo,jk +b0.:(k) +(:BL,,1 +b1,,)t +e

NaCl 1 NaCl 2 NaCl 3
100 4 0 : 001
100 4 010 ¢ 001 ¢

f: B B N . Zi: B . B “ Z’: B B . B
100 ¢ 010 ¢ 001 ¢
g, 0 0 0
Gl 0 @, 0 0
0 0 a, o0
0 0 0 o

Wilkinson - Rogers

T, + NaCl, +T, (NaCl + time+ (T, + NaCl, + T, UNaCl, Y1 time

T, + NaCl, +T, (NaCl + (1+ T, + NaCl_+ T, 0NaCl, Y] time

ﬂ(},jk ! lgl,jk

E(Y(t) ‘ T/’ NaCIk) = ﬂo,/k +IBI.;/k(t _to)

hlavni efekty teplota (T)
koncentrace (NaCl)
Gas

interakce teplota x koncentrace
Gas x teplota
Cas x koncentrace

Cas x teplota x koncnetrace

Model pfimky - graficka interpretace
nahodnych efektd

y(©) =B, +b,, +(B +b )t +e

(v8echny jednotky za stejnych experimentalnich podminek)

gl o
G: 0 1_]
T [Ulz o
Specialni pfipady

~ —

2
G=0; G=0 (;:[UO 0]

Postup — nahodné chyby

R=0"1
AR(1)
G R
NaCl [%] 0 1 2 g, g |0,0211
(7“_/* 0,0142 | 0,0054 | 0,0593 | 0,0015 (] 0,7569




Ovéfeni pomoci informacnich kritérii Q-Q graf (pro podminéna rezidua)

4 22
Model G R AIC BIC 3° B 204 ﬁ&
15 18 4
RM1  b,,.b; AR(l) -1416333  -1358.406 2 16 g
§ 1 3
RM2 b, AR(1) -1415.867  -1361.561 £ 21:
RM3  byuy.b;  AR(1) -1431.083  -1365.916 g > 104
g 2 08
RM4  byu.b, o -1362.538  -1300.991 S ,].° 0s{ ©
4 04
3 2 1 0 1 2 3 04 06 08 10 12 14 16 18 20 22
Standardized residuals y fitted T

pozorované vs vyrovnané hodnoty
(zahrnuty nahodné efekty)

Grafy marginalnich a podminénych rezidui Grafy marginalnich a podminénych rezidui

P o e

mmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmmm

Pozorované vs vyrovnané hodnoty

bez nahodnych efektu s nahodnymi efekty
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Neuronoveé sité (ANN) a klasifikacni aplikace
Karel Kupka, kupka@trilobyte.cz

Neuronova sit’ (Artificial Neural Network, NN) je velmi popularni a vykonna
metoda, kterd se pouzivd k modelovani vztahu mezi vicerozmérnou vstupni
proménnou X a vicerozmérnou vystupni proménnou y. NN lze obecné povazovat za
nelinedrni regresni model, ktery lze vyjadiit sitovou strukturou. Inspiraci pro
neuronové sité byla struktura mozkové tkané vysSSich ZzivocCichl, kde je neuron
propojen tzv. synapsemi s nékolika jinymi neurony. Synapsemi se §ifi membranoveé
napéti do neuronu, které indukuje v neuronu chemickou odezvu. Ta po dosazeni
prahové urovné generuje signal (impuls, informaci) do axonu a pomoci synapsi do
dalSich neuronti. Matematicky lze funkci neuronu zjednodusit vztahem

y=o| 2w, |,
j=1

kde y je uroven vystupniho signalu, x; jsou urovné signalll pfichazejicich z okoli, w;
jsou vahy predstavujici ucinnost synaptického spojeni vstupnich axonii a m je pocet
vstupnich signala (proménnych). Funkce ¢ se nazyva aktivacni funkce neuronu a jeji
tvar ovliviiuje nékteré vlastnosti modelu neuronu. V§iméme si, ze pokud by ¢ byla
konstanta ¢ # 0, predstavoval by tento vztah linearni regresni model.

Télo neuronu

Dentrity

Synapse X
1

axony MV
Okoli neuronu )<5

Biologicky neuron - télo, vstupni Schéma numerického neuronu -
dentrity, vystupni axon, synapse- perceptronu
spojeni na dalSi neurony

Perceptron, klasifikace, diskriminace

Uvedena zjednoduSend piedstava o funkci neuronu vedla nékteré autory
k matematickému modelovani tohoto principu. Frank Rosenblatt v roce 1960 navrhl
princip perceptronu, neuronu se skokovou aktivacni funkci



J( ) a pro z <0 G
z)= ,

bproz=0]|’ kde a, b jsou konstanty,
obvyklea=0,b=1, pfipadné a=-1,b=1,

Budeme-li uvazovat m = 2, tedy dvé vstupni proménné x; a x,, 1ze vystup perceptronu
zapsat jako

y= J(Wle +w2x2),

kde d(x) je znaménko x (nabyva hodnoty -1 pro zaporné x a +1 pro nezaporné x). Vahy
wy; a wp zde definuji pfimku (obecné pro m>2 nadrovinu), ktera rozd€luje rovinu
(obecné pro m>2 prostor) na dvé Casti. Pak pti vhodném nastaveni vah by byl takovy
perceptron schopen plnit funkci diskriminaéni funkce v jednoduchém ptipadé, kdy
vystupni proménna y nabyva jen dvou diskrétnich hodnot, naptiklad 0, 1 a hodnota y
(resp. pravdépodobnost vyskytu O a 1) zavisi na linearni kombinaci vstupnich
proménnych. To silné¢ pfipomina Fischerovu linedrni diskrimina¢ni funkci (LDF) pro
shodné kovarian¢ni matice a ne ndhodou.

Fischerova diskrimina¢ni analyza

Nebude na zavadu, pfipomeneme-li zde kratce, ze v klasické diskriminacni
analyze (DA) feSime ulohu dvou skupin naméfenych hodnot prediktori x; a x;
s vicerozmérnym normalnim rozd€lenim N;(u;, C;), resp. Ny(uo, C;) a knim
piislusejicich hodnot binarni proménné y 0 resp. 1. Hodnota y tedy zavisi na tom, zda
hodnota prediktoru pochdzi z rozdéleni N, nebo z rozdé€leni N,. Cilem je pravé urcit,
zda nové naméiené hodnoty x pochdzi z rozdéleni Ny nebo N, a tim 1 ur¢it neznamou
hodnotu odezvy y. Tato uloha je typicka v lékatstvi, kdy prediktory x jsou napiiklad
zjisténé koncentrace v krevnich testech a odezva y je pozitivni, nebo negativni
diagnoza urcit¢tho onemocnéni nebo poruchy. Podobné aplikace existuji 1 ve
vSech ostatnich oborech. Pokud se rozdéleni proménnych x; a x, 1i8i jen ve stiedni
hodnoté, ale maji shodné kovarian¢ni matice, je optimalnim feSenim (diskriminaéni
funkci) linedrni nadrovina, ktera déli prostor x na dvé& Casti s pozitivni a negativni
predikci. Pokud jsou kovariancni matice rozdilné (C, # C,), ma diskrimina¢ni funkce
tvar kvadratické nadplochy (QDF — kvadraticka diskrimina¢ni funkce), kterd opét déli
x na dvé Casti s pozitivni a negativni predikci. Diskriminaéni funkce je tvofena body,
kde maji ob¢& rozdéleni Ny a N, stejnou hodnotu hustoty pravdépodobnosti, tedy pro
naméiené hodnoty x, které by lezely pfesné na diskrimina¢ni funkci, by byla stejna
pravdépodobnost, Ze tento bod pochdzi z Ny nebo z N,. Diskrimina¢ni funkce se
vypocCitd z jiz zndmych, potvrzenych diagnoz a pak se pouzije na nového pacienta se
znamym Xx ale jeSté nezndmym y. Podrobnéjsi tivod do problematiky DA najde ¢tenaf
v literatufe o vicerozmérnych metodach. Oba piipady jsou ilustrovany na
nasledujicich obrazcich, diskriminacni funkce zde prochézi priseciky dvojic elips —
vrstevnic normalnich rozdéleni N; a N,.




1 Ekvidensitni diskriminacni ¢ara, C1=Co

Diskriminacni funkce mezi rozdélenimi s nestejnou kovarianci ma tvar paraboly

Nasledujici ilustrace ukazuji vysledky klasifikace pomoci Rosenblatovych
perceptronovych siti se skokovou aktivacni funkei
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V uzlech neuronové sité, analogicky nazyvanych neurony, je kazda vstupni
proménna x; na vstupu do j-tého neuronu nasobena vahovym koeficientem w;;. Soucet
z; = wyj + Zw;x; je vneuronu transformovan aktivani funkci. Aktivacni funkce
vyjadiuje intenzitu odezvy neuronu na dany vstup. Mezi nejbéznéji pouzivané
aktiva¢ni funkce patii logistickd funkce, o; (z) = 1/(1 + e = 7), kterd se podoba
biologické senzorické odezvové funkci. Vahy wy; reprezentuji intenzitu vazby mezi
proménnou a neuronem, nebo, v piipad¢ vicevrstvych siti, mezi neurony ve vrstvach,

tyto vazby se nékdy analogicky nazyvaji synapse.

1.0
Vstupni proménné 0o

0.8

vystupni signal

0.6

: Skryta
vrstva

neuront

G(Z) 0.3
0.2

0.5

0.1

g . w e vstupni signal
Vystllpl‘ll promenne 00

Schéma neuronové sité Aktivacni funkce neuronu 0(z)

Vystupni proménné se predikuji jako vazené linearni kombinace vystupl
z posledni skryté vrstvy neurond, j =) w,o, . Je tedy neuronova sit formalné
k

zvlaStnim ptipadem vicenasobné nelinearni regrese, prakticky lze neuronovou sit’
povazovat za neparametrickou regresi. Kdyby neuronové sit’ neobsahovala zadnou
skrytou vrstvu neuronti — pouze vstupni a vystupni proménné, jednalo by se o model
line4drni regrese. Neuronova sit’ se optimalizuje za kritéria nejmenSich ctverct. To
znamena, ze se sit’ nastavuje tak, aby soucet ¢tvercii rozdili predikované a namétrené
hodnoty vystupni proménné byl minimalni. Toto nastaveni je cilem iterativni
optimalizacni procedury, kterd se nazyvé uceni, nebo trénovani neuronové sité.
Optimalizacni procedura QCExpertu vyuziva adaptivni derivaéni Gauss-
Newtonovské algoritmy se zndhodnénymi korekcemi. Natrénovand sit’ se pak da
vyuzit pro predikci vystupni proménné, nebo proménnych pii zadané kombinaci
vstupnich proménnych. Model neuronové sit€¢ je lokalni, to znamend, ze jeho
predik¢éni schopnost prudce klesa mimo rozsah zadanych hodnot nezavisle proménné,
viz nasledujici ilustrace.



Oblast Spatné Oblast dobré Oblast Spatné
predikce predikce predikce

Predikéni oblasti neuronové sité — priklad pro 1-rozmérny prediktor x a 1-rozmérny vystup y

Typicky postup poziti neuronove sité je tedy nasledujici.

1. Zvolime skupinu prediktorii — nezavisle proménnych, o kterych se domnivame,
ze mohou mit vliv na odezvu. Zvolime skupinu zavisle proménnych, na néz
maji mit vliv prediktory. V kazdém tadku musi byt vzdy hodnoty zavisle i
nezavisle proménné, které si odpovidaji.

2. Zvolime architekturu neuronové sit¢ — pocet vrstev a pocty neuronti v
jednotlivych  vrstvach. Neexistuje jednoznaéné pravidlo pro nejlepsi
architekturu sité, obvykle je vhodné pouzivat pocet neuronii zhruba
odpovidajici poctu proménnych. Sit¢ s jednou skrytou vrstvou neuronti
pouzijeme tam, kde pfedpoklddame linearni, nebo slabé nelinearni vztahy.
Dvouvrstvé sit€é modeluji siln€ nelinearni vztahy. Pouzivani vicevrstvych siti
obvykle nebyva efektivnéjsi. Navic je tfeba pocitat s tim, ze velmi slozité sité
mohou byt pfeurené, nejednoznatné a nestabilni a Ize je jen téZko
optimalizovat.

3. Chceme-li informaci o spolehlivosti predikce, miZzeme zvolit podmnozinu dat,
které pouzijeme na validaci sité.

4. Usp&nost neuronové sité miizeme posoudit podle pribshu poklesu kritéria
souctu Ctverctl, podle tésnosti prolozeni v grafech predikce zavisle proménnych
a podle tloustky tusecek spojujicich neurony (tloustka je umérna absolutni
velikosti ptislusné vahy, tedy intenzity toku informace smérem dolit).

5. Predikce: Pokud chceme natrénovanou sit’ vyuzit jeSte pro predikovani zatim
neznamych hodnot zavisle proménné, zvolime nezavisle proménné stejné jako v
bodu 1. Pak pouzijeme natrénovanou sit’ k predikci nezndmych hodnot.



Nezavisle proménna
(Prediktor, vstupni proménna)

Uceni sité -
optimalizace parametr(i
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26.9 2571
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A B C D E
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neuronova sit
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Zavisle proménna,
predikované hodnoty

Predikce pomoci natrénované neuronové sité



Validace modelu NN

Modely NN obvykle neumoznuji vypocet statistickych parametrii a diagnostik
pro podrobné posouzeni kvality modelu (rozptyly regresnich koeficientd, F- a t-
statistiky pro testovani vyznamnosti modelu, diagnostické grafy, apod.), jak je tomu
naptiklad u linearni regrese. Proto je tfeba pouzivat jiné metody, abychom se
presvédcili, zda je sestaveny model vhodnym popisem sledovaného fenoménu.
Neuronové sité jsou velmi flexibilnim néstrojem a snadno muze dojit k situaci, kdy
model bude velmi (az podeziele) dobie popisovat (fitovat) zadana data, avSak nikoliv
fenomén (zavislost) jako celek. To se pak projevi velmi Spatnou predikci hodnoty
zavisle proménnych z nové zadanych hodnot nezavisle proménné, které se piesné v
datech dosud nevyskytly, ackoliv se nachazeji uvnitt intervalu trénovacich dat. K
posouzeni kvality predikénich schopnosti neuronové sité slouzi validace (cross-
validation). Validace je zaloZena na jednoduchém principu vyloucit z trénovani NN
urCitou Cast dat. Z této (testovaci, ¢i validac¢ni) Casti dat se pak pouziji hodnoty
nezavisle proménné pro predikci, ktera se srovnd se skute¢nou hodnotou odezvy.
Pokud se tato predikce shoduje se skute¢nou odezvou, svéd¢i to o schopnosti sité
predikovat spravné odezvu i pro data, kterd predtim “nevidéla”. Kvalitu predikce lze
posoudit pomoci grafu prabéhu optimalizace nebo grafu predikce. Nasledujici obrazky
ilustruji rizné pribéhy optimalizace kritéria nejmenSich ¢tverct pro rtzné kvalitni
modely.
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Spatna, nebo Z4dn4 predikéni schopnost, model bude nepouZitelny pro predikci.
Cim lepsi fit, tim horsi predikce — nutno zjednodusit model, nebo pridat data,
nebo mezi modelovymi parametry prosté Zadny vztah neexistuje.
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Nevyrazna zavislost, bud’ neexistuje zavislost
odezvy na prediktoru, nebo prili§ jednoduchy

model, nebo se nepodarilo nalézt parametry sité.

Klasifikacni ulohy pomoci NN

Vzhledem k ptechodové povaze aktivacni funkce jsou neuronové sité vhodné
mimo jiné 1 k modelovani klasifika¢nich loh, kdy ma vystupni proménné diskrétni
hodnotu, nejcastéji dvouurovitovou (binarni), 0 a 1, pifipadné viceurovilovou, jako
napt. 1, 2, 3, jejiz vyskyt zavisi na nezavisle proménnych. Neuronova sit' pak
predikuje uroven vystupni proménné za danych hodnot nezédvisle proménnych,



podobné jako logisticka regrese. V ptfipadé binarni odezvy 0 — 1 lze predikci
povazovat za pravdépodobnost nastani stavu “1”. Nasledujici grafy ilustruji pouziti
NN jako klasifikatniho modelu. Vlevo jsou naméfené odezvy (svétly bod odpovida
hodnoté 0, tmavy bod hodnoté 1). Vpravo je mapa predikovanych oblasti ziskana
pomoci neuronove sité s predikci zobrazena modulem Grafy — 3D-Spline.

Tabulka: Priklad dat pro klasifika¢ni lohu: Parametry X a Y (nezavisle proménné) ovliviiuji
vysledek (zavisle proménnd, odezva). Pii vypoctu je nutno zadat Ciselné, napiiklad binarni

vyjadreni vysledku. Urovni odezvy miiZe byt i vice nez dvé.

Parametr X | Parametr Y Vysledek | Vysledek-binarni
1.5 3.1 Vyhovuje 0
1.9 2.2 Vyhovuje 0
3.5 2.8 Vadny |
2.9 4.3 Vadny 1
2.4 2.7 Vyhovuje 0
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3D reprezentace predchoziho grafu klasifika¢niho modelu pomoci predikce a 3D-Spline
(modul Grafy)

Modul NN se muze stait mimoifadné vykonnym ndstrojem pro piedpoveéd
chovani systému, které jsou popsany vice parametry, predpovéd rizik za danych
podminek 1 obecnym modelem pro popis a pochopeni vlastnosti a chovani
nejruznéjSich systémul, fenoméni a procest.. Praktickou pouzitelnost modulu PLS
vyrazn¢ zvysSuje moznost ulozit vytvofeny model pro pozd¢jsi pouziti (predikci) bez
nutnosti opétovného vypoctu z originalnich dat.
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Statisticka” regulace procesu®

Centrum pro jakost a spolehlivost vyroby, CVUT v Praze
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Workshop CQR, 21. listopad 2008, Lazné Bohdanec¢

Spolehlivost software

Rizeni adrZby a spolehlivost

MTERE Hlavni sméry aplikovaného vyzkumu na pracovisti: MUTTEITERE Hlavni sméry aplikovaného vyzkumu na pracovisti:
aplikace L L o aplikace .. L, o
el m Statistick& regulace procesu (SPC) UL m Statisticka regulace procesu (SPC)
vyzkumu z 3 o vyzkumu z . s
y m spolupréace s firmou Valeo Humpolec, Senco Pfibram y m spolupréace s firmou Valeo Humpolec, Senco PFibram
B zpracovani navrhl novych regulacnich diagram@ B zpracovani navrhdl novych regulaénich diagramdi
Ovod zobnového typu z6nového typu

m Spolehlivost software
m spoluprace s firmou CSC Praha, ING
® vyhodnoceni nékterych novych pristupl k
programovani velkych softwarovych celkl (agilni
programovani, extrémni programovani), diagnostika a
metody klasifikace softwarovych modull

Statisticka” regulace procesu’®
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vysledkis m Statistick& regulace procesu (SPC) vysledk
vyzkumu - . o vyzkumu
m spoluprace s firmou Valeo Humpolec, Senco Pfibram
m zpracovani navrhd novych regulagnich diagramd
Ovod zén_ového typu
m Spolehlivost software ST n "
m spoluprace s firmou CSC Praha, ING reguiace Statis regulace procesu” (SPC)

procesil

® vyhodnoceni nékterych novych pristupl k
programovani velkych softwarovych celkl (agilni
programovani, extrémni programovani), diagnostika a
metody klasifikace softwarovych modulli

m Rizeni (drzby a spolehlivost

m spoluprace s VZLU Praha, Jihlavan (vyhodnoceni
provozni technologi¢nosti malého dopravniho letadla)

m spoluprace se Skoda Power, Invelt-elektro Plzef
(vyhodnoceni procesu poruch parnich turbogeneratord
a vypocty pravdépodobnosti poruch bezpecnostni
funkce a stanoveni SIL podle CSN EN 61511)

Soubor program(l v MATLABU pro optimalizaci diagramdi
zbnového typu

Statisticka” regulace procesu’

Statisticka” regulace procesu’

Numerické Numerické

aplikace aplikace
RIEEs Softwarova podpora navrhu regulaéniho diagramu ] Softwarova podpora navrhu regulaéniho diagramu

m Vypocet ARL
m z pravdépodobnostniho modelu
m pomoci Markovského Fetézce

m Vypocet ARL
m z pravdépodobnostniho modelu
m pomoci Markovského fetézce

Statistick: Statisticka
requlace m metodou Monte Carlo requiace m metodou Monte Carlo
procest procestl

m optimalizace regulac¢nich mezi vzhledem k ARL
® maximalni ARL(0)
® minimalni ARL(4) pro zadané ¢
m simplexova metoda Nelder-Mead



Statisticka” regulace procesu’® Statisticka” regulace procesu’®

Numerické Numerické
aphkac% . a'plikace} . . . .
R Softwarova podpora navrhu regulaéniho diagramu e Soubor programi v MATLABU pro optimalizaci diagramtl

UT v Praz m Vypocet ARL zbnového typu

m z pravdépodobnostniho modelu
— ® pomoci Markovského Tetézce v, e L ) R D1 marmeat(ea) mmmei(-anein))
atisticka Statisticka normcd£ {-d+k(2) )

regulace m metodou Monte Carlo regulace = [ E(8)-£{3) E(5)-£(4) 1-£(5});

.
) g = [ £(3)-f£(2) £(2)-£(1) £(1)]s
e m optimalizace regula¢nich mezi vzhledem k ARL . Friepnmoneonensanny ey
m maximalni ARL(0)
B minimalni ARL(6) pro zadané ¢
m simplexova metoda Nelder-Mead

P, Ly=etl)*a(ly;  P(1,2)=p(2)+a(2); P(1,3)=p(3)+a(3);

pas=£(5)-f£(1}; ps= (f(5! £(3))/pas; gs= (f(JY f(l))fl’ﬂﬂr ps0=ps* F(U*EB q(l);
P(2,1)=ps*q(1l)+gs*p( 2)=ps*q(2)+gs*p(2)+ps
P(2,3)=ps* (p:z)‘qt2)»wa*(n(2)~p(:)) P(z 4)=ps*p(I)+as*q(3);

ps=1-£(3); gs=£{3);
P(3,1)=ps*q(1l)+gs*p(l); F(‘ 1)=l’(3 1!'
P(3,2)=ps*q(2)+as*p(2); 213

m ekonomicka optimalizace parametrli SPC
® minimalizace nakladd na regulaéni cyklus
| vypocet optimalni doby mezi inspekcemi T a poctu
vzorkl v jednom vybéru n

q{3)+gs*pl3);
l’(4 )= PB PUJ*GB’Q(U#

P(3,3)=P(4,3)+P(4,4);

P(3,4)=ps*p(2)+as*a(2);

arlz23= [1 0 0 0)+inv(eye(4) - B)*[1 11 1]';

Spolehlivost software

Statisticka” regulace procesu’®

Numerické Numericke
aplikace aplikace
vysledkd vysledkd
vyzkumu vyzkumu

m vstupy: typ diagramu (po¢et mezi a rozhodovaci
pravidlo - skory)
statistick m vystup: hodnoty mezi v nasobcich o (vektor k) a ARL

- olehlivost software
ool pro posun stfedni hodnotyod =0,0.3, ..., 2.7, 3.

procesil
Ukazka vystupu optimalizace pro diagram Z23 pfi pocatecni S Bilec: Program pro optimélni nastaveni klasifikacniho stromu pro
podmince ARL(0) = 400: Klasifikaci softwarovych moduldl z hlediska jejich rizikovosti
("n&chylnosti k chybam”)

Spoctené k=[1.0839 2.9892]
‘D 0 03 0.6 |0.w ‘ 12 ‘ L5 ‘ LE FA ‘2.4 ‘2.7 ‘1.0

‘ ARLM)‘ 3999 |zzs,a! | 72,62 |2s,w ‘ 11,83 ‘ 724 ‘ 527 ‘4:25 ‘ 3,65 ‘ 3,24 ‘2,93 ‘

Spolehlivost software

Spolehlivost software

il Programova podpora pro g%l Programova podpora pro
vysledkd , s . o vysledki , L, . o
vizkumu m planovani softwarovych testt vizkumu m planovani softwarovych testt

m podet testll a jejich sloZitost zavisi na rizikovosti
testovaného modulu
m feSeni navaznosti testl

Rz m pocet testll a jejich slozitost zavisi na rizikovosti
testovaného modulu
B feSeni navaznosti testl

m zvySeni efektivity ladéni softwarovych celkl

Spolehlivost Spolehlivost
software software m optimalni rozlozeni zdrojtl (lidskych, asovych,
financnich)
m celkoveé sniZeni nakladd pfi zvy3eni pfedpokladané
spolehlivosti

Spolehlivost software

Spolehlivost software

ek Programova podpora pro ek Metoda: rozloZeni softwarového celku na samostatné
vysledkdl , L, , o vysledkil el ifi 1 ifikaéni O
o] m planovani softwarovych testii yzedd moduly a jejich klasifikace pomoci klasifikacnich stroml

AN m podet testll a jejich slozitost zavisi na rizikovosti CVUT v Praz
testovaného modulu
B feeni navaznosti testl

Potet E
revizl

Rid=R1
m zvySeni efektivity ladéni softwarovych celkl
Spolehlivost L . . o . . , Spolehlivost
software m optimalni rozlozeni zdroji (lidskych, ¢asovych, software
finan€nich)
m celkoveé snizeni nakladd pfi zvy3eni pfedpokladané
spolehlivosti

| zvySeni kvality vyvijeného software

m zkraceni doby do uvolnéni softwarového celku pro
uZivatele
m snizeni poctu chyb v sw celku na minimum
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Numerické
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Spolehlivost software

Pro kazdy softwarovy celek je treba

m stanovit faktory, které mohou ovlivnit mnozstvi chyb
(metriky)

Spolehlivost software

Pro kazdy softwarovy celek je treba
m stanovit faktory, které mohou ovlivnit mnozstvi chyb
(metriky)
B mezi témito faktory vybrat nejvyznamnéjsi z hlediska
klasifikace a ur€it jejich pofadi pfi klasifikaci
m pomoci tzv. funkce vybéru, ktera postupné vybira ty
metriky, které nejvice ovliviiuji "nachylnost k chybam”
m pro kazdou metriku stanovit optimalni pocet vétveni a
nalézt meze pro déleni

m ze vSech moZnych déleni program vybere to, které
pFin&si minimalni entropii

Spolehlivost software

Program pro optimalizaci nastaveni klasifikacniho stromu
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by a spolehlivost

Programova podpora pro
Stanoveni technologi¢nosti malého dopravniho letadla
(MDL)

m rozklad MDL na opravitelné jednotky (MSI)

m stromova struktura (celek, systém, subsystém, MSI)
m stanoveni moZnych poruch, jejich pfi¢in a dlsledkd,
parametrd opravitelnosti (dostupnost, ¢as, naklady)

Spolehlivost software

L\ ké - - . . ~
il Pro kazdy softwarovy celek je tfeba
vysledkd

vyzkumu m stanovit faktory, které mohou ovlivnit mnoZzstvi chyb

(metriky)
B mezi témito faktory vybrat nejvyznamnéjsi z hlediska
klasifikace a urcit jejich poradi p¥i klasifikaci
m pomoci tzv. funkce vybeéru, kterd postupné vybira ty
Spolehlivost metriky, které nejvice ovliviiuji "nachylnost k chybam”

software

Spolehlivost software

Ni ké - - . . ~
il Pro kazdy softwarovy celek je tfeba
vysledkd

vyzkumu m stanovit faktory, které mohou ovlivnit mnoZzstvi chyb
(metriky)
B mezi témito faktory vybrat nejvyznamnéjsi z hlediska
klasifikace a ur€it jejich poradi pfi klasifikaci
m pomoci tzv. funkce vybéru, ktera postupné vybira ty
—— metriky, které nejvice ovliviiuji "nachylnost k chybam”
e m pro kazdou metriku stanovit optimalni pocet vétveni a
nalézt meze pro déleni
m ze vSech moZnych déleni program vybere to, které
pFin&si minimalni entropii

Pro optimalizaci je tfeba mit k dispozici "u¢ici data”. Ta
slouzi k prvnimu nastaveni a vytvoreni klasifikacniho
stromu. Poté je mozné nastaveni klasifikaéniho stromu
prlibézné "opravovat” podle aktualnich dat.

Rizeni adrZby a spolehlivost

Numericke
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Rizeni GdrZby a spolehlivost

Webova aplikace pro stanoveni technologi¢nosti malého

: dopravniho letadla, webovy elektronicky katalog intenzit
Nestiiell  poruch, webova aplikace pro vyhodnoceni poruch parnich
turbogeneratord

zeni UdrZby a spolehlivost

Numerické ;.

e Programova podpora pro
ysledk ” iy . . ”
R fh Stanoveni technologi¢nosti malého dopravniho letadla

e (VDL)
m rozklad MDL na opravitelné jednotky (MSI)

m stromova struktura (celek, systém, subsystém, MSI)
B stanoveni moznych poruch, jejich pficin a ddsledkd,
parametr opravitelnosti (dostupnost, ¢as, naklady)

e m stanoveni parametrtl technologi¢nosti

m pro fazi navrhu a konstrukce
m pro fazi provozu (nebo pfedpokladaného nasazent)



Numerické
aplikace
vysledkd
vyzkumu

Rizeni Gdrzby
a spolehlivost

Numerické
aplikace
vysledkd
vyzkumu

Rizeni Gdrzby
a spolehlivost

Numerické
aplikace
vysledkd
vyzkumu

Rizeni Gdrzby
a spolehlivost

Numerické
aplikace
vysledkd
vyzkumu

JT v Praze

Rizeni Gdrzby
a spolehlivost

zeni UdrZby a spolehlivost

Programova podpora pro
Stanoveni technologi¢nosti malého dopravniho letadla
(MDL)
m rozklad MDL na opravitelné jednotky (MSI)
m stromova struktura (celek, systém, subsystém, MSI)

B stanoveni moznych poruch, jejich pficin a dasledkd,
parametrl opravitelnosti (dostupnost, ¢as, naklady)
m stanoveni parametrll technologi¢nosti
m pro fazi navrhu a konstrukce
m pro fazi provozu (nebo predpokladaného nasazeni)
m elektronicky katalog intenzit poruch

| |ze jej pouZit pfi vypoctu
m problém s jeho naplnénim (zastaralé a netplné tdaje)

zeni UdrZby a spolehlivost

V metodice se rozliduji &tyfi skupiny Gkoll drzby, lisici se
dostupnosti Gdrzby:
Ukoly Gdrzby, proveditelné v ramci operativni Udrzby
(OU) na jakémkoli letiSti posadkou letadla
tkoly, které Ize provést v ramci OU pouze personalem
UdrZzby s pouzitim bézné dosazitelného materialu a
nahradnich dild
tkoly, které Ize provést v ramci OU personalem tdrzby
na letistich s plnym vybavenim pro OU
Ukoly proveditelné pouze ve specializovaném stfedisku
Gdrzby a oprav za do¢asného odstaveni letadla z
provozu

Rizeni adrZby a spolehlivost

Databazova webova aplikace, umoziujici vyhodnoceni
procesu poruch parnich turbogeneréatorti (TG)

elektrarna | blok | vykon | poSkozena souéast | pFigina poruchy | projev poruchy |
potatek poruchy | kéd zavin&ni | zplsob odstaveni | typ odstavky | zpsob opravy | Gnik média

rozdéleni dob poruch - elektrarna (tfida x absolutni hodnota)
2

220
216
oy
ey
13m
2m

s61n

by a spolehlivost

Databazova webova aplikace, umoziujici vyhodnoceni
procesu poruch parnich turbogeneréatorti (TG)
m Evidence poruch TG véetné spoluplisobicich faktor
m data jsou uloZzena v SQL databazi
B moznosti tvorby slozitych vybérd (SQL dotaz()
m export a tisk vybranych tdajl

zeni UdrZby a spolehlivost

Numericke
aplikace
vysledkd

vizkumu Metoda: rozloZeni softwarového celku na samostatné
moduly a jejich klasifikace pomoci klasifikacnich stromi

s porcut 80
_,.§ VYZKUMNY A IXUSEBNE LETECKY USTAV, A.S.

Rr——

V55 > Palive > Indikace > Protak paiva &

Rizeni (drzby
a spolehlivost

zeni UdrZby a spolehlivost

Numericke
aplikace

vysledkd Program spocte parametry PT:
e m Celkova intenzita poruch
m Doba trvani obnovy provozuschopnosti

m Pravdépodobnost obnovy provozuschopnosti
Néaklady na Gdrzbu

Pravdépodobnost bezporuchového letu
Pravdépodobnost Gspésného splnéni letového Gkolu
Doba logistického zpozdéni

Mérné cenové naklady na osobohodinu prace

m Pocet pracovnik{ Gdrzby, potfebnych pro obnovu

Rizeni (drzby
a spolehlivost

pro kazdou skupinu tkoll Gdrzby zvlast a k nim i parametr
celkovy.

Rizeni adrZby a spolehlivost

MATTEITERE Databazovéa webova aplikace, umoZziujici vyhodnoceni

aplikace

x;mg procesu poruch parnich turbogeneratord (TG)
m Evidence poruch TG véetné spoluplsobicich faktorl

Rizeni (drzby
a spolehlivost

zeni UdrZby a spolehlivost

ek Databazova webova aplikace, umoZiujici vyhodnoceni
mmg procesu poruch parnich turbogeneratord (TG)

m Evidence poruch TG véetné spoluplisobicich faktord
m data jsou uloZena v SQL databazi
B moznosti tvorby slozitych vybérd (SQL dotazl)
m export a tisk vybranych tdajl

UT v Praze

Rizeni (drzby
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zeni UdrZby a spolehlivost

Databazova webova aplikace, umoziujici vyhodnoceni
procesu poruch parnich turbogeneréatorti (TG)

m Evidence poruch TG v&etné spoluplsobicich faktord
m data jsou uloZzena v SQL databazi
B moznosti tvorby slozitych vybérd (SQL dotaz()
B export a tisk vybranych tdajl

zeni UdrZby a spolehlivost

Databazova webova aplikace, umoziujici vyhodnoceni
procesu poruch parnich turbogeneréatorti (TG)

m Evidence poruch TG v&etné spoluplisobicich faktordi
m data jsou uloZzena v SQL databazi
B moznosti tvorby slozitych vybérd (SQL dotaz()
B export a tisk vybranych tdajl
m Statistické vyhodnoceni
m rozlozeni ¢etnosti poruch z mnoha rliznych hledisek
(spolupdisobicich faktordi)

Rizeni adrZby a spolehlivost

Databazova webova aplikace, umoziujici vyhodnoceni
procesu poruch parnich turbogeneréatorti (TG)

m Evidence poruch TG v&etné spoluplisobicich faktordi
m data jsou uloZzena v SQL databazi
B moznosti tvorby slozitych vybérd (SQL dotaz()
B export a tisk vybranych tdajl
m Statistické vyhodnoceni
m rozloZeni Getnosti poruch z mnoha rlznych hledisek
(spoluptisobicich faktorl)
m rozloZeni délek poruch (= velikosti vipadkil) z mnoha
rtznych hledisek (spoluplisobicich faktor(l)
m analyza dob mezi poruchami
B parametricka (za predpokladu Weibullova rozdélent)
B neparametrick& (vyhodnoceni dle stafi stroje nebo dle
kalendarniho data)

zeni UdrZby a spolehlivost

Databazova webova aplikace, umoziujici vyhodnoceni
procesu poruch parnich turbogeneréatorti (TG)

statistiky -> Eetnosti poruch elektrama | blok | vikon | poskozena sougast |
piicina poruchy | projev poruchy | pogtek poruchy | kéd zavingni |

zplisob odstaveni | typ odstavky | zpdsob opravy | Gnik média

Ppouze prvnich: (apiikovat)
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zeni UdrZby a spolehlivost

B Databazovéa webova aplikace, umoZziujici vyhodnoceni
x;mg procesu poruch parnich turbogeneratord (TG)
m Evidence poruch TG v&etné spoluplisobicich faktord
m data jsou uloZena v SQL databazi
B moznosti tvorby slozitych vybérd (SQL dotazl)
B export a tisk vybranych tdajl
m Statistické vyhodnoceni

Rizeni (drzby
a spolehlivost

zeni UdrZby a spolehlivost

B Databazovéa webova aplikace, umoZiujici vyhodnoceni
x;mg procesu poruch parnich turbogeneratord (TG)
m Evidence poruch TG v&etné spoluplisobicich faktord

m data jsou uloZena v SQL databazi

B moznosti tvorby slozitych vybérd (SQL dotazl)

B export a tisk vybranych tdajl
m Statistické vyhodnoceni

m rozloZeni etnosti poruch z mnoha rlznych hledisek

(spolupdisobicich faktord)

Rizeni ddrzby m rozloZeni délek poruch (= velikosti vypadk{) z mnoha
Sl riznych hledisek (spoluptisobicich faktortl)

Rizeni adrZby a spolehlivost

B Databazovéa webova aplikace, umoZziujici vyhodnoceni
x;mg procesu poruch parnich turbogeneratord (TG)
m Evidence poruch TG v&etné spoluplisobicich faktord
m data jsou uloZena v SQL databazi
B moznosti tvorby slozitych vybérd (SQL dotazl)
B export a tisk vybranych tdajl
m Statistické vyhodnoceni
m rozloZeni etnosti poruch z mnoha rlznych hledisek
(spolupdisobicich faktord)
Rizeni ddrzby m rozloZeni délek poruch (~ velikosti vypadki) z mnoha
Sl rliznych hledisek (spoluptisobicich faktorl)
m analyza dob mezi poruchami
W parametricka (za prfedpokladu Weibullova rozdéleni)
B neparametrick& (vyhodnoceni dle stafi stroje nebo dle
kalendarniho data)
m analyza délek oprav
B parametricka (za predpokladu Weibullova rozdéleni)
B neparametricka (vyhodnoceni dle stafi stroje nebo dle
kalendéarniho data)

zeni UdrZby a spolehlivost

Numericke Databazova webova aplikace, umoZiujici vyhodnoceni

aplikace

vysledki procesu poruch parnich turbogeneratord (TG)

vyzkumu

CVUT v Praze

charakteristiky | histogram | kumulativni histogram

Rizeni (drzby

a spolehlivost
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Numerické
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vysledkd

vyzkumu wr

pram&rma kumulativni funkee intenzita opakovani

4

: : o * w
(dabo mezi poruchami x kumulativn potet poruch) (doba mezi poruchami x Intenatta)

Rizeni Gdrzby
a spolehlivost

(datum x kumulative poZet poruch) (datum x intenzita)



CQR na VSB-TU Ostrava r. 2008 @
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¢  Modelovani a kvantifikace rizik a spolehlivosti sloZitych
systémi — algoritmizace a PC implementace.
(prrednese Doc. Ing. Radim Bris, CSc.)

¢ Algoritmizace a numericka implementace nalezenych
metod v ramci spoluprice s primyslem
(prednese Ing. Pavel Praks, Ph.D.)

+  Implementace systtmu managementu podle ISO 9001 a
hodnoceni vykonnosti organizace s vyuzitim EFQM
Modelu Excellence v prostiedi VS.

(prednese Doc. Ing. Milan Hutyra, CSc.)

21.11. 2008 Lézné Bohdaneg

Modelovani a kvantifikace rizik a i
spolehlivosti sloZitych systému @
— algoritmizace a PC implementace.
(Doc. Ing. Radim Bris, CSc.)
Resend témata:
1. Kvantifikace spolehlivostnich charakteristik vysoce
spolehlivych systémi a prvki
Regeni vybranych dynamickych uloh
Modelovani a kvantifikace rizik v 1ékarstvi

Zakladni poznatky z teorie ¢isel

IE NN N

Casopisecké vystupy - navaznost na ukoly CQR 01 a 02

*  Informace o mez. konferenci ke viem tématim CQR
Esrel 2009 Praha

21.11. 2008 Lézné Bohdaneg

vysoce spolehlivych systémi a prvk

Novy analyticky algoritmus. Formulace problému.

« Je zadan systém pomoci acyklického orientovaného grafu.

+ Terminalni uzly jsou komponenty (napf. vypinace, kabel, atd.) s poruchovymi
deterministickymi ¢i stochastickymi procesy.

* Pouzitim teorie obnovy umime spocitat (Laplaceova transformace, Fourierova
transformace) ¢asovou zavislost koeficientu nepohotovosti  jednotlivych
komponent, napf s korektivni udrzbou — model s opravitelnymi komponentami

(CM):
Pay=1-| K A |2 A -] e>0
A+pu A+p A+u
21. 11. 2008 Lazné Bohdane¢
o

G Motivaéni pfiklad
Pravdépodobnosti funkéniho p a nefunkéniho stavu g: ptqg= 1

« V38echny PC maji kone¢nou strojovou pfesnost realnych ¢isel. Neni jedno, zdali
spocteme p nebo q. Chceme-li pIné vyuzit strojovou pfesnost, musime spogcitat
mensi z obou pravdépodobnosti !

Necht je dan PC s tfimistnymi dekadickymi Cisly.

Pro hodnotu

q=0.00143,
bychom namisto spravné hodnoty p = 0.99857
méli pouze p =0.999.

Zpétnépro q=1-p
bychom pak dostali: g = 1- p = 0.00700

Je vidét, Ze dochazi ke znaéné ztraté pr i yby

potitali p namisto q 11!
21. 11. 2008 Lazné Bohdaneé

o
. . . . e - Odvozeni koeficientu nepohotovosti pro model
Kvantifikace spolehlivostnich charakteristik " s opravitelnymi prvky a vjskytem skrytych poruch

Resenim soustavy 3 diferencialnich rovnic obdrzime vyraz pro spici poruchy:

P(T)=(1-P, ).(1=e™ ) +P, {1 +ﬁ(e’“ )|, 10

. Pro ucely efektivniho pocitatového vyEisleni, Ize vyraz v hranaté zavorce jesté upravit na tvar:

[1 . /_/ﬂ (" _ﬂ)} - y}j/l e imew ] 1o

V dal$ich avahach budeme jesté potfebovat to, aby tento vyraz byl vzdy kladny, coz Ize
snadno dokéazat.

Cilem je nyni nalézt odpovid: asovy pribéh koeficientu nepohotovosti pro
cely systém (vysoce spolehlivy), €ili pro nejvyssi SS uzel, ktery reprezentuje
spolehlivostni chovani celého systému !

21. 11. 2008 Lazné Bohdaneé

Urceni pravdépodobnostniho chovani systému
podle jeho grafové struktury

pi yéis stavu
terminalnich uzlu, tj. prvka 8,9,10 a 5,6,7

p Y P
stavu interniho uzlu 4, ktera je dana nasledujicim
souétem:

9599 G0 + (1= 95)95-410 + 45-(1=G9)-q10 +d5-q9-(1 = q10) +
91— 0)-(1=,0) + (1= ¢)-qo-(1 = 10) + (1= g)-(1 = g9)-q10

P Y P
stavu interniho uzlu 3, ktera je dana jedinym
Elenem:

5-96-97

pi yéis i i iho stavu inalniho uzlu 2
p y&isleni p i iho stavu nejvy&siho SS uzlu 1:

92959 * (17420959, * 4,17 ¢3)-95 + 45,951 - q,)

21. 11. 2008 Lazné Bohdane¢
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@ Novy algoritmus testovaci priklad ze
-4 zahraniéni reference

Dutuit Y, Chatelet E. TEST CASE No 1, Periodically Teste

System. Test-Case Activity of European Safety and

Reliability Association. ISAF-ESRA 1997. Workshop within the European conference on safety and reliability ESREL

1997, Lisbon.
x 10 "
3.

Component 1
Test interval = 24 hours

A=1E-Th"
2
Component 2
Test interval =3 years 8
- -
A =1E-Th .
Component 3 05
Not periodically tested

A=IE-TH % 1 2 3 4 5 6

x10*

Dependence of unavailability on time for the system in
course of first 7 years of operation

21. 11. 2008 Lazné Bohdane¢

Modelovani operacnich rizik morbidity
(mortality) pomoci logistické regrese.

1. Skdrovaci systémy v chirurgii
« Fyziologické skore PS a operacni skére OS
e« Skorovaci systém POSSUM
Referencni logisticky model rizika
2. Exponencialni analyza pro verifikaci modelu POSSUM
. Logisticka regrese — nalezeni nového modelu a jeho verifikace
Modelovani morbidity

Zpracovani aktualnich dat z operaci provedenych laparoskopickou metodou
Verifikace pomoci exponencialni analyzy

e n W

21. 11. 2008 Lazné Bohdane¢

o
@ Skorovaci systémy v chirurgii @
Systém POSSUM. A\

Fyziologické skére zavaznosti stavu je kvantitativni charakteristika
pacienta, vychazejici z fyziologické odpovédi organismu na nemoc nebo
poranéni.

Piedoperacni skore je kvantitativni charakteristika pacienta, ktera se snazi
predoperacné stanovit rizika jednotlivého pacienta, ktery podstupuje operaci.
JelikoZ nejcastéjsi pooperacni komplikace jsou kardiorespira¢ni a zaroven jsou
tyto komplikace i €astou pficinou smrti, zaméfuji se nékteré systémy pravé na
predikci téchto rizik.

Skérovaci systém POSSUM
i ical and i
Mortality (POSSUM systém)
Vyvinut Copelandem a kol.:

Copeland, G.P., Jones, D., Walters, M.: POSSUM: a scoring system for
surgical audit. Br. 3. Surg., 1991, 78, 5.356-360.

ity Score for the ion of
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=
“a=?  Zavére&né poznamky k bezztratovému algoritmu

@

Zachovani plné strojové presnosti si predevsim vyzaduje to, abychom
neprovadeéli od¢itani blizkych hodnot. Veskeré pozadované vystupy je proto
nezbytné vyjadfit ve tvaru souctu Cisel se shodnym znaménkem

Problém souctu velmi mnoha nezapornych Cisel Ize vyfesit tim, Ze soucet
rozloZime do vice dil¢ich souctt, které provedeme numericky bezztratove !

Nasobeni mnoha souciniteld nezplisobuje ztratu presnosti.

Vyisleni pravdépodobnosti nefunkéniho stavu jednoho uzlu nebo podgrafu
souvisejicich uzli méa kombinatoricky charakter. Musime probirat vSechny
kombinace chovani vstupnich hran vedouci k nefunkénimu stavu uzlu.
Astronomicky narlist se zvétSovanim poctu prvkd zpUsobi, Ze program bude
pouzitelny pouze do jisté velikosti systému.

Vystupem z vypodtu s novym algoritmem je obrazek s ¢asovou zavislosti
pravdépodobnosti nefunkéniho stavu systému (koeficient nepohotovosti)
pro zadané sledované obdobi.
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o
@ Skorovaci systémy v chirurgii -
8

Skérovaci systémy v chirurgii usiluji obecné o kvantifikaci a tedy objektivizaci
rizik chirurgickych pacientd. Jednd se zejména o stanoveni pravdépodobnosti
vyskytu komplikaci, morbidity. Cilem je numerické vyjadreni rizika komplikaci
u konkrétniho pacienta, skupiny pacientd nebo celého souboru.

Existuje nékolik typl skdrovacich systémd.

Skorovaci systémy umozriuji

« stratifikaci pacient(i podle zévaznosti stavu, podle jejich rizik a
pravdépodobnosti komplikaci

« moznost objektivné srovnavat dosazené vysledky

Skérovaci systémy se tak mohou stét objektivnim nastrojem zhodnoceni
kvality chirurgické péce.

21.11. 2008 Lézné Bohdanet

Skorovaci systém POSSUM o=
Parametry PS se vztahuiji k pfijeti pacienta nebo k okamZiku bezprostredné
predchazejicimu operaci (sestaveno z 12 nezavislych faktor(i zavaznosti
fyziologického stavu), OS je sestaveno z 6 nezavislych faktord zavaZnosti
operacniho vykonu, které se signifikantné podili na pooperacni morbidité

(mortalité). Potfebna data jsou lehce dostupna a Ize je ziskat i retrospektivné
u vétsiny chirurgickych pacientd.

Vysledek referencni logistické regresni analyzy
- riziko morbidity (R) je:
In [R/1-R] = =591 + (0,16 . PS) + (0,19 . OS)
kde PS ... fyziologické skére, OS ... operacni skore.
R=P(Y=1), kde Y je dvouhodnotové ndhodna proménna (0 a 1), monitorujici vyskyt
morbidity.
Vypoctené hodnoty R — predpokladana morbidita pak mohou byt srovnavany s aktualni

dosazenou morbiditou, napf. pomoci exponencidini analyzy.
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pro verifikaci modelu POSSUM

Exponencialni analyza @

Exponencialni analyza byla poprvé provedena v praci:
Wijesinghe, L.D., Mahmood, T., Scott, D.J.A., Berridge, D.C., Kent, P.]., Kester, R.C.: Comparison of
POSSUM and the Portsmouth predictor equation for predicting death following vascular surgery. Br. J.

Surg., 1998, 85, 5.209-212.

pro Ucely porovnani ocekavané a skutecné se vyskytujici morbidity a mortality.

[Tabulka 1: Tabulka verifikace exponencidini analyzy

predpovidany pocet =

pocet pacient@ * dolni hranice skupiny /100

Posledni sloupec udavé pomér mezi
skute¢nym a predpovidanym poctem

pacienti, ktefi méli pooperacni komplikace.

Tato hodnota je velice dileZita pro cely

vysledek exponencidlni analyzy. Je-li tento

pomér roven jedné nebo je statisticky
blizky hodnoté jedna, je dany model

vhodny pro ocenéni morbidity.

Skupina R (%) | Potet pacientii | Skutetny potet | Predikce | Pomir
0-30.00 96 31 9 34444
10.00 - 30.00 93 30 9 3.3333
20.00 - 30.00 30 1 6 18333
30.00 - 100.00 180 87 54 16111
40.00 - 100.00 133 69 53 13019
50.00 - 100.00 101 57 51 11176
60.00 - 100.00 70 42 4 1.0000
70.00 - 100.00 43 7 30 0.9000
80.00 - 100.00 20 13 16 08125
90.00 - 100.00 3 3 3 10000
0.00 - 100.00 276 118 63 1.8730

Charakter dodanych dat pro logistickou &=
regresi @
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o

4

Operacni data dodana z chirurgické kliniky FN Ostrava-Poruba. Data
pochazejici z otevienych operaci stfev jsou schematicky znazornéna na

obrazku.

morbidita

15
0sl1

Schematické prostorové znazornéni datového souboru
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Aplikace nového modelu na chirurgicka data pa
z laparoskopickych operaci stfev b
8

Verifikace modelu byla provedena pomoci exponencialni analyzy

skupina (%) | poZet pacientii | skutetny potet | predpovézeny potet | pomer
0- 30.0000 39.0000 i 12500
T0.0000 - 30.0000 39.0000 20000 12500
20,0000 - 30,0000 39.0000 0000 06250
30.0000 - 100.0000 | __192.0000 58.0000 T.0000
40,0000 - 100.0000 85.0000 340000 09412
50.0000 - 100.0000 35.0000 18.0000 0.9444
60.0000 - 100.0000 10.0000 6.0000 08333
70.0000 - 100.0000 T.0000 1.0000 0.0000
80.0000 - 100.0000 1.0000 1.0000 0.0000
90.0000 - 100.0000 T.0000 I 1.0000 0.0000
0.0000 - 100.0000 231.0000 63.0000 62.0000 10161

Verifikace exponencialni analyzou pro data z laparoskopickych operaci
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Exponencialni analyza

pro verifikaci modelu POSSUM

100

pozet imrti

i

Pomér skutecnych a predikovanych pacientd s komplikacemi (4mrti)

030 1030 2000 100 40-100 50000 B0-100 70-100 60100 8010

skupiny

Bpocet mrtiaktuéinich  Dpoget umrti predikovanych
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Novy model logistické regrese a

In [R/1-R] = —2,75257+ (0,08564 . PS) + (0,0654 . OS)

verifikace

kde R(PS,0S) = =(PS,0S)

y2-test dobré shody pro

vhodnost pouzitého modelu

Morbidita | Morbidita 0
Trida  Logitovy interval n  Pozorovino Predikce Pozorovino Predikee
1 <-0,748892 55 12 157492 43 392508
2 -0.748892 a7 0487402 55 24 192725 31 35,7275
3 048740207 -0,185379 57 24 238842 33 33,1158
4 018537902 016175 53 25 260443 28 26,9557
5 >0,16175 54 3 33,0499 21 20,9501
Celkem 274 118 156

#2=13,11935 ... pocet stupiiii volnosti 3 ... p-value = 0,373584

Tento test ovéiuje hypotézu o tom, zda nova logisticka regresni funkce je adekvatni
s pozorovanymi daty. p-value je vétsi nez 0.10, neni divod zamitat vhodnost

pouzitého modelu na

Aplikace nového modelu na chirurgicka data
z laparoskopickych operaci stiev

90% hlading vyznamnosti.
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0

pocet émnti 50

030 1030 2030 2019040100 50-100 65100 70-100 80-100 90-100 et
upiny

Mpotet imrtiaktualnich  Dpoget umrti predikovanych

Verifikace exponencialni analyzou pro data z laparoskopickych operaci
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@ Zavéry a oteviené otazky @ @ COQR na VSB-TU Ostrava r. 2008
=

1. Dodany model logistické regrese byl verifikovan na aktudini Iékafska data,
z otevienych i laparoskopickych operaci stfev — FN Ostrava-Poruba. Model neni
optimalni.

Algoritmizace a numericka implementace

2. ko i énné P [ Zit ke i éhy lu logistické 3 g - . -
Skérovaci proménné PS a OS Ize pouzit ke generaci nového modelu logistické regrese. nalezenych metod v ramci spoluprace

3. Jednou z moznosti verifikace je algoritmus exponencidlni analyzy. Jeji aplikace na data o
z laparoskopickych operaci z FN Ostrava-Poruba prokazala dobrou shodu mezi N PrumySlem

skutecnym a predikovanym poctem pooperacnich komplikaci.
(Ing. Pavel Praks, Ph.D.)
4.  Dalsi verifikace nového modelu mdize nasledovat pomoci standardnich x2 testd
vhodnosti pouZitého modelu, pfipadné pomoci specializovaného Hosmer-
Lemeshowova testu.

5. Ovéfeny a na dlouhodobych datech verifikovany rizikovy model Ize povaZovat za
charakteristiku daného lékafského pracovisté. Je pouzitelny jako nastroj pro hodnoceni
kvality Iékarské péce - inovadni pristupy ve financovani zdravotnictvi.

6. Metodika pro modelovani a pfedpovéd rizik, aplikovana na redlna data v Gzké
spolupraci s Iékafem, mdZe i samotnému Iékafi poslouZit jako vhodny nastroj pro
volbu typu operaéniho zakroku.
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Modelovani degradace Weibullovym @ @ Modelovani degradace Weﬂeibullovjim rozdélenim: @
rozdélenim (P.Praks) = Odhad parametri pomoci MLE =

*  Vyzkum ve spolupraci s prof. Pierre-Etienne LABEAU, Service de Métrologie Nucléaire,
Université Libre de Bruxelles, Brusel, Belgie. » Testovéana schopnost vybranych unimodalnich
*  Vstupem vyvijeného software jsou doby do poruchy (+ "stopping times" pro cenzorovana Welbull modelﬁ aproximovat referenéni vanovou

data). Impl ény 3 ckonomické modely popisujici riizné strategic udrzby (ABAO,

AGAN, BAGAN). Populémi Weibull-modely nejsou vzdy vhodné pro aproximaci vanové kiivku 5 ¢\ .

b [ 1 ¢ \Ba

kiivky: fult) = iy g*(n—ﬂ)
Na \Ma
N 1 By (t—m\ 7 (=)

.  (tmm\ P (sm)

o fo(t) == e \"™/J H(t—uw)
o8 , 3 Mo M

ol ’ 1| Be (ﬂ)ﬁ;—l e_(%)ac

foft) = H(t)
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@ Vyhl.edgvam p(?doE:) nych . @ Vstup: Klasifikace metalografickych obrazki —
MetaIé)gtra;'FK}';hO’O\:X_?_ZRIXJI\}’SObraZO\/e @ expertem - Ing. Jana Jelenova, BONATRANS a.s. @
atabazi a.s.

« Motivace: V}7V0j software P Praks, . Toquiendo. R Kutera: The sparse image represcntation for . Posiobn(v)rsl 30-ti obrazkl porovnavana se Vzorlﬁem, u kterého je pfedem
R , , , |automated image retrieval. IEEE ICIP 2008. San Diego, USA znama tfida: TERE
pro automatické vyhledavani | oz o oo os v som _ (ida A. tfida Z

podobnych obrazki [ e 3 f—,‘ RS B A5596ﬂ74jpg
* Vyhledavani podobnych ‘ L ‘ > 9 — A56095.jpg
obrazkll v obrazové databazi | wewaweeioo  sem e e o ~ AS6132.jpg
BONATRANS ass. s = i — A56166.jpg
porovnanim vysledkt od 2 — A56168.jpg
experta BONATRANS a.s. a0 — 755232.jpg
. — Z755265.jpg
i" 3 — Z255287.jpg
— 755293.jpg

* Cilem je automaticky rozpoznat tfidu obrazku

BONATRANS!
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Vysledky vyhledavani: Isires A56745.jpg.txt: T

5 nejpodobnéjsi skuteéné patii do A @

AS6132(0.94) A56166(0.86) AS5967(0.69)
s . - S

Vysledky vyhledavani: Isires_Z55232.jpg.txt: o

3 nejpodobnéjsi patii do A, ale s velmi malou podobnoﬁ
(podobnost ~ 0) A\

255232(1.00) AS6166(0.05) AS5967(0.02)

255265(-0.00) A56168(-0.00)

AS6095(-0.01)

. . L g
Spoluprace s Arcellor Mittal Ostrava a.s. N
LCT705P1010023_2(1.00) LDT706P1010069_2(0.97) LCT708P1010225 2(0.91) T% ;7

«  Vysledky publikovany:

* P.Praks, M.
Grzegorzek, R.
Moravec, L. Valek,
and E. Izquierdo:
Wavelet and Eigen-
Space Feature
Extraction for
Classification of

LCT70SP1010167_2(0.85) LCTE2XP1010228 2(0.85) LCT708P1015633 a(0.84)

Metallography Images.
LDTTOSP1015683 _2(0.83) LCTS2AP1010229 3(0.75) LCTS2HP1010228 a0 72) F rom.lers in Artificial
o . Intelligence and

Applications. Vol. 166,
2008: TOS Press
Amsterdam.
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Vysledky vyhledavani: Isires A56251.jpg.txt:
4 nejpodobné;jsi skutecné patii do A Y

Qs

A6132(0.95) A56166(0.92) A55967(0.69)

255293(0.46)

o

Shrnuti vysledkti dosavadni Taiw,
spoluprace A\

* Vypocet podobnosti algoritmu nevyzaduje fazi uceni, nejsou tedy nutné
pozitivni a negativni piiklady.

* Vysledky ukazuji, ze vypocet podobnosti obrazki umoziuje s pomérné
velkou jistotou automaticky oddélit obrazky tiidy A od obrazku t¥idy Z,

* Zda se, ze tiida Z obsahuje vice faktort, nebot’ obrazky tidy Z si nejsou
vzajemné podobné. Piesto vysledky ukazuji, ze obrazky tfidy Z nejsou ani
podobné obrazkiim s tiidy A.

« Navrhy do budoucna: Porovnavani vice obrazkil. Zavedeni vice tiid,
vzajemné rozpoznavani tiid, porovnavani vysledki s expertem
BONATRANS a.s.; Tvorba statistického modelu. Moznost spole¢nych
publikaci.
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CQR 2008 reference: £

@

Praks P., Izquierdo E., Kucera R.: The sparse image representation for automated image retrieval.
IEEE ICIP 2008, San Diego, USA. pg: 25-28. ISBN: 978-1-4244-1764-3

P. Praks, V. Svétek V., Cernohorsky J.: Linear algebra for vision-based surveillance in heavy
industry - convergence behavior case study. IEEE CBMI 2008 - Sixth International Workshop on
Content-Based Multimedia Indexing. 18-20th June, 2008, Queen Mary, University of London,
London, UK. pg. 346-352. ISBN: 978-1-4244-2043-8 DOI:10.1109/CBMI.2008.4564967
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KAPITOLA 4: SYSTEM MANAGEMENTU JAKOSTI
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4.1 - VSeobecné pozadavky l l 4.2 - Pozadavky na dokumentaci l

Identifikace procesii QMS

oces! I Politika jakosti a cile jakosti |
Vv organizaci

- Piirucka jakosti |

Dokumentované postupy
— pozadované normou
1SO 9001:2000

Ostatni dokumenty potiebné
— pro planovani, fungovani
a fizeni procest

Zajisténi dostupnosti zdroji a

F a i
procesi
informaci pro procesy ‘

Kritéria a metody pro efektivni
fungovani a fizeni procest

a analyza procest 1SO 9001:2000

Monitorovani, méfreni — — —
Zéaznamy pozadované normou

Opatfeni pro dosazeni vysledki a
neustalé zlepSovani procest

A=ZNP» RPN

[ Vecoboné poradanky | [12 Pozaday ms dokumenai_|

| Kapitola 4: SYSTEM MANAGEMENTU JAKOSTI |
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akiivita managementu
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61 62 63 6.
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Struktura procesti managementu jakosti vyrazné ovliviujici

ekonomické aspekty jakosti na zakladé funkéniho IS
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Struktura nakladd na nejakost dle Prof. H.J. Harringtona

Vnitini

‘ Vyvolané

Vnéjsi

Na vybaveni vyvolané nejakosti ‘

Riditelné

Naéklady na
nejakost

Vznikajici u zakaznika ‘

Nepfiimé Nespokojenost zakazniki ‘

Ze ztraty dobrého jména firmy ‘

v

Typické Fidici, hlavni a podptrné procesy podniku

Ridici Hlavni Podpiirné

1. | S ické pli 1. i 7 i 1. | Marketing
2. | Organizovani 2. | Uzavirdni smluy vztahii | 2. | Névrh a vyvoj
3. | Delegace pravomoci 3. | Nakup pro zakizku 3. | Technicka p¥iprava vyroby
4. | Finanéni Fizeni zdrojii a 4. | Plinovini vyroby 4. | Technickd obsluha vyroby

controlling zakizek
5. | Planovani infrastruktury 5. | Rizeni kooperaci zakizky | 5. | Investitni rozvoj
6. | Integrovany systém fizeni | 6. | Vyroba-planovani, 6. | Méfeni, kontrola

(QMS, EMS, BOZP, ISMS) vyroba a kontrola - centralizovand
7. | Rizeni zmén 7. | Baleni, skladovani, 7. | Rozvoj znalosti pracovniki

expedice zakizek

8. | Rizeni cash-flow 8. | Prodej zakazek 8. | Logistika — centralizované
9. | Rizeni rizik 9. | Servis 9. | Bezpenost, ochrana majetku

fyzického i duSevniho

Postupovy diagram strategie neustalého zlepSovani
jakosti zahrnujici metody SPC, metrologie IT/ IS a SW
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Expertni hodnoceni celospoleé¢enskych pozadavku a pfinost

Proces je obecné chépén jako preména vstupii na vystupy (hmotné i nehmotné), lze jej rovné: deklarovat
jako ,Na predem pla jch Einnosti se ym cilem*.

Proces musi mit stanoveny svoje cile a metriky.
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Méfitka d jsou hodnoty*,
kvantitativni (penize, kusy, spotfeba .. & kvalitativni (socialni, ekologicka .).
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Models of Partial Repairs — Formulation and Analysis of
Reliability

Jaroslav Sevéik and Petr Volf, UTIA AV CR
volf@utia.cas.cz

OUTLINE:

—

. Models of repair impact

2. Simple Kijima II type model for preventive repair
notion of virtual age

3. Stabilization of intensity of failures

4. Model with degradation process
repair — reduction of degradation level

5. Question of optimal preventive repair (degree, frequency, costs)
The objective is to show selected models of partial repairs, considering either

the degradation or other changes of survival distribution, together with the use
the notion of virtual age

Special Cases:

1. PERFECT REPAIR MODEL. ©; =1, V; =0

2. MINIMAL REPAIR MODEL. ©; =1, V; = S;, S; = time of failure

3. Kumva’s MoDEL 1. ©; = 1, Vi = Vi + &T;, Vi = £, T,
where {};5, constants or (independent) random variables in [0, 1].

4. KiyimMa’s MobEL I1. Similarly, V; = &(Vio1 + T;) and & < 1, ©; = 1,
then V; = ¥ (T &) Tk

5. ACCELERATED LIFETIME MODEL (as in Finkelstein, 2000)
0,>1,V,=0

2 Kijima IT model and preventive repairs

Consider a simple model of preventive repairs:
A — time between repairs,

V,, Vi — virtual ages before and after n—th repair:
Va=Vi 4+ A V=6V,

If we start from time 0, then
Vi=A, ViF=0A, Vo =0A+5=A0+1),
Vy = A(0% 4 0), Va=A(6*+ 6+ 1) ete.

A
1-0
i.e. it 'stabilizes’, for each ¢ and A there is a limit meaning that

hazard rate h(t) "oscillates’ between h( 1‘595) and h(%)

Vo —

cumulated h.r. increases regularly through intervals of length A by dH =

H(ﬁ) —H(£&), ie. with constant slope a = dH/A.

Weibull case, here H(t) = (L)

Hazard rate, Weibull case: a=5, b=3, delta=0.4,
T T T T

Cumulated hazard rate, with and without repairs
0.35 T T T T

031 b

0.251-

1 A General Model of Repair Impact

— along Dorado (1997)

Consider "original’ CDF F(t), parameters 6 € (0,1], v € [0, 00),
and a family of distribution functions

_ F(0t +v)
0 = ——"
Bl == >0

meaning the life distribution with effective age v and life supplement 6.
Basic Scheme:
V=0, 60=1,V,>0, ©,€(0,1] and
Vi<Viy+60,.4T; for i>0. (1)

T; are inter-failure (inter-repair) times

Other schemes of repair impact

MULTIPLICATIVE MODEL for intensity
A(t) = Ao(t) - exp(b(Z(t))
for example b(Z(t)) ~ - Z(t), or Z(t) ~ (t—s)- 1]t > 5]
(Percy et al., 2007)

~ ADDITIVE MODEL for intensity
At) = Mo(t) + M(t) - Z(t)
again, for example Ay - Z ~ b(t — s) - 1[t > 5|

and combinations

Example — Weibull model H(t) = a - exp?, (8 > 1, say)
1=

o ;
a=alN'———

g 1—
— B
dH = oA a—oy a=op

special cases: perfect repairs, 0 = 0, minimal repairs, here 6 ~ 1.

Remark 1: it is always possible to stabilize h.r. by selecting the upper value
of H* and repair always when H (t) should reach that value,

then V,, =V = H-Y(H*), V;* = §V, again,
and interval between repairs should be A = V(1 —§).

In the case we can reduce just the last time increment,
(KIJIMA T model) — for degrees ¢, and intervals A, of repairs
we get that V,, = X1, 6,

In Accelerated eldering model - we have to shorten repair periods

Optimal selection of § to given repair interval A?
we mean the ’optimality’ w.r. to costs, esp. in the case that the renewal

6 =0 is too expensive

— we consider the stabilized case, and moreover that failures are much less
frequent than preventive repairs

Let ¢y be the cost of failure (and its repair), ¢;(d, A) the cost of the preventive
repair.

Then the mean costs to a time ¢ can be written as
t -
C=c-E(N())+ A c1(9,4),

where E(N(t)) is the mean number of failures up to ¢, which is actually
H,(t) cumulated H.R. under our repairs sequence,
namely E(N(t)) = £ - dH,

(dH, is change of H,(t) during period A)



In the Weibull model H(t) = a - t* we had dH, = aA”f(i%g;,.

Some cases:

X ~ Exp(1), then H(t) = S(t)
~S(t)=c-t, d >0, and X Weibull (a,b),
then T is Weibull (a = ac’, 8 = b x d)

it leads to an idea to use a deterioration function (process) S(t) fe. H(t)=a 1.

However, the problem is the selection of function ¢;
it should reflect the extent of repair

and repair = reduction of S(t)
(we can imagine S(t) = f¢ s(u)du, s(x) 2 0, for now — a function) Let us now imagine that the repair reduces S(t) to S*(t) =6 - S(t).
—> in Weibull case: direct connection with reduction of virtual time:
Failure <=> S(t) crosses a random level X )
S(t") =S5"(t) =>t" =07t
denote by r.v. T the time to failure, H(t) its cumulated hazard rate ® ®)

(recall that failure <=> H(t) crosses an Exp(1) random level — we have the case of Kijima I model again,

i.e. H(t) is also a natural’ measure of deterioration) and as shown, each selection of 0, A leads to a stable

_ _ (constant’ h.r.) case
Hence, as T >t = X > S(t), i.e. Fp(t) = Fx(S(t)), then
For other cases, e.g. if S(t) is of exponential form, e — 1,

H(t) = ~logFx (S(1))- recall Remark 1, cf. following figures (where S(¢) = H(t),A = 1)
(where F =1—F)
Hazard rate, exp case, h(t)=0.01*exp(0.5*), delta=0.7 Hazard rate, exp case, h(t)=0.01*exp(0.5*), delta=0.3
5 T T T T T T T 007 T T T
006 B
005 g
0041 g
003 B
002 g
001 g
o . . . .
0 5 10 15 20 25
Cumulated hazard rate, with and without repairs Cumulated hazard rate, with and without repairs
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Figure 2: Figure 3:
We can now return to ’cost optimization’ problem Optimization of delta, for given t,, =6, S()=c’, c=0.5,d=0.5, X-Weib(0.1,5)
0.95 T T T T T T T T T
the mean cost to a time ¢ is
t 09k ]
C=cy E(N(t)) + A (6, A),

Specify ¢1(d, A) for instance as

er- (dS(1))7, dS(t) = S()(1 = 6) = S(tena) = S(tinir),

Mean costs

tend, tinit are virtual ages, ¢1 >0,y > 1 constants.
In the 1-st example, X is Weibull (1.6,5), with EX ~ 1.5,
while S(t) = 0.5 - 1" so that it reaches EX approx. at ¢ = 9.

We fixed tepg = 5,7 = 2,¢1 = 2,¢9 = 10, and search for optimal 4.

It means to repair if S = 0.5 - %2, by degree d, . . . . . . . . .

o 0.1 0.2 0.3 0.4 0.5 0.6 0.7 08 0.9 1
with interval of repairs A = tepq(1 — 0 1/ ). eta reduction of SO
Figure 4:
2-nd example: S(t) = exp(ct) — 1, ¢ = 0.05, X ~ Weib(10,7) EX ~ 9, Other Models: Degradation S(t) as a random process
we fixed tinie =5, v =1,¢1 = 2,¢9 = 10, A was optimized.
r ss?
It means that te,q = tinie + A, we repair when S(¢) = S(tena), type of process?
with degree 6 = S(tinit)/S(tena)- 1. S(t) =Y -S(t), Y arwv.
Distr. X - Weib(a=10,b=7) EX=9 35, S=exp(e)—1, 6=0.05 § =5 2. Diffusion with trend Sy(t) + B(t)
1o 3. S(t) cumulating a random walk s(t) > 0
Lip 4. Compound Poisson process (and generalization)
£.0 non-continuous, "random shock model”
Zosf '
5 S = ¥ V(1) = [ Y (u)dN(u)
E osl Ti<t 70
é o7 g t 2 2
ES(t) = /0 Au) - p(w)du, var(S(t)) = /U Au) - (12 (u) + o%(w))du.
ost We can again connect a failure with S(¢) crossing a level
B VN S A S ie. t: S(t)<wz<=>t<T, Fgylx)=Fr(t),

. - Fy((z) is the compound distribution at t,
Figure 5:

There exist some approximations (in financial maths)
another way how to evaluate it — random generation
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