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Souhrn: Vicerozmeérna statisticka analyza je zalozena na latentnich promennych,
které jsou linearni kombinaci piivodnich proménnych, y = wixy + ... Wy X,

Zdrojova matice dat obsahuje proménné v m sloupcich a objekty v n radcich.
Data jsou pred zpracovanim skalovana. Cilem je nalézt shluk jako mnoZinu
podobnych objektii s podobnymi proménnymi. Podobnost objektii posuzujeme na
zdklade vzdalenosti (miry) objektit v m-rozmérném prostoru: c¢im je vzddlenost
shluku ¢i objektu vétsi, tim mensi je jejich podobnost. K rychlému posouzeni
podobnosti slouzi grafy exploratorni analyzy vicerozmérnych dat: profily,
polygony, slunicka a hvezdicky. Strukturu a vazby mezi proménnymi vystihuji
metody snizeni dimensionality, metoda hlavnich komponent (PCA). DulezZitou
pomiickou je rozptylovy diagram, ktery zobrazuje objekty, rozptylené v roviné
prvnich dvou hlavnich komponent. Graf komponentnich vah porovnava
vzdalenosti mezi proménnymi x; a x, kde kratka vzdalenost znaci silnou korelaci.
Dvojny graf pak kombinuje oba predchozi grafy. Objekty lze seskupovat do shlukii
hierarchicky dle predem zvoleného zpiisobu metriky (prumérové, centroidne,
nejblizsim sousedem, nejvzdalenéjsim sousedem, medianove, mezi tézZisti a
prumeérnou vazbou) a nehierarchicky dle uzivatelem vybranych objektii-
predstavitelii. Vysledkem je dendrogram. Metoda hlavnich komponent a tvorba
shluku je demonstrovana na dvou vzorovych ulohach.

Vicerozmérna statisticka analyza vychazi z koncepce latentnich proménnych (faktord,
kanonickych proménnych) y, které jsou linedrni kombinaci plivodnich proménnych x s
vhodné volenymi vazbami. Latentni proménna y je kombinaci m-tice sledovanych
(méfenych resp. jinak ziskanych) proménnych x,, x,, ..., x,, ve tvaru

Y = wix; + wyx, + .. +w x . Jednotlivé vicerozmé&mne metody vyuzivaji riznych

zplisobi stanoveni vah w,, w,, ..., w,.

Zdrojova matice ma rozmér n x m. Pted vlastni aplikaci vhodné metody vicerozmérné
statistické analyzy je tfeba vzdy provést exploratorni (pruzkumovou) analyzu dat, ktera
umoziuje

(a) posoudit podobnost objektii pomoci rozptylovych a symbolovych grafi,

(b) nalézt vybocujici objekty, resp. jejich promeénné,

(c) stanovit, zda lze pouzit ptedpoklad linedrnich vazeb,

(d) ovéiit prredpoklady o datech (normalita, nekorelovanost, homogenita).

Jednotlivé techniky k urceni vzajemnych vazeb se dale déli podle toho, zda se hledaji
(a) struktura a vazby v proménnych nebo
(b) struktura a vazby v objektech:



(1) Hledéni struktury v proménnych v metrické skale: faktorova analyza FACT a
analyza hlavnich komponent PCA.
(2) Hledani struktury v objektech v metrické skale: shlukova analyza.
(3) Hledani struktury v objektech v metrické i v nemetrické Skéle: vicerozmérné
Skdlovdni.
(4) Hledani struktury v objektech v nemetrické Skéle: korespondencni analyza.
(5) Veétsina metod vicerozmérné statistické analyzy umoziuje zpracovani
linedarnich vicerozmérnych modelii, kde zavisle proménné se uvazuji jako
linearni kombinace nezavisle proménnych resp. vazby mezi proménnymi jsou
linearni. V tfadé ptipadi se také uvazuje normalita metrickych proménnych.
Urcenim struktury a vzdjemnych vazeb mezi proménnymi ale i mezi objekty se zabyvaji
techniky redukce proménnych na latentni proménné, metoda analyzy hlavnich komponent
(PCA) a metoda faktorové analyzy (FA). Dilezitou metodou urceni vzajemnych vazeb
mezi proménnymi je i kanonicka korelacni analyza CA, kterd se pouziva ke zkoumdani
zéavislosti mezi dvéma skupinami proménnych, pfi€emz jedna ze skupin se povaZuje za
proménné nezavislé a druhd za skupinu proménnych zavislych.

Analyza hlavnich komponent (PCA)

Cilem metody je transformace dat z plivodnich proménnych x,, j=1, ..., m, do menS§iho
poctu latentnich proménnych y,. Tyto latentni proménné maji vhodnéjsi vlastnosti, je jich
vyrazné¢ méné, vystihuji téméi celou promeénlivost puvodnich proménnych a jsou
vzéjemné nekorelované (korelacni koeficient mezi latentnimi proménnymiy,, ..., v, je 0).
Latentni proménné jsou u této metody nazvany hlavnimi komponentami a jsou to linearni
kombinace pivodnich proménnych: prvani hlavni komponenta y, popisuje nejvetsi ¢ast
proménlivosti €ili rozptylu pivodnich dat, druhd hlavni komponenta y, zase nejvétsi Cast
rozptylu neobsazeného v y, atd. Matematicky tfeceno, prvni hlavni komponenta je
takovou linearni kombinaci vstupnich proménnych, kterd obsahuje nejvétsi proménlivost
mezi v§emi linedrnimi kombinacemi. M4 tvar

m
T
y, = Z:l Vi X = v X,
J:
kde objekt x obsahuje proménné x,, ..., x,,. Pro vektor koeficientt v,” = (v,,, ..., v,,)" plati,
Ze proménlivost vyjadiena rozptylem D(y,) = vlT § v, je maximalni D(y,), D(y,), ...,

D(y,), pficemz S zna¢i kovarian¢ni matici plvodnich dat. Zcela analogicky jsou
konstruovany dalsi hlavni komponenty, jejichz celkovy pocet je roven menSimu ze dvou
Cisel, a to n (pocet objektl) nebo m (pocet proménnych). Protoze plati, Ze soucet rozptylii
vSech hlavnich komponent je roven souctu rozptylt vstupujicich ptivodnich proménnych,
mizeme z podilu rozptyld jednotlivych hlavnich komponent usuzovat na cast
promeénlivosti vysvétlenou doty¢nou hlavni komponentou. Jestlize soucet prvnich
(nejvyssich) 4 podilii proménlivosti je dostatecné blizky jedné ¢ili 100% (obvykle vSak
staci 0.9 - 0.95 ¢ili 90% - 95%), postaci brat v uvahu pravé téchto prvnich 4 hlavnich
komponent pro “dostatecné” vysvétleni variability ptivodnich proménnych. Rozdil mezi
soufadnicemi objektit v pivodnich proménnych a v hlavnich komponentach Cili ztrata
informace projekci do mensiho poCtu rozméri se nazyva Spatnou tésnosti proloZeni
modelu PCA nebo také chybou modelu PCA. 1 pti velkém poctu piivodnich proménnych
(m) miize byt A velmi malé, ¢asto 2 az 5. Volba poctu uzitych komponent 4 predstavuje



vlastni model hlavnich komponent PCA. Vysvétleni uzitych hlavnich komponent, jejich

pojmenovani a vysv&tleni vztahu pivodnich proménnych x, j = I, ..., m, k hlavnim
komponentam y,, k = I, ..., 4, tvofi dominantni soucasti zvoleného modelu hlavnich
komponent PCA.

Vlastni matematicky postup PCA je nasledujici: maximalizaci pfizavedeni
normalizaéni podminky vlT v =1 vyjde, Ze

S -ryDv, = 0,

kde 0 oznacuje nulovy vektor, A, je nejvétsi viastni ¢islo a v, je odpovidajici viastni vektor
kovariancni matice S a I je jednotkova matice. Po dosazeni vyjde
T
D(y,)) = vi Sv A

m
Analogicky Ize odvodit, Ze vektor koeficientd v, ve vztahu y, = Evzj X
j=1

maximalizujici D(y,) za podminky, ze cov(y, y,) = 0, odpovidd vlastnimu vektoru,
piislusejicimu druhému nejvétSimu vlastnimu cCislu A,.

Provedeme-li rozklad kovarianéni matice § na vlastni ¢isla A, > A, ... > A, jsou
odpovidajici vlastni vektory v,, v,, ..., v, pfimo koeficienty hlavnich komponent y,, ..., y,..
Hlavni komponenty maji fadu zajimavych vlastnosti. Lze je interpretovat jako hlavni osy
m-rozmérného elipsoidu x" ™' x = konst .

K odstranéni zavislosti na jednotkdach plvodnich proménnych se 1épe uziva
standardizovanych proménnych x° s prvky xj* = (xj - J?j)/cj. Pro j-tou hlavni
komponentu pak plati

m
S > e
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kde v; e vlastni vektor korelacni matice R odpovidajici j-tému nejveétSimu vlastnimu
., > , - « « s . . ¥ oy
Cislu Xj. Hlavni komponenty y; , uréené z korelaéni matice R, jsou vSak hife

. , ;v *I “x . . . , ;v ’
interpretovatelné. Plati, Ze v,V = A, nikoliv rovno jedné. Pro Ucely zobrazeni

vicerozmérnych dat rizného meéritka jsou vSak vhodnéjs$i standardizované yj* nez
pivodni y,.

Graficky lze vysledek analyzy hlavnich komponent zobrazit v n¢kolika grafech
hlavnich komponent nasledujicim zpisobem:

(a) Indexovy graf upati vlastnich ¢isel (Scree Plot) je vlastné sloupcovy diagram
vlastnich ¢isel nebo rezidualniho rozptylu proti stoupajici hodnoté indexu, pofadového
&isla A (obr. 9). Zobrazuje relativni velikost jednotlivych vlastnich &isel. Rada autort ho
s oblibou vyuZiva k uréeni poétu 4 "uzite¢nych" hlavnich komponent. Casto je slovo scree
vysvétlovano jako zlomové misto mezi kolmou sténou a vodorovnym dnem. Vybrané
"uzite¢né" hlavni komponenty (nebo také faktory) pak tvoiti kolmou sténu a "neuzitecne"
hlavni komponenty (nebo faktory) ptredstavuji vodorovné dno. Uzitecné komponenty jsou
tak oddéleny zfetelnym zlomovym mistem, a x-ova soufadnice tohoto zlomu je hledana
hodnota indexu. (b) Graf komponentnich vah (Plot Components Weights) zobrazi
komponentni vahy pro prvni dvé hlavni komponenty, (obr. 10). V tomto grafu se
porovnavaji vzdalenosti mezi proménnymi. Kratka vzdalenost mezi dvéma proménnymi
znamena silnou korelaci. Lze nalézt 1 shluk podobnych proménnych, jez spolu koreluji.
Tento graf lze povazovat za most mezi puvodnimi proménnymi a hlavnimi
komponentami, protoze ukazuje, jakou mérou ptispivaji jednotlivé pivodni proménné do
hlavnich komponent. Nékdy se podafi hlavni komponenty y, , y,, ... pojmenovat, vysvétlit



a pfidélit jim fyzikalni, chemicky nebo biologicky vyznam. Pak 1ze ndzorné€ vysvétlit jak
jednotlivé pivodni proménné x,, j= 1,..., m, piispivaji do prvni hlavni komponenty y, nebo
do druh¢ hlavni komponenty y,. N&které pivodni proménné x; ptispivaji kladnou vahou,
n¢které¢ zapornou. Byva zajimavé sledovat kovarianci pivodnich proménnych x; v
prostorovém 3D grafu komponentnich vah y,, y, a y;. Jsou-li pivodni proménné x, j= 1,...,
m, blizko sebe v prostorovém shluku, jde o silnou pozitivni kovarianci. Kovariance vSak
nemusi jeSt¢ nutné¢ znamenat korelaci. Vyklad grafu komponentnich vah Ize obecné
shrnout do nasledujicich bodi:

1. DileZitost piivodnich proménnych x, j= 1,..., m,: proménné x; s vysokou mirou
proménlivosti v datech objekti maji vysoké hodnoty komponentni vahy. Ve 2D-
diagramu prvnich dvou hlavnich komponent pak lezi hodné daleko od pocatku.
Proménné s malou dulezitosti lezi blizko pocatku. Kdyz uréime duleZitost
proménnych, ur¢ime tim také jejich proménlivost: jestlize, naptiklad y, objasnuje
70% promeénlivosti a y, jenom 5% (piecteno z indexového grafu Upati vlastnich
¢isel), jsou pivodni proménn¢ x, j= 1,..., m, s vysokou vahou v y, tim padem

2. Korelace a kovariance: pivodni proménné x, j= 1,.., m, blizko sebe a nebo
proménn€ x; s malym Ghlem mezi svymi privodi¢i proménnych a na stejné strané
vuci pocatku maji vysokou kladnou kovarianci a vysokou kladnou korelaci.
Naopak, pivodni proménné x; daleko od sebe anebo s velikym dhlem mezi
privodici proménnych jsou negativné korelovany.

3. Spektroskopicka data: ve spektroskopickych datech je 1-rozmérny graf
komponentnich vah casto nejvhodnégjsi. I zde plati pravidlo, Ze vysoké
komponentni vahy predstavuji vysokou dileZitost proménnych x, (vinovych délek).

(c) Rozptylovy diagram komponentniho skdre (Scatterplot) zobrazuje komponentni
skore C¢ili hodnoty oby¢ejné prvnich dvou hlavnich komponent u v§ech objekti, (obr. 11).
Dokonalé rozptyleni objektii v roviné obou hlavnich komponent vede k rozliSeni objektl
pii jejich popisu pomoci y, a y,. Snadno Ize v roviné nalézt shluk vzdjemné podobnych
objektii a dale objekty odlehlé a siln€ odlisné od ostatnich. Diagram komponentniho skore
vSak miize byt i ve 3 ¢i vice hlavnich komponentdch a v rovinném grafu se sleduje pak
pouze jeho primét do roviny. Tento diagram se uziva k identifikaci odlehlych objektu,
identifikaci trend, tfid, shlukl objekti, k objasnéni podobnosti objektt, atd. Je nemozné
analyzovat vSechny diagramy, protoze jich je velmi mnoho: uvazujme napiiklad m < n a
pro m = 10 proménnych existuje m(m-1)/2 = 45 diagrami, pro m = 11 pak 55 diagram,
pro m = 12 pak 66 diagramt, atd. Obvykle vybirame diagramy y, vs. y,, ¥, VS. V5, ¥, VS. V,,
atd. Drzime se prvni hlavni komponenty y,, protoZe v ni byva nejvétsi mira promeénlivosti
v datech. Interpretace rozptylového diagramu komponentniho skore 1ze shrnout do téchto
bodu:

1. Umisténi objektii: objekty daleko od pocatku jsou extrémy. Objekty nejblize

2. Podobnost objektii: objekty blizko sebe si jsou podobné, objekty daleko od sebe
jsou si nepodobné.

3. Objekty v shluku: objekty umisténé zietelné v jednom shluku jsou si podobné a
pfitom nepodobné objektim v ostatnich shlucich. Dobfe oddélené shluky
prozrazuji, Ze lze nalézt vlastni model pro samotny shluk. Jsou-li shluky blizko
sebe, znamena to zna¢nou podobnost objekti.



4. Osamelé objekty: 1zolované objekty mohou byt odlehlé objekty, které jsou silné
nepodobné ostatnim objektiim.

5. Odlehlé objekty: v idedlnim piipad€é byvaji objekty rozptylené po celé plose
diagramu. V opacném pftipad¢ je néco Spatného v modelu, obycejné je pritomen
siln€ odlehly objekt. Odlehlé objekty jsou totiz schopny zbortit cely diagram, ve
srovnani se siln¢ vybocujicim objektem jsou ostatni objekty nakumulovany do
jediného tzkého shluku. Po odstranéni vybocujiciho objektu se ostatni objekty
roztfidi po celé plosSe diagramu a teprve vypovidaji o existujicich shlucich.

6. Pojmenovani objektii: vystizna jména objektl slouzi k hledani hlubsich souvislosti
mezi objekty a mezi pojmenovanymi hlavnimi komponentami. Snadno obkrouzime
shluky podobnych objektii nebo nakreslenim spojky mezi objekty vystihneme tak
jejich fyzikalni ¢i biologicky vztah.

7. Vysvétleni mista objektu: umisténi objektu na ploSe v diagramu mize byt
porovnavano s komponentnimi vahami pivodnich proménnych ve dvojném grafu
a pomoci ptivodnich proménnych pak i vysvétleno.

(d) Dvojny graf (Biplot) kombinuje pfedchozi dva grafy, (obr. 12). Uhel mezi
pravodi¢i dvou proménnych x; a x, je nepiimo umé&rny velikosti korelace mezi t€émito
dvéma proménnymi. Cim menS$i uhel, tim vétsi korelace. Kazdy privodi¢ mé své
soufadnice na prvni a na druhé hlavni komponenté. Délka této soufadnice je imérna
ptispévku plivodni proménné x; do hlavni komponety ¢ili je tmé€rna komponentni vaze.
Kombinace obou ptedeslych grafti v jediném pfinadsi cenné srovnani, jeden graf piisobi
zde doplnkové viici druhému. Kdyz se ve dvojném grafu nachazi objekt v blizkosti urcité
proménné x; znamena to, ze tento objekt “obsahuje” hodné prave této proménné a je s ni
v interakci. Interakce proménnych a objektd umoziuje také vysvétlit umisténi objektt
vpravo od nuly na ose y, (¢i vlevo od nuly) pomoci pozice proménnych v tomto grafu,
resp. umisténi nahote od nuly (¢i dole od nuly) na ose y,.

Diagnostikovani ¢astych problémii v PCA: v analyze hlavnich komponent PCA se
Casto setkavame s nasledujicimi problémy:

1. Data neobsahuji predpokladanou informaci: vysvétleni grafli a diagramt metody
PCA nemad smysl, protoze bylo provedeno n¢kolik zavaznych chyb.

2. Uzito prilis malo hlavnich komponent: v modelu PCA bylo pouzito pfili§ malo
latentnich proménnych. Nedostate¢né vysvétleni dat vede ke ztraté¢ informace.
Problém se mize vyfesit opétovnym rozborem grafu Gpati vlastnich Cisel.

3. Uzito prilis mnoho hlavnich komponent: v modelu PCA bylo zahrnuto pfili§ mnoho
latentnich proménnych, coz miize vyvolat vaznou chybu, protoze Sum je zahrnut
do modelu.

4. Neodstranéni odlehlych objektii: odlehlé objekty mohou byt diivodem hrubych
chyb v datech. Do modelu jsou vtahovany spiSe hrubé chyby nez zajimavé
proménlivosti v datech objekti.

5. Odstranéné odlehlé objekty obsahovaly diilezitou informaci: ztratou urcitych
objektii se vytratila dillezitd informace z dat a nalezeny model je proto zkresleny.

6. Komponentni skore je nedostatecné analyzovdano: nedostateCnym rozborem
dulezitého rozptylového diagramu byly zanedbany diilezité rysy v datech.

7. Vysvétleni komponentnich vah se Spatnym poctem hlavnich komponent: mize vést
k vaznému zkresleni vykladu. Mtuze totiz dojit k vyjmuti dilezitych proménnych,



protoze se zdaji byti odlehlymi. Tento graf je mostem mezi prostorem puvodnich
proménnych a prostorem hlavnich komponent PCA. KdyZ zvolime Spatny prostor
PCA, tento most uz ndm mnoho nepomuze.

8. Precenéni standardnich diagnostik v software: je tfeba hodné¢ rozvazovat a
pfemySlet o uloze samé a specifickém problému feSeném pied pohodlnym
prebiranim pocitacovych vysledki.

9. Uziti Spatné predzpracovani dat: chybnd ptreduprava dat (ve Skdlovani uzité
centrovani nebo standardizace, transformace logaritmickd, mocninna, Box-
Coxova, atd.) muze vést ke zkreslenym zavérim a neporozuméni uloze. Zplisob
predupravy dat je obecné dan typem ulohy a druhem instrumentélnich dat a maze
vést takeé ke ztraté informace.

Postup metody hlavnich komponent PCA

Problém musi byt spravné a piesn¢ definovan. Je odpovédnosti feSitele, aby data
obsahovala dostatek relevantni informace k feSeni problému. Ani nejlepSi pocitaCova
metoda nemtize kompenzovat nedostatek informace v datech. Maticovy graf korelace
promeénnych slouzi k ziskani pocate¢ni informace o celém datovém souboru. Odhali, zda
data pottebuji Skalovani. Pfi prvnim sezndmenti s daty se se v ramci exploratorni analyzy,
kam také patii metoda hlavnich komponent PCA, aplikuje prvni vypocet touto metodou.
Data je obvykle potfeba Skélovat, alespoii centrovat. Lze vyzkouSet i ostatni formy
pfedupravy dat. V tomto stadiu se vzdy vycisluji vSechny hlavni komponenty. Prvni
diagramy komponentniho skore slouzi k odhaleni odlehlych hodnot, tfid, shluki a trend?.
Jsou-li objekty roztiidény do dobie oddélenych shluk, je tfteba urcit zpiisob jak je z dat
oddélit a shluky pak analyzovat odd€lené. Nikdy se nepokousSime odhalovat a odstrafiovat
odlehlé proménné, mohlo by pak dojit k odstranéni cenné informace. Po redukci datového
souboru na nékolik podsouborti, kdy shluky jsou modelovany oddélené se znovu aplikuje
metoda hlavnich komponent PCA na jednotlivé podsoubory.

1. Vysetreni indexového grafu upati vlastnich c¢isel: z hrany v tomto diagramu se urc¢i
nejlepsi pocet hlavnich komponent.

2. Vypocet vilastnich vektorii pro hlavni komponenty: vedle ¢iselnych hodnot se uziva
1 ndzorny carovy diagram hodnot vlastnich ¢isel vektori, ktery pfehledné informuje o
zastoupeni ptivodnich proménnych x, j = 1, ..., m, v hlavnich komponentach.

3. Vypocet komponentnich vah: matice parovych korela¢nich koeficientii ukazuje na
korelaci pivodnich proménnych s hlavnimi komponentami. Carovy diagram nazorné
vysvétluje korelacni strukturu mezi obéma druhy proménnych. Uzivatel nyni vybere
pouze prvnich 4 hlavnich komponent a vytvoti tak PCA model.

4. VySetreni grafu komponentnich vah.

5. Vysetieni rozptylového diagramu komponentniho skore.

6. Vysetreni dvojného grafu.

7. Vysetieni grafu upati rezidui objektu: rezidua objektl a rezidua proménnych by
mély prokazovat dostateCnou tésnost prolozeni. Neni-li tomu tak, je tieba se navratit k
piedupravé dat a cely vypocet PCA opakovat.




Vzorova tloha 1. Sledovadni spotreby proteinit v Evropé

Sledovana spotieba proteinli v 25 zemich formou spotieby 9 druhti potravin je pfedmétem
vySetfeni: existuje korelace mezi proménnymi? Budou data vyzadovat néjakou upravu,
standardizaci nebo centrovani? Ukazuje graf komponentnich vah na silné korelujici
proménné? Jsou nékteré proménné redundandni? Lze odhalit v rozptylovém diagramu
komponentniho skére odlehlé objekty, vyjimecné co do spotieby proteinii? Které zemée
jsou si podobné ve spotiebé proteinii? Komentujte vzniklé shluky zemi co do spotieby
proteinti. Daji se ve dvojném grafu odhalit interakce mezi jednotlivymi proménnymi-
druhy potravin a objekty-zemémi?

Data: i znaci index, Cervene Cervené maso, Bilé maso, Vejce, Mléko, Ryby, Obilniny,
Skrob, Ofrechy, Ovoce a zelenina,

Objekty Proménné
i Stat Cervene  Bile Vejce Mieko Ryby Obilniny Skrob Orechy Ovoce
1 |Albania 10.10 1.40 0.50 8.90 0.20 42.30 0.60 5.50 1.70
2 |Austria 8.90 14.00 4.30 19.90 2.10 28.00 3.60 1.30 4.30
3 |Belgium 13.50 9.30 4.10 17.50 4.50 26.60 5.70 2.10 4.00
4 |Bulgaria 7.80 6.00 1.60 8.30 1.20 56.70 1.10 3.70 4.20
5 |Czechoslov. 9.70 11.40 2.80 12.50 2.00 34.30 5.00 1.10 4.00
6 |Denmark 10.60 10.80 3.70 25.00 9.90 21.90 4.80 0.70 2.40
7 |E Germany 8.40 11.60 3.70 11.10 5.40 24.60 6.50 0.80 3.60
8 |Finland 9.50 4.90 2.70 33.70 5.80 26.30 5.10 1.00 1.40
9 |France 18.00 9.90 3.30 19.50 5.70 28.10 4.80 2.40 6.50
10 |Greece 10.20 3.00 2.80 17.60 5.90 41.70 2.20 7.80 6.50
11 |Hungary 5.30 12.40 2.90 9.70 0.30 40.10 4.00 5.40 4.20
12 (Ireland 13.90 10.00 4.70 25.80 2.20 24.00 6.20 1.60 2.90
13 |Italy 9.00 5.10 2.90 13.70 3.40 36.80 2.10 4.30 6.70
14 |Netherlands 9.50 13.60 3.60 23.40 2.50 22.40 4.20 1.80 3.70
15 |Norway 9.40 4.70 2.70 23.30 9.70 23.00 4.60 1.60 2.70
16 |Poland 6.90 10.20 2.70 19.30 3.00 36.10 5.90 2.00 6.60
17 |Portugal 6.20 3.70 1.10 4.90 14.20 27.00 5.90 4.70 7.90
18 |Romania 6.20 6.30 1.50 11.10 1.00 49.60 3.10 5.30 2.80
19 |Spain 7.10 3.40 3.10 8.60 7.00 29.20 5.70 5.90 7.20
20 |Sweden 9.90 7.80 3.50 24.70 7.50 19.50 3.70 1.40 2.00
21 |Switzerland 13.10 10.10 3.10 23.80 2.30 25.60 2.80 2.40 4.90
22 |UK 17.40 5.70 4.70 20.60 4.30 24.30 4.70 3.40 3.30
23 |USSR 9.30 4.60 2.10 16.60 3.00 43.60 6.40 3.40 2.90
24 |W Germany 11.40 12.50 4.10 18.80 3.40 18.60 5.20 1.50 3.80
25 |Yugoslavia 4.40 5.00 1.20 9.50 0.60 55.90 3.00 5.70 3.20

Reseni: k analyze byl pouzit program NCSS2000.

1. Exploratorni analyza: Rychlé posouzeni podobnosti mezi jednotlivymi objekty ¢ili
fadky datové matice usnadiiuji ptedevsim symbolové grafy. Jednotlivé proménné jsou v
nich "k6dovany" s ohledem na jejich konkrétni hodnoty do urcitych geometrickych tvart,
symbolu. Kazdému objektu x; (napf. 1é€ivu, autu, slouceniné) tak odpovida jisty obrazec
zvany symbol. Vlastnosti dat se posuzuji s ohledem na vizualni rozdily mezi symboly. Tim
Ize v jednom grafu rozlisit vice proménnych x;, j = 1, ..., m. Prvnim krokem pfed vlastnim



zobrazenim do symboll je obvykle standardizace. Mezi zékladni typy zobrazovanych
symbolu patti profily, polygony, tvare, krivky a stromy.

Profily pfedstavuji dvourozmérné zobrazeni m-rozmérnych objektii. Kazdy objekt
x; je charakterizovan m proménnymi, zobrazenymi zde vertikdlnimi tseckami. Jejich
velikost je imérnd hodnot¢ odpovidajici proménné x;, j = 1, ..., m. Profil pak vznika
spojenim koncovych bodu téchto tsecek. Je vhodné pouzit standardizované proménné dle
vzorce

" X

i
x,.j

(max |xij|)
4
kde max |x[j| je maximalni hodnota absolutni velikosti proménné x; vektoru x;” ptes
vSechny body, i =1, ..., n. Profily jsou jednoduché a umoziiuji snadné ur¢eni rozdilti mezi

jednotlivymi objekty x; a x,. Snadno lze takto identifikovat vybocujici objekt.
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Obr. 1 Sloupcové profily pavodnich dat Obr. 2 Radkové profily ptivodnich dat
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Data on Original Scals
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Obr. 5 Rozptylovy diagram korelacni matice Obr. 6 Rozptylova diagram plvodnich dat

Polygony jsou vlastné profily v polarnich soufadnicich, kdy kazda proménna
objektu x;", i = 1, ..., n, odpovida délce paprsku vychazejiciho ze spole¢ného stiedu.
Paprsky déli kruznici ekvidistantné, proménné jsou standardizovany do intervalu [0, 1].
Mezi polygony patii graf slunecnich paprskii a hvezdicovy graf.

(a) Graf slune¢nich paprskid ma tvar “sluni¢ka”, které se sklada z paprsk,
zacCinajicich ve spolecném bodé a spojujicich useCek mezi paprsky, které tak tvofi
polygon. Zde kazda proménna x; objektu x;" odpovida délce paprsku vychazejiciho ze
stftedu slunicka. Paprsky jsou rozmistény ekvidistantné, ve stejnych vzdalenostech na
kruznici, a proto se provadi linedrni transformace do intervalu [a, 1], kde a je zvolena
spodni mez, obyc¢ejné a = 0. Pro tuto transformaci plati, ze

(1 -a (xU - mm X

max x, — min x,
L P

kde min x; je minimalni a max x; maximalni hodnota j-té¢ proménné objektu x;" pfes
viechny objekty x,*, i = 1, ..., n. K uréeni smérti jednotlivych paprskii se definuje jejich
thel a;, pro ktery plati

o = 220D oy

m

Za spolecny stted paprski se obycejné voli pocatek soufadnic. Pokud ma byt maximalni
délka paprskii rovna R, je polygon pro objekt x," spojnici m bodu p; 0 soufadnicich
py = (x Rcosa X Rsma) Aby vznikl uzavieny obrazec, spojuji se jeSté prvni a

posledni bod p,, a p,,. Vzajemné porovnani polygonu slouzi k vizudlnimu posouzeni
podobnosti objekti. V ptipadé velkého pocltu proménnych, napt. m > 6, byva vSak
vysledny obrazek polygont nepiehledny.

(b) Hvézdicovy graf vypada na prvni pohled jako pfedchozi graf slunicka. Sestava
z paprskil, reprezentujicich relativni hodnoty proménnych u jednotlivych objekti, které
se pro kazdy objekt spojuji v jednom centralnim bodé.



Obr. 7a Hvézdickovy graf
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Obr. 8a Slunickovy graf Obr. 8b KIi¢ ke slunickovému grafu

Stejné¢ smétujici paprsky u riznych objektd se 1iSi svoji délkou. Nejkratsi paprsek
indikuje, Ze u objektu nabyva pfislusna proménnd nejmensi hodnoty z celého vybéru.
Podobné nejdelsi paprsek informuje o nejvyssi hodnoté ptislusné proménné. Délky
ostatnich paprskli se pohybuji podle relativni velikosti hodnot proménné u ptisluSného
objektu mezi témito dvéma krajnimi mezemi.



2. Metoda hlavnich komponent:
1. VySetteni indexového grafu pati vlastnich ¢isel:
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Obr. 9 Indexovy graf Upati vlastnich ¢isel pro 25 objektl a 9 proménnych, SCAN

Vlastni ¢isla slouzi k uréeni poctu A "vyuzitelnych" hlavnich komponent, jez si zvolime
v analyze k dalSimu uzivani. Procento a kumulativni procento popisuje proménlivost v
puvodnich proménnych, popsanou doty¢nou hlavni komponentou. K dal§imu popisu
proménlivosti bereme obvykle tolik hlavnich komponent, aby bylo jimi popsano 90 az
99% celkoveé proménlivosti. V tomto pfipade staci uzit prvni dvé. Indexovy graf upati
vlastnich Cisel je vlastné sloupcovy diagram velikosti vlastnich Cisel proti stoupajici
hodnot¢ indexu, pofadového Cisla. Zobrazuje relativni velikost jednotlivych vlastnich
¢isel. UZite¢né komponenty jsou tak oddé¢leny zietelnym zlomovym mistem, a x-ova
soufadnice tohoto zlomu je hledana hodnota indexu.

2. VySetreni grafu komponentnich vah: tento graf ukazuje, Ze proménné Bilé maso-
Miéko-Cervené maso-Vejce spolu silné koreluji.
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Obr. 10 Graf komponentnich vah (Components Weights Plot)

Ukazuje se, Ze by bylo vhodné jejich pocet zredukovat na dvé proménné, napt. Bilé maso-
Vejce. Mezi pravodi¢i ostatnich proménnych je dostateéné velky uhel, a tim mala
korelace. Proménné, které spolu nekoreluji mohou byt ponechdny ve vstupnich datech.

vvvvvv

metody hlavnich komponent ukazuje celou vysetfovanou strukturu objektl, tzn. shluky
objektil, izolované objekty, odlehlé objekty, anomalie, atd. Objekty mohou byt oznaceny




textovym popisem nebo ¢iseln¢ indexem. V pravém hornim rohu se dobte oddélil shluk
objektl: /(Albanie), 4 (Bulharsko), 18 (Rumunsko), 25(Jugoslavie), ktery pokryva zemée
Balkanu. Vyjimeéné postaveni maji 17(Portugalsko), 19(Spanélsko). Ostatni staty jsou
krom¢ /1, 13, 23 v jednom spole¢ném shluku.
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Obr. 11 Rozptylovy diagram komponentniho skore (Scatterplot)

4. VySetieni dvojného grafu: je dilezité sledovat interakci objekt a proménnych. Je-li
néktery objekt umistén ve dvojném grafu na stejném misté nebo alesponn pobliz mista
promé&nné, jsou spolu v interakci. Interakce poslouZi interpretaci objekti.
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Obr. 12 Dvojny graf (Biplot)
Klasifikace objekti analyzou shlukii

Hledanim struktury a vzdjemnych vazeb v objektech se zabyvaji klasifikacni metody
vicerozmérné statistické analyzy. Klasifikacni metody jsou postupy, pomoci kterych se
jeden objekt zatadi do jedné existujici ttidy (diskriminacni analyza DA), nebo pomoci
nichz Ize neuspotfadanou skupinu objektti uspotradat do né¢kolika vnitiné€ sourodych tiid
¢i shluka (analyza shluki CLU).

Analyza shlukl patii mezi metody, které se zabyvaji vySetfovanim podobnosti
vicerozmérnych objektu (tj. objektll, u nichz je zméfeno vét§i mnozstvi promeénnych) a
jejich klasifikaci do tfid Cili shluku. Hodi se zejména tam, kde objekty projevuji



pfirozenou tendenci se seskupovat. Podle zplsobu shlukovéani se postupy déli na
hierarchické a nehierarchické. Hierarchické se déli dale na aglomerativni a divizni.

Hierarchické postupy jsou zalozeny na postupném spojovani objektl a jejich
shlukt do dalSich, vétsich shlukti. Nejprve se vypocte zékladni matice vzdalenosti mezi
objekty. U aglomerativniho shlukovani se dva objekty, jejichz vzdalenost je nejmensi,
spoji do prvniho shluku a vypocte se nova matice vzdalenosti, v niz jsou vynechany
objekty z prvniho shluku a naopak tento shluk je zafazen jako celek. Cely postup se
opakuje tak dlouho, dokud vSechny objekty netvoii jeden velky shluk nebo dokud
neziistane urcity, ptedem zadany pocet shlukl. Divizni postup je obraceny. Vychdzi se
z mnoziny vSech objektl jako jediného shluku a jeho postupnym délenim ziskame systém
shlukt, az skon¢ime ve stadiu jednotlivych objektl. Vyhodou hierarchickych metod je
nepotiebnost informace o optimalnim poctu shlukii v procesu shlukovani, tento pocet se
urcuje az dodatecné. Pii1 shlukovani vznikaji dva zakladni problémy:

(a) zpiisob méreni vzdalenosti mezi objekty: 1 kdyz existuje celd fada mér
vzdalenosti (vicerozmérnych metrik), nejcastéji se uziva euklidovskda metrika, ktera je
pfirozenym zobecnenim bézného pojmu vzdalenosti;

(b) volba vhodné shlukovaci procedury dle zvoleného zplisobu metriky. Metody
metriky shlukovani jsou

Metoda primérova (Average): vzdalenost dvou shlukl se pocita jako prumér z
moznych mezishlukovych vzdalenosti dvou objektli, kdy mezishlukovou vzdalenosti
objektd se rozumi vzdéalenost dvou objektt, z nichz kazdy patii do jiného shluku.
Nejblizsi jsou shluky, které maji nejmensi primérnou vzdalenost mezi vSemi objekty
jednoho a vSemi objekty druhého shluku. Dendrogramy maji strukturu podobnou
dendrogramim metody nejvzdalenéjsiho souseda, pouze spojeni je provedeno pii obvykle
vyssich vzdalenostech.

Metoda centroidni (Centroid): vzdalenost shluk se pocita jako euklidovska

N2

vzdalenost jejich tézist. Nejblizsi jsou ty shluky, které maji nejmensi vzdalenost mezi
Metoda nejbliz§iho souseda (Single, Nearest): kritériem pro vytvafeni shluki je
minimum z moznych mezishlukovych vzdalenosti objekti. Metoda tvoii novy shluk na
zaklad¢ nejkrat$i vzdalenosti mezi shluky (¢i objekty) a neumi proto rozliSit Spatné
separované shluky. Je zde silna tendence ke tvorbé fetézcii. Retézovani maze vésti aZ ke
zcela mylnym zavértim, jsou-li objekty na opacnich koncich fetézce zcela nepodobné. Na
druhé strané€ je to jedna z méla metod, kterd umi roztfidit, rozlisit i neeliptické shluky.
Metoda nejvzdalenéjSiho souseda (Complete, Furthest): poc¢itd vzdalenost dvou
shlukti jako maximum z moznych mezishlukovych vzdalenosti objektt. Probihd podobné
jako metoda Single s jednou diileZitou vyjimkou: vzdalenost (¢i nepodobnost) mezi shluky
je ur¢ovana vzdalenosti (¢1 nepodobnosti) mezi dvéma nejvzdalenéjsSimi objekty, kazdy
pfitom z jiného shluku. Proto vSechny objekty ve shluku jsou na zdkladé¢ maximalni
vzdalenosti ¢i minimalni podobnosti vic¢i objektim ve druhém shluku.
Metoda medidanova (Median): jde o jisté vylepsSeni centroidni metody, nebot’ se
snazi odstranit rozdilné “vahy”, které centroidni metoda dava rizné¢ velkym shlukim.
Wardova metoda je zalozena na minimalizaci ztraty informace pfi spojeni dvou
tfid. V kazdém kroku je uvazovan takovy mozny par objektt (¢i shluktli), aby suma

n
¢tvercl odchylek od stiedni hodnoty ESS = E (x; - x)? dosahla pti vzniku shluku svého
i=1



minima.

Nehierarchické shlukovaci metody: u metody typickych bodu (Seeded) uzivatel
na zaklad¢ svych vécnych znalosti urci, které objekty maji byt “typickymi” piedstaviteli
nove vytvofenych shlukil a systém pak rozdé€li objekty do shlukii podle jejich euklidovskeé
vzdalenosti od téchto typickych objektii. V nehierarchickych shlukovacich metodach je
pocet shluki obvykle pfedem dan, 1 kdyz se v prib&hu vypoctu mize zménit. Zastava-li
pocet shlukii zachovan, hovofime o nehierarchickych metodach s konstantnim poctem
shlukii, v opacném piipad¢ o nehierarchickych metodach s optimalizovanym poctem
shluku. Nehierarchické metody zahrnuji dvé zékladni varianty - optimalizacni metody a
analyzu mo6da, medoida. Optimalizacni nehierarchické metody hledaji optimalni rozklad
prefazovanim objektl ze shluku do shluku s cilem minimalizovat nebo maximalizovat
néjakou charakteristiku rozkladu. Metody, oznaCované jako analyza modii, medoidu
pfedstavuji hledani rozkladu do shlukt, kde shluky jsou chépany jako mista se zvySenou
koncentraci objektl v m-rozmérném prostoru proménnych.

Misto vychozi matice vzdalenosti muze byt v nékterych ptipadech ke shlukovani
pouzita i korelacni matice.

(a) Hierarchické shlukovani

Analyza shlukG patii mezi metody, zabyvajici se vySetfovanim podobnosti
vicerozmérnych objektl (tj. objektl, u nichz je zmétfeno vEétsi mnozstvi proménnych) a
jejich rozttfidénim do t¥id Cili shluki. Hodi se zejména tam, kde objekty projevuji
pfirozenou tendenci se seskupovat. Analyzou shlukii budeme sledovat a vySetfovat
podobnost objektl, analyzovanou pomoci dendrogramu objektii, a jednak podobnost
proménnych analyzovanou pomoci dendrogramu proménnych.

Dendrogram, diagram shlukit nebo vyvojovy strom se objevi pouze v ptipadé
zadani hodnot plUvodnich proménnych a nikoli matici vzdalenosti. Vysledkem je
zobrazeni hodnot ve dvojrozmérném prostoru, kde osy tvoii zadané proménné. Objevi se
také “obkrouzeni” objektl v jednotlivych shlucich.

Dendrogram podobnosti objekti je standardni vystup hierarchickych
shlukovacich metod, ze kterého je patrné struktura objektti ve shlucich.

Dendrogram podobnosti proménnych odhaluje nejcastéji dvojice ¢i trojice
(obecné m-tice) proménnych, které jsou si velmi podobné a siln¢ spolu koreluji. Odhaluje
proménné, které jsou ve spole€ném shluku, které jsou si tim pddem znac¢né podobné a
které jsou také vzadjemné nahraditelné. To mé znacny vyznam pfi planovani experimentu
a respektovani uspornych ekonomickych kritérii. Nékteré vlastnosti (¢i proménné) neni
tteba viibec méfit, protoZe jsou snadno nahraditelné jinymi a nepfispivaji do celku velkou
vypovidaci schopnosti.

Mira vérohodnosti: dendrogram lze sestrojit celou fadu technik. Prvnim kritériem
jeho vérohodnosti ¢ili tésnosti prolozeni, jez nejlépe odpovida struktufe objektd a
proménnych mezi objekty je kofeneticky korelacni koeficient CC. Je to druh korela¢niho
koeficientu mezi skute¢nou a dendrogramem predikovanou vzdalenosti. Je-li tato hodnota
vétsi nez 0.75, je obvykle nulova hypotéza o dané struktufe zamitnuta. Hodnota 0.9
svédci, ze dendrogram viibec neodpovida skutecné struktuie dat.

Druhym kritériem tésnosti prolozeni je kritérium delta A, které méfi stupenl
pfetvofeni, distorze spiSe nez stupenn podobnosti. Kritérium delta je definované vztahem



N 14
E |a}k B a}k|1/A
A, = |
4 N
E (dJ;)I/A
<k

kde 4=0.5nebo 1ad *l.j je vzdalenost, ziskana z dendrogramu. Hodnoty delta blizké nule
jsou zadouci. Rada autorti ukéazala, ze metoda primérova vede obvykle k nejlepsimu
dendrogramu.

Postup shlukové analyzy

1. Volba vstupni databdze: zadava se typ dat (a) proménnych (sloupcti) analyzovanych
objekti (fadku), (b) sloupct matice vzdalenosti, (c) sloupcii korela¢ni matice.

2. Volba druhu velicin: zadava se typ uzitych veli¢in v datech, kterd mohou byt (a)
intervalova, (b) ordindlni, (c) nomindlni, (d) symetrickd binarni, (e) asymetricka
binarni, (f) poméerova.

(98]

. Nazev objektii: zadani pojmenovani ¢i jmen jednotlivych objekti, umisténych v
fadcich, které se mohou objevit v dendrogramu misto indext (pofadovych cisel)
objekti.

. Typ shlukovaci techniky.: volba metody z moZnosti: jednoducha primérova (Average),
skupinového primeéru, centroidni (Centroid), nejblizSiho souseda (Single,
Nearest), nejvzdalenéjsiho souseda (Complete, Furthest), medidnova (Median),
Wardova, a flexibilni.

A

5. Voli se druh uzité vzdalenosti: vzdalenosti mohou byt Eukleidova metrika c¢ili
geometricka vzdalenost, Hammingova metrika ¢ili Manhattanskd vzdélenost,
zobecnénd Minkowskiho metrika a Mahalanobisova metrika.

o

Postup linkovani a zarazeni do shlukii: tabelarni vypocet vzdalenosti (nebo
podobnosti) mezi objekty a shluky a postupné vytvareni dendrogramu. Postupy
jsou (1) metodou hierarchického shlukovani, (2) shlukovani metodou nejblizSich
stfedd, (3) shlukovani metodou stiedii-medoidt, a (4) metodou fuzzy shlukovani.

Vzorova uloha 2. Klasifikace spotreby proteinii v Evropé

Sledovana spotieba proteinli v 25 zemich formou spotieby 9 druhti potravin je pfedmétem
klasifikace. Které zemé jsou si podobné ve spotieb¢ proteinii? Komentujte vzniklé shluky
zemi co do spotfeby proteini.

Reseni: Dendrogram podobnosti proménnych obsahuje dvojice nebo trojice proménnych,
které jsou si velmi podobné a silné spolu koreluji. Metodou nejbliz§iho souseda jsou to
trojice Cervené maso-Bilé maso-Vejce, k tomu se pFidruzuje také proménna Mléko. Dalsi
dvojice je Obilniny-Orechy (obr. 13a). Metoda nejvzdalenéjSiho souseda ukazuje na 4
dvojice: prvni dvojice Cervené maso-Mléko, druha Bilé maso-Vejce, tieti Ryby-Skrob,
ctvrta Obilniny-Orechy (obr. 13b). Matoda Wardova poskytla stejné shluky jako metoda
nejvzdalenéjsiho souseda.
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Obr. 13¢ Dendrogram proménnych metodou  Obr. 13d Dendrogram proménnych metodou
pramérovou Wardovou

Nejdulezitéjsim dendrogramem je dendrogram podobnosti objektili, ze kterého je patrna
struktura objekt ve shlucich, roztfidéni stati Evropy dle spotfeby proteina na zakladé 9
kritérii a vzajemné podbnosti.
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Obr. 14a Dendrogram objekti metodou Obr. 14b Dendrogram objekti metodou

nejbliz8§iho souseda, Minitab nejvzdalengjsiho souseda, Minitab
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Obr. 14c Dendrogram objektl metodou Obr. 14d Dendrogram objekti metodou
prumérovou, Minitab Wardovou, Minitab

Vzorova uloha 3. Klasifikace zdrojii pitné vody
Na 62 vzorcich zdroji pitné vody bylo stanoveno 16 proménnych kvality. Je tfeba
vySetfit, zda krabicovy graf ukazuje nutnost data standardizovat, zda Ize nalézt vybocujici
objekty, resp. jejich proménné, zda existuje korelace mezi proménnymi, zda ukazuje graf
komponentnich vah na korelujici proménné, zda jsou nékteré proménné redundandni, zda
lze odhalit v rozptylovém diagramu komponentniho skore odlehlé objekty, zda lze
posoudit podobnost objektii shlukovou analyzou klasifikaci zdrojt.
Data: E404i index vzorku, E404x1 obsah dusi¢nant [mg/l], E404x2 obsah dusitanii
[mg/1], E404x3 obsah chloridi [mg/1], E404x4 obsah celkového chloru [mg/l], E404x5
obsah siranti [mg/l], E404x6 obsah fosfore¢nanti [mg/l], E404x7 obsah amonnych soli
[mg/1], E404x8 obsah vapniku [mg/l], E404x9 obsah hoi¢iku [mg/l], E404x10 obsah
zeleza (celkového) [mg/l], E404x11 obsah manganu [mg/l], E404x12 pH, E404x13 KNK,
E404x14 ZNK, E404x15 vodivost, E404x16 nerozpusténé latky [mg/l].

X X X5 Xy Xs Xe X7 Xg X Xio X Xpp Xy3 o Xpp o Xis Xys

1 22 000 6. 6. 1035 0.03 0.02 181 17 0.016 0.05 7.08 &.1 3.40 855 0.09

62 32.8 0.01 25. 25. 115.5 0.05 0.02 102 12 0.016 0.05 7.69 2.6 0.65 436 0.05
Reseni:
A. Metoda hlavnich komponent
1. VySetieni indexového grafu upati vlastnich cCisel:

5 ]

eigenvalues

corponents

Obr. 15 Indexovy graf upati vlastnich ¢isel pro 62 objektti a 16 proménnych, SCAN



UZitecné komponenty jsou na obr. 15 oddéleny zfetelnym zlomovym mistem, a x-ova
soutfadnice tohoto zlomu je hledana hodnota indexu 2.

2. VySetieni grafu komponentnich vah: provede se porovnanim vzdalenosti mezi
proménnymi a dospéje se k zavéru, ze kratkd vzdalenost mezi dvéma proménnymi
znamena silnou korelaci.
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Obr. 16 Graf komponentnich vah (Components Weights Plot)

Graf ukazuje, jakou meérou pfispivaji jednotlivé plvodni proménné do hlavnich
komponent. Lze nazorn€ vysvétlit, jak jednotlivé pivodni proménné x, j= 1,..., 16,
pfispivaji do prvni hlavni komponenty y, nebo do druhé hlavni komponenty y,. N&které
pivodni proménné x; pfispivaji kladnou vahou, nékteré zapornou. Pivodni proménné x,
Jj= 1,..., 16, blizko sebe a nebo proménne¢ x; s malym Ghlem mezi svymi privodici
proménnych a na stejné stran¢ vici pocatku maji vysokou kladnou kovarianci a vysokou
kladnou korelaci. Naopak, pivodni proménné x; daleko od sebe anebo s velikym thlem
mezi pruvodici proménnych jsou negativné korelovany. Ukazuje se uzitecné, aby ptivodni
proménné, které spolu siln€ koreluji byly z dat odstranény.

vvvvv

metody hlavnich komponent ukazuje celou vysSetfovanou strukturu objektl, tzn. shluky
objektl, izolované objekty, odlehlé objekty, anomalie, atd.
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Obr. 17 Rozptylovy diagram komponentniho skore (Scatterplot)

Objekty mohou byt oznaceny textovym popisem nebo jako na obr. 17 ¢iselné indexem.
Lze dospét k témto zaveérim:

1. Umisténi objektii: objekty daleko od pocatku (4, 5, 7, 11, 29, atd.) jsou extrémy.
Objekty nejblize pocatku (22, 52, 53, 54, 45, atd.) jsou typictejsi.

2. Podobnost objektii: objekty blizko sebe (napi. 53 a 54 a 44 a 45) si jsou podobné,
objekty daleko od sebe (napt. 5 a 45, 4 a 30, atd) jsou si nepodobné.

3. Objekty v shluku: objekty umisténé zietelné v jednom shluku (napft. 12, 13, 17, 55,
23, 61, 50, 20, atd) jsou si podobné a pfitom nepodobné objektim v ostatnich
shlucich (napft. 14, 15, 24, 49, atd.). Dobfe odd¢€lené shluky prozrazuji, ze lze nalézt
vlastni model pro samotny shluk. Jsou-li shluky blizko sebe, znamena to znacnou
podobnost objekti.

4. Osamelé objekty: izolované objekty (4, 5, 7) mohou byt odlehlé objekty, které jsou
siln€ nepodobné ostatnim objektim.

5. Odlehlé objekty: v idedlnim ptipadé byvaji objekty rozptylené po celé plose
diagramu. V opacném pfiipadé je néco Spatného v modelu, obycejné je pfitomen
siln€ odlehly objekt (4, 5, 11, 29). Odlehlé objekty jsou totiz schopny zbortit cely
diagram, ve srovnani se silné vybocujicim objektem jsou ostatni objekty
nakumulovany do jediného uzkého shluku. Po odstranéni vybocujiciho objektu se
ostatni objekty roztiidi po celé ploSe diagramu a teprve vypovidaji o existujicich
shlucich.

6. VySetreni dvojného grafu: je dilezité sledovat interakci objektli a proménnych na
obr. 18. Je-li nektery objekt umistén ve dvojném grafu na stejném misté nebo alespon
pobliz mista promé&nné, jsou spolu v interakci. Interakce poslouZzi interpretaci objektd.
Dokonalé rozptyleni objektl v rovin¢€ obou hlavnich komponent vede k rozliSeni objektt
pii jejich popisu pomoci y, a y,.
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Obr. 18 Dvojny graf (Biplot)

B. Klasifika¢ni metoda shluki
V prvém stadiu se vySetituje podobnost proménnych, a tim se také odhaluje silné korelace
proménnych. Odhali se, kterd pivodni proménna je nadbytecna a kterou lze vynechat a

nahradit jinou. Cim niZ$i je spojka dvou objekti, tim jsou si objekty podobng&jsi
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Obr. 19a Dendrogram proménnych metodou  Obr. 19b Dendrogram proménnych metodou
nejblizsiho souseda nejvzdalengjsiho souseda

Metodou nejblizsiho souseda lze nalézt Sest dvojic velice si podobnych proménnych.
Nejvice jsou si podobné proménné ve dvojicich: x13(KNK)-x14(ZNK) ax5(SO,)-x8(Cay).
Poné&kud méné&jsou si podobné proménné ve dvojici x2(NO,)-x6(PO,”) a také ve dvojici
x7(NH, )-x11(Mn). Nejméné jsou si podobné proménné ve dvojici xI(NO;)-x12(pH).
Vyjimecné postaveni ma proménnd x/ 6(#srazenina), ktera si neni podobnd s Zddnou jinou
proménnou.
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Obr. 19¢ Dendrogram proménnych metodou  Obr. 19d Dendrogram proménnych metodou

prumérovou

Wardovou

Wardova metoda je jednou z nejnaro¢néjsich ve vypoctu a také nejpiisn€jsi na tvorbu

shlukii. Odhalila Sest shluki, Sest dvojich podobnych proménnych. Dospéla k podobnym
zavérum jako metoda nejbliz§iho souseda.

V druhém stadiu klasifikace tvorbou shlukl se vysetfuje podobnost objektii-zdrojli
pitné vody, jako nejdulezitéj$i ¢ast klasifikacni analyzy. Jde o odhaleni vybocujicich

zdroju, které jsou silné nepodobné ostatnim, které maji anomalni hodnoty proménnych.
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20a Dendrogram objektd metodou Obr. 20b Dendrogram objektii metodou
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