NELINEARNI REGRESNI MODELY

Zakladni ulohy:
1. Konstrukce kalibracnich modelu,

2. Ovéieni teoretickych modeli fyzikalné-chemické zakonitosti,
3. Tvorba empirickych modelu,

Tvorba regresniho modelu f(x, B) ili funkce

a) vektoru nastavovanych proménnych (deterministickych,
kontrolovatelnych, vysvétlujicich, nezavislych) x,
tj. bodl {x.', y.}, i=1, ..., n,

b) vektoru parametri p o rozméru (m x 1), p=(B,, ..., B,)".

C) y Je vysvétlovana promeénna (zavisle p., odezva, méfeni,
pozorovani) na zvolenou kombinaci nastavovanych veli¢in x..




Fig. 4.12 The model of increase of analysis errors with time, for an analytical
system with a time-dependent parameter.
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FIGURE 3.3. Peptides example: observed solubility of 75 peptides versus their
RP-HPLC retention time
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FIGURE 3.7. Peptides example: observed and adjusted solubilities of 75 peptides
versus their RP-HPLC retention time



Tvorba se formuluje s ohledem na regresni triplet:
1. zadana data,
2. navrZzeny model,

3. kritérium regrese.

Déleni regresnich modelu:
1. Linearni modely: parametry nemaji fyzikalni smysl
(koeficienty),

2. Nelinearni modely: parametry maji ptesny fyzikalni
vyznam.
(nepf. rovnovazné konstanty (disociaéni, stability, sou¢iny
rozpustnosti) reakénich produktil, rychlostni konstanty
u kinetickych modelti, nezndmé koncentrace, atd.



V/V

Model: T0ZSIFeny Debye-Hiickeluv zakon

PK, i = PK, 7 - By + O
| T 1 +329x101 47
Proménné:

Zévisle proménnd y: pK, ., Nezévisle proménnd x: [

aTa B, 4, By C

Neznamé parametry: B p



10. 20 - REGRESNI MODEL: homatropin {(esab)
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Zavislost smiS=2n€ disoc. konstanty pK, .. homatropinu na iontové sile:
Nulté priblizeni: pKT=1, a=1A, C=1
Nalezeno: PK,T=9.90(1), a = 6(2)A a C = 0.51(3)




POSTUP A DIAGNOSTIKA REGRESE:
#

Regresni triplet:

KVALITA DAT

=

v¥BER KRITERIA VOLBA MODELU
(METODY) REGRESE ‘

n_
. o o
U “Zwifye'xp,i - 3vyp,i) = mmxmmn
i=1

kde yvyp’i = f(xi‘ b.!’ XEX] bm)
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Hledani modelu (Regression Model Building)




CTATISTICKA AVALYZA:

GRADIENTOVA METODA
HLEDAUL MINIMA

By



Intervaly spolehlivosti parametru

I. Vycisli se 100(1 - &)%ni interval spolehlivosti parametru {;

bj -6Vt s -m) < B

zakladé maximalni délky A, primétu A, do osy parametru f,:
b, - A < B < b+ A
Pro intervaly spolehlivosti pak plati

bk_pm < By s bk+Pm

Pro m = 1 jsou vSechny tyto intervaly totozné.



e BE R o

Odhady chyb A, a f:‘;;g parametru 3, a [,




Formulace modelu

1. Linearni regresni model: j= linearni kombinaci
parametra, napi. model

f(x, B) = B, + B, sin (x)
Pro linearni regresni modely plati podminka
Sf(x, B)
8B,

g; konst. j = 1, ., m

2. Nelinearni regresni model: alespoii pro jeden parametr
je parcialni derivace g; jeho funkci,

D¢li se:
1. Neseparabilni modely, kdy podminka parcialni derivace g
neplati pro Zzadny parametr modelu, napft.

f(x, B) = exp(B, x) + exp(P, xX)

2. Separabilni modely, kdy podminka parcialni derivace g; plati
~alespon pro jeden modelovy parametr, napf.
f(x, B) = B, + B, exp(B; x)

ktery je nelinearni pouze vzhledem k parametru (3.

3. Vnitrné linedrni modely, jsou nelinearni, ale lze je
reparametrizaci prevést na linearni regresni model, napf.

fi(x, p) = p* x

ktery reparametrizaci y = p* pfechazi na linearni model.




ReEarametrizace: transformace parametrt 3 do novych v,

y = g
napfi. reparametrizaci Arrheniovy rovnice

f(x, v) = exp(y, + v,/ x)
vznikne neseparabilni model: vy, =In B, a y, = f3,.

Linearizace modelu: transformaci pfevést na linearni regresni

model, napf. Arrhenitv regresni model lze p#i zanedbdani chyb
transformovat do tvaru

Iny=vy,+v,z
kdey,=Inp, v,=p,az=1/x.

Vysledny model je linearni, ale transformace neni spravnd, protoze
se projevi vznikem heteroskedasticity:
- namétené k. mély konstantni rozptyl o*(k), a hodnoty
In k; maji nekonstantni rozptyl
¢ o°(Ink) = o*(k) / (In k,)*
@ tj. konstantni relativni chybu.




Mira citlivosti parametru f; v modelu

g = oftx, p) ] = 1, ..
8P,

Redundance (pieurceni): nadbyte¢ny pocet parametru.

- model neobsahuje nadbytetné parametry, kdy? jsou miry citlivosti
g pro analyzovana data linedrné nezdvislé, tj. nelze urcit
nenulove koeficienty v, j=1, ..., m, aby bylo spInéno kritérium
redundance

Zgj v; = 0
i=1

- existuje-li alespon jeden v, # 0, je regresni model pFeurceny
a je nutné ho zjednodusit.



Potize redundance (pieurceni modelu):
A B
1. Pfeur&eni vede vZdy k singularité matice J" J.

2. Lokaln{ pfeuréeni se neprojevi pii pouZiti pseudoinverze matice
J' .

3. Spatnd podminénost nelinearnich modeld (redundance), je kvuli
$patné podmin&nosti matice J* J. Zname-li pfiblizné velikosti
parametrd b, miizeme sestrojit matici
L=n"'J"J)s prvky

n af(x b) 5f(x, b)

E ob

1
n 1: J k b=b(0)

(Matice L odpovidd matici n” X' X pro linedrni modely).



Pro stanoveni podminénosti se matice L pfevadi do standardizované
formy L
L' = Ly

ij
L. LJ.J.

Dle podminénosti matice L" se usuzuje na podmin€nost daného
modelu.

Mira Eodminénosti:

Mirou $patné podminénosti je determinant matice L
det(L") < 0.01, nelinearni model je $patné podminény a je nutné
hledat jeho zjednoduseni.



Modely chyb méreni

Druhy chyb: celkova chyba e zavisle proménné je kombinaci
- chyby méfenti g,
- chyby formulace modelu ¢,,
- chyby nastavovani nezavisle promeénné e,
- chyby nahodného kolisani podminek experimentu ey
- mé nulovou stiedni hodnotu pro vSechny hodnoty y, 1= 1, ...,
n, E(g)=0.

Plati 1. Pro E(g,) = konst., chybi v modelu absolutni ¢len.
2. Pro E(e,) # konst. je model nevhodné€ navrzen.

Obecny model regrese: zahrnuje vlastni regresni model
imodel méfeni y, = Z(x, e, B) i=1,..,n




1. Aditivni model méreni: pro vysledky experimenti y; plati
Z. = f{x,p) + e

2. Multiplikativni model méreni: pro vysledky experimenti y; plati
Zi = f(Xi, B) exp(si)

J. Smlsenz model merenl . pro vysledky experimenti y; plati
Z, - fix, ) ep(v) +

kde chyby v. a & jsou vzajemné nezavisle.

M¢feni na pfistrojich jsou zatizena konstantni relativni chybou
v(y) = o(y)/f(x, p) a rozptyl méfené veliCiny
o’(y) = f(x, B) je tmé&my &tverci hodnoty modelové funkce.
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Modely chyb: (a) aditivni, (b) multiplikativni, (c) smiSeny model



Celkova chyba ¢, je pak
b e

i
= ) U; * v,
j=1
kde v; jsou chyby méFeni a u; jsou procesni chyby.

Procesni chyby jsou zpisobeny fluktuaci exper. podminek, (t.
teploty, tlaku a Cistoty chemikalif) a maji kumulativni charakter.
Predpoklada se, Ze chyby e, pisobi aditivné,

Rozdéleni nahodnych veli¢in y: bude uzce souviset
s rozd€lenim chyb e, Které je déano sdruzenou hustotou

pravdepodobnostl p.(¢), ktera je funkci distribuc¢nich parametrii,
jako je rozptyl o, atd.




Pro ptipad nezavislych nahodnych chyb e plati vziah
5Z.(.)
0y,

p(yl) = pg [Zi_l(xia Yia 8)]

kde symbol Z;'(.) oznaluje inverzi k funkci Z(.).

| Pro aditivni model méieni je
7' = v - fx B)

5Z. ()
0y,

Il
—

a derivace

Dosazenim vyjde p(y) = P - f(x,, B))

Aditivni model mé&feni nezplisobuje yadné deformace rozd€len
métenych veli¢in vzhledem k rozdéleni chyb.



2. Pro multielikativm’ model méieni je

77'() = hy; - Infix, B)

8 Z;l(.) R

| 0Y; Yi
kde se predpokladaji pouze kladné hodnoty méfenych velicin. F
dosazeni bude

py) = ~ plny; - In <, B)

1

a derivace

Tato hustota pravd&podobnosti jiz neodpovida husto

pravdépodobnosti chyb p.(.).



Linearni regresni model: Nelinearni regresni model:

U=Y W, i ™ iy ) = minimum U=Y W, Vi~ Vyp) = minimum
i1 ’ ’ =1
kde y,, ;= £ By - B) kde ;= % By s By)

Elipticky hyperparaboloid v (m + 1)-rozmérném

Symetricky paraboloid v (m + 1)-rozmémeém g ticidovském prostoru

prostoru
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Pro linearni regresni modely:

1. Utvar kritéria U(B) v prostoru odhadii je elipticky
hyperparaboloid se stiedem v bod¢ [b, U(b)], kde nabyva
minimalni hodnoty.

2. Utelova funkce U(P) je vzhledem k p kvadratickou formou p'
(X" X) B a matice X' X je pozitivné definitni.

Pro nelinearni regresni modely:
. Slozit&jsi utvary vznikaji u nelinearnich modeld v zavislosti na
nelinearité funkce f(x, B), poctu extrémil a sedlovych bod.



Geometrie nelinearni regrese

Kritérium regrese U(pB) vektorovym zapisem
ue) = ly - fI°

kde y = (¥, - o) £= (X1 B), -s (X0 B))'
a symbol |x| = yx T x oznacuje euklidovskou normu.
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Minimum téelové funkce U(B) pro (a) linearni modely, (b) nelinearni modely



MINIMALIZACNT PROCES:

U

Y LOKALNI
\ MINMUMI

\\ GLOBALNI MNMUM

MLEDAVL MINIMA

| - mln - “ _
\> :







Ptipad dvou lokalnich minim p a p"a sedlového bodu S



Geometricka interpretace hledani minima U(p)

). O lokalnim chovani funkce U(B) v okoli libovolného bodu f;
Ize ziskat kvantitativni informace z jejiho Taylorova rozvoje

1
U@p) = U(BJ) Ll ABJ'T g; * 5 ABJ‘T Hj ABJ'



Numerické postupy

Nelinearni minimalizace: model f(x, B) je nelinedrni vzhledem
k parametru 3,

Nelinearni maximalizace: pouziti maximalni vérohodnosti

Extremalizace: uziti libovolného kritéria regrese, kde
"proménné" jsou regresni parametry p

Optimaliza¢ni metody:
_ hleddni volného extrému, pokud nejsou na regresni
parametry kladena Zadna omezeni,
_ hleddni vazaného extrému, jestlize regresni parametry musi
spliiovat jisté omezujici podminky.




Programy obsahuji:

1. hledani extrému v zadaném sméru (jednorozmerna

optimalizace),
2. invertaci matic,
3. numerické derivace (u deriva¢nich metod),
4. zpasoby prekonavani lokdlnich oblasti divergence.

Déleni programu:
“a) nederivaéni optimalizaéni metody,
b) derivaéni metody pro kritérium metody MNC,
¢) obecné derivacni metody,
d) algoritmy pro specialni piipady.




Nederivac¢ni metody

Umoznuji nalezeni extrému G(p) vzhledem k B:
1. metody pfimého hledani,
2. simplexové metody,
3. metody vyuZivajici nahodnych ¢isel,
4. postupy specialn& vhodné pro MNC.



1. Metody primého hledani

Hookiuv-Jeevsuv algoritmus:

a) krokové posuny a nalezeni zlepSeného odhadu B, @ pro ktery
je G(B,") < G(BM), | | |
b) hledani lokélnho minima B*" ve sméru pP a p @

A

By

Postup koordinatniho hledani (Sarkované znazornény neuspeésné sméry)



Fig. 5.5 — description of a systematic search for a pit, U, of an clliptic
hyperparaboloid [m+l}mwmmeum-2.i+n..lmm-dim=ﬁ0nﬂupizjﬂ

1 series of ‘shots’. In each shot the effect of a

8,, by steps AP, and £ AP, around the central poin

tic variation is made in parameters
tis calculated and on the basis of the result

the next shot is made, ete. Iterations sre repeated until a minimum (the pit) is reached.



Rosenbrockova metoda: misto krokového hledani ve sméru s
rotaci soufadného systému tak, aby jedna osa splynula se
smérem S = ¢ - pU.

B

Postup Rosenbrockovy minimalizace



2. Simplexové metody

Postupné vytvaieni adaptivnich polyedrii (simplexu):

Simplex pro (a) m =2, a (b) m = 3 parametry.
Simplex A, B, C lze pfevrétit do tii poloh CBE, ABE, ACE



7 potateéniho odhadu p se postupné tvoii simplexy.
Simplex je konvexni mnohost€n v m-rozmérném prostoru
parametrl praveé svymi (m+1) vrcholy.

Postup minimalizace:
|. Konstrukce vychoziho simplexu.
2. Iterativni postup k minimu.
3. Identifikace ukonceni hledani termimace.



2. Iterativni postup k minimu
Na spojnici mezi Vy a jeho zrcadlovym obrazem pét operaci:
reflexe, expanze, kontrakce, redukce a pFenesent.

(b o EXPAVRE

-
Ve Ve
C
vontrakee  (d) B ReJukeE
A ,
C
A




B

Z4kladni operace simplexu:
a) reflexe, b) expanze, c) kontrakce, d) redukce a ¢) pieneseni



>










4. Postupy speciélné pro MNC

Algoritmus LETAGROP: "mapovani dolicku" m-rozmérnym
eliptickym hyperparaboloidem.

Po dosazeni vyjde (m + 1)(m + 2)/2 "nastield" (= linearnich
rovnic) pro uréeni koeficienti aproximacniho paraboloidu.

(A

Geometricka interpretace hledani minima U(B) (LETAGROP)
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Interpretrace hledani minima eliptického hyperparaboloidu




Deriva¢ni metody

V i-té iteraci se k odhadu B® pii¢ita priristkovy vektor A,
|3(i+1} = ﬂ{i} + ﬁi

Postup hledani minima U(P) Ize rozdélit do Ctyi fazi:

[. Stanoveni prvnich odhadi .

[I. Nalezeni vhodného smérového vektoru V..

[II. Ur€eni «;, aby pfirGstkovy vektor A, = «. V. byl pfijatelny.

IV. Ovéreni, zda bylo dosazeno minima.

Vektor A, se povazuje za piijatelny, kdyz
UB® +A) < UPRD)



I. Stanoveni prvnich odhadu

- Z dobrych odhadt B konverguji i nenaroéné metody.

- Je moZzno porovnavat prabéh f(x, b'"”) se zadanymi daty
a overovat tak kvalitu prvnich odhadu.

1. Urceni smérového vektoru
Pro derivact U(f) v miste¢ A =P + o V podle skalaru o« bude

UM _ (3UM)|[ 8B _ o+
- o0 g (B)V

O o

kde gradient g je uvazovan v misté A.
Pro o - 0 ziskame tzv. smérovou derivaci

. - A

= g T V
-0




Y

Fig. 5.6 — Secking a minimum in the direction of the negative gradient vector by the method of
steepest descent.



kde Ap; =p - B; a g; je gradient
o U(p) kK = 1, .
0 B,

Ex

Matice H; rozméru (m x m) je symetricka Hessova matice
druhych derwam uce]we funkce podle parametri se slozkami

Lk = 1, ., m

a gradient ma tvar
g, = -2J"e
kde e je vektor rezidui s prvky e, =y, - f(x, p).i=1, ..., n



Matice J rozméru (n x m) se nazyva Jakobilho matice s prvky.
odpovidajicimi derivacim regresniho modelu dle jednotlivych
parametru v jednotlivych bodech

6 f(x;, B)
Jo = 1 = 1, ..., n
S By,
k = 1, ..., m
a pro Hessovu matici
H. = 2[J"J + B]
kde B je matice druhych derivaci modelové funkce s prvky
n &% f(x,,
By = Eei ; B)- ik = 1, .. m
| i) o B; 0B,

V okoli lokalnich minim b je gradient g roven nule:
a) vektor chyb & je zde kolmy na sloupce matice J, které tvori
soufadnice m-rozmérného prostoru,
- N e . o W r I
b) funkce U(P) je zde imérna A B, H, AP,



Dosazenim dostaneme kritérium "linearizované" metody
nejmensich cCtvercu

U®B = e"e-2A8JTe+ABTWIT J)AB

Prvni clen: je roven U(,),

Druhy clen: je roven AB,' g.

Misto matice H je matice 2 J' J.

Pro mal€ hodnoty chyb e, 1ze matici B zanedbat a rovnice jsou
totozne.

U nelinedrnich regresnich modeld odpovida matice J' J matici X*
X u linedrnich modeld.

(Bude-li linearizace dostatecné presnd, lze providét statistickou
analyzu stejné jako u linedrnich regresnich modeli).



Komplikace procesu nelinearni regrese

i

|. Neodhadnutelnost nékterych parametru.

2. Existence minima funkce U(P) jen pro nektere regresni
modely.

3. Vyskyt lokalnich minim a sedlovych bodu na kriterialni funkci
U()

4. Spatna podminénost parametrt v regresnim modelu.

5. Malé rozmezi experimentalnich dat.



1. Neodhadnutelnost nékterych parametru

Normalizované citlivostni koeficienty
& f(x.,
C. = {5]. 5 P) j = 1, ..., m
4] B,

1 = 1, ..., n

Vizualni posouzeni Spatné podminénosti:
k vySetfeni multikolinearity mezi parametry B;, B, se konstruuji
citlivostni grafy C,;, aC,;,nax;,1=1, .., n.

Citlivostni funkce: pro vyjadieni citlivosti regresnich modeli na
zménu parametru f3,

1 |86, B) [
Cﬂ.i B = E 5p f
1=1 j |
pro nelinearni parametry p;: C; neni konstantni.
pro linearni parametry f3;: C je konstantni.
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Residual-square~sum function response surface U = f(r,, logf,.,)
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Tésnost prolozeni

Statisticka analyza rezidui

Pro aditivni modely méreni:
& =y, - fix, b)
vektor rezidui & souvisi s vektorem chyb € podle
¢ ~ (E-P)k

kde a P;, jsou prvky projek¢éni matice P,
Kazdé reziduum je priblizné linearni kombinaci v§ech chyb
&, = g - g Py &

ale u malych vybéru je rusivy efekt supernormality,



1. Graficka analyza rezidui

a) odlehlé (extrémni) hodnoty v souboru rezidui,

b) trend v reziduich,

¢) nedostateéné stiidani znaménka u rezidui,

d) chybny model nebo vzajemnou zavislost rezidui,

e) heteroskedasticitu (nekonstantnost rozptylu) zévisle promén-
né (méfené) veli€iny vy,

f) nahlou zménu podminek pii méfeni hodnot y.
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a) odlehld hodnota v datech; d) chybny model;
b) trend v reziduich; ¢) heteroskedasticita;
¢) nedostatecné stridani znameénka f) nahla zména podminek

rezidui;



2. Numericka analyza rezidui
|. Stfedni hodnota rezidui, E(¢), by se méla rovnat nule,

2. Primérné reziduum |e| = Z by se mélo rovnat

1

n -1
nahodné chybé.

3. Smérodatnd odchylka stiedni hodnoty rezidui s(¢) by se méla
rovnat nahodné chybé.

4. Koeficient Sikmosti g,(&) se pro Gaussovo rozdéleni rovna
nule.

5. Koeficient Spicatosti g,(¢) se pro Gaussovo rozdéleni rovna
tfem.



Obecné testacni charakteristiky:

n

ijq = E éip [f(x;, b)]*

1=1
a) Testacni charakteristika T;, by méla byt (pfiblizné) rovna
nule, protoze oby&ejné plati, ze &' f(x;, b) = 0.

b) Testacni charakteristika T, ukazuje na heteroskedasticitu.

¢) Testa’ni charakteristika T,, ukazuje na chybné navrzeny
model,

d) Testacni charakteristika T, , by mé&la byt piiblizn€ rovna nule,



3. Analyza vlivnych bodu

Vychazi se z jednokrokové aproximace odhadu b,

T -1
b e e TR o J I J. e
(1) 1 - P.

n

kde P, jsou prvky projek¢ni matice,

a) Charakteristika DFS; vyjadtuje vliv i-t¢ho bodu na odhad
J-tého parametru

b - b..
DFSij S I (€,

AL




kde 2 je odhad rozptylu vy¢isleny pii vynechani i-t¢ho bodu
(1)
podle vztahu

U(b) - -
P T
W I = = ]

a symbol V, zna&i prvky matice V= (J" J)".
Test: i-ty bod se povazuje za vlivny, pokud je DFS; > 2/Vn.

b) Jackknife rezidua &

éi
e, =

S V1 ~ Py
Test: silné vlivné body maji &, > 10.




c) Vérohodnostni vzdalenost
LD, = 2 [InL(b) - InL(b ;)]

Pro pfipad MNC bude vérohodnostni vzdalenost ve tvaru
U(b ,.

LD, = nln S0

_ U(b) |

Test: Je-li LD, > %*,..(2), je dany bod siln€ vlivny, obyéejné se
voli & = 0.05.
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Graficke zavery o nalezenych odhadech
parametru z postaveného chemického
(=nelinearniho regresniho ) modelu
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Mirou vérohodnosti nalezenych odhadu regresniho
modelu je vzdy mira tesnosti prolozeni experimentalnich
bodu vypoctenou regresni kiivkou Cili statisticka analyza

rezidui prfed a po odstranéni outlieru.

Indikace outlieru Po odstranéni outlieru
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Miru tesnosti prolozeni je vhodné posuzovat dle velikosti
rezidui a jejich rozdeleni, a to predevsim dle stredni
hodnoty rezidui a symetrie rozdeleni (vyjadrene

koeficientem Sikmosti a Spicatosti).
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Symetrii a tvar rozdéleni vystihuje koeficient Sikmosti 9,
a Spicatosti g, ) pred a po odstranéni outlierd.

0 15 Spectrgﬁ 45 0 10 'Spectrm:n 30



Souhrn:
Postup pri testovani navrzeného modelu

1. Kvalita nalezenych odhadi parametri
Kvalita se posuzuje podle:
a) jejich intervali spolehlivosti,
b) rozptyla D(b,)).
Pravidlo "3 sigma'': 3 D(b;) < |b]

2. Kvalita dosaZené tésnosti proloZeni
a) Rezidudlni rozptyl 6° = U(b)/(n - m).
b) Koeficient determinace D ktery je pro linearni modely
Ctvercem vicenasobného korelaéniho koeficientu

R2:D = 1 - o) ,kde§:lzn:yi
- - n =i
;@i ‘Y)z

Stonasobek koeficientu determinace je regresni rabat, 100 D .



d) K rozliSeni mezi modely uZijeme
Akaikova informacniho kritéria A1C
AIC = - L(b) + 2m
Za optimalni se povazuje model, pro ktery dosahuje AIC
minimalni hodnoty, a plati
U(b)
- n e

AIC = nln +2m




3. Predikéni schopnost modelu
Postup: data se rozdéli na dvé& podskupiny
M, (s indexy 1= 1, ..., int(n/2)) s odhady b(M,)
M, (s indexy 1 = int(n/2) + 1, ..., n) a s odhady b(M,).

a) Predik¢ni schopnost modelu 1ze vyjadfit kritériem
0 & U(b)
> Iy - fix, BOM)P + X [y; - fix, bMP

iEMI iEMI

UUUUU

bliZi k jednicce.



b) Stredni kvadratickd chyba predikce je definovéana

1 Zl (yi - f(xp b (i))z

MEP = -
n.

" ' el P



4. Kvalita experimentalnich dat
K posouzeni kvality experimentalnich dat se uziva analyzy rezidui
a vlivnych bod.

S. Spravnost navrzeného modelu
Whittiv test

n 8f(x, b) 3f(x, b)
al
O DL o,

C =

- U(b)]

’ n

Pro spravny model je C = 0. Pii vypoctu se postupuje tak, Ze se
vy€isli m(m + 1)/2 umélych proménnych

W - 6f(x;, b) 6f(x;, b)
5P, 5B,
pros=1, .., m(m+ 1)/2.




Za testaéni charakteristiku se povaZuje korelaéni koeficient
regrese veli¢iny &° na vektoru promé&nnych W. V piipadé
spravného modelu ma tato charakteristika ¥*(m(n + 1)/2)
rozd€leni.

6. Souhlas s pozadavky fyzikalniho smyslu
Parametry by mély mit fyzikalni smysl.



Postup tvorby nelinedarniho regresniho modelu

1. Navrh regresniho modelu.
Obvykle se pouziva néjaka fyzikalni nebo empiricka zavislost.

2. Odhadovani parametri.
K hledani minima kritéria regrese se uziva iterativnich algoritmu, kritérium
minima souctu ¢tvercu rezidul.

3. Posouzeni kvality odhadi.
Kvalita nalezenych odhadii se posuzuje dle jejich intervali spolehlivosti
nebo pouze jejich rozptylu D(b)).

Pii¢inou vysokych rozptyli parametru byva také piedCasné ukonceni
minimaliza¢niho procesu pied dosaZenim minima.




4. Grafické posouzeni vhodnosti modelu.
Graficka analyza rezidui vyuziva rozptylového grafu rezidui vs, predikce a
odhali:

a) odlehl¢ hodnoty,

b) trend v reziduich,

¢) nedostateCné stiidani znameénka u rezidui,

d) heteroskedasticitu.

K ovéreni normality rozd€leni rezidui se uziji rankitové grafy a vy¢isleni
koeficientu Sikmosti g,(e) a Spicatosti g,(e).




S. Zakladni statistické charakteristiky.

O piiblizeni modelu experimentalnim datiim informuje suma ¢tverct rezidui
v minimu U(b), ze které se vy¢isli rezidudlni rozptyl 6* = U(b)/(n - m).

Z U(b) je odvozen koeficient determinace D a regresm i rabat, 100 D [%].
D =1- ub) , kdey = — Ey,

E(yf - }",)2

Hamiltonuv R-faktor je definovan R-faktor = u(b) :

n

\ ;J"i

apro y =0 plati, Ze R’-faktor =1 - D a pro y # 0 pak plati vztah

Rfoktor = |1 -py-Q-Dny

N2
\ EJ’E

i=1

Hamilfontiv R-faktor ukazuje na rozdil mezi modelem
y = f{x, B) a modelem y = 0.



Mezi modely rozlisi Akaikovo informacni kritérium
AIC = - L(b) + 2m.
Optimalni je model, pro ktery je A/C minimalni. Plati pfitom

e v TS0 i .

H -




6. Regresni diagnostika.

Obsahuje pomiicky analyzy regresniho tripletu, . pro
kritiku dat, krittku modelu a kritiku metody.

Analyzou vlivnych bodu (vybocéujici pozorovani a extrémy) se
identifikuji body, které silné ovliviiuji odhadované parametry v modelu.

Pro aditivni modely méfeni a MNC jsou rezidua definovéana
vztahem &, = y. - fix, b).



B. Analyza vlivnhych bodu:

U linearnich regresnich modelii: je odhaleni vlivnych bodit VB pomoci
rezidui €, a prvkil P, projekéni matice
P=XX"X"X"

U nelinearnich regresnich modeli: je proto ticba
konstruovat matict P vztahem

P=JJ J'J
kde Jje Jakobian €ili derivaci modelové funkce podle jednotlivych parametri
v danych bodech. Komplikace je v tom, Ze jiz nelze vyjadiit odhady
parametru a rezidua jako linearni kombinaci experimentalnich dat.
Vychazi se proto z jednokrokov¢ aproximace odhadu b,

J'NJT, e

b, = b ,
“ 1 -P,

kde P; jsou prvky projekéni matice P.



Charakteristika DFS;; vyjadiuje vliv i-t¢ho bodu na odhad j-t¢ho

b, - b,
parametru dle vztahu DFS; = Y (V)

kde f{i je odhad rozptylu vy¢isleny pii vynechani i-tého bodu
.ﬁz
€
Ub) - -
= Z  kde V, znagi prvky matice ¥V = (J* J)'.
el |

2
o

Test: i-ty bod je vlivny, kdyZ je DFS, > 2/Vn.



Vlivné body VB lze identifikovat jednokrokovou aproximaci Jackknife

-~

e.

A I

rezidui dle vztahu €, = .
S 1 — Py

K vyjadfeni vlivu jednotlivych bodl na odhady parametri lze pouzit zmény
vektoru vychyleni &, pti vynechani i-t¢ho bodu nebo zmény stfedni hodnoty
i-t¢ho rezidua pii vynechani i-t¢ho bodu:




Mezi nelinearni miry vhivu i-tcho bodu na odhady parametri patfi
verohodnostni vidalenost

LD, = 2 [InL() - InL(b )]

U )
CUB) |

Do obou vztaht Ize dosadit bud’ odhady b, ur€en¢ regresi pii vynechani i-
té¢ho bodu, nebo b’ ,,, urcené z jednokrokové aproximace.

Test: Je-li LD, > y°, (2), je dany bod silné vlivny a & = 0.05.

a pro MNC je ve tvaru LD, = nln

(a) VB ovliviiuji odhady parametru a relativni vychyleni A,

(b) Charakteristiky zalozen¢ na aproximaci nelinearniho modelu neindikuyi
vZdy spravné pfitomnost VB.

(c) Nejlepsi indikac1 VB poskytuje LD,, protoze umoziuje indikact cel¢
skupiny vlivnych bodi, kde mize dojit k jejich vzajemnému "maskovani”.




7. Mapa citlivostni funkce.

U nelinearnich modell existuje fada komplikaci:
-necodhadnutelnost nékterych parametrt,
-existence minima funkce U(P) jen pro nékteré regresni modely,
-vyskyt lokalnich minim,
-existence sedlovych bodu, ovlivijicich kriterialni funkci U(P) a
-§patna podminénost parametrii v regresnim modelu.

Problémy lze indikovat analyzou normalizovanych citlivostnich

6fx, ) .
Cf(ﬂ - ﬂi & ﬁj J

L] o 1 Y m
koeficientit S

I = L o R

Pro vizualni posouzeni Spatn¢ podminénosti napt. multikolinearitou mezi
parametry 3, B, , se konstruuji citlivostni grafy zavislosti C,, a C,

Flid
nax,, i=1,..,nnebo zavislost normalizovanych citlivostnich koeficientu

pfimo na indexu i.



Citlivost regresnich modelt na zménu parametru f, vyjadiuje

F g b F ]. -
celkova citlivostni funkce C;, = — S

n =1

5fx, B)

5B,

2

ktera je nckonstantni pro nelineérni parametry 3, v modelu fix, f3).

Interpretace citlivostnich grafu parametru: kdyz jsou zavislosti C,,
na 3, v okoli bodii B, nebo b, ptiblizné konstantni, indikuje to malou citlivost
regresniho modelu ke zménam j-tého parametru, nebo je model fix, pB)

vzhledem k parametru [, linearni.



8. Predikéni schopnost modelu “cross-validation™:
Data se rozdéli na dvé podskupiny M, (s indexy i = 1, ..., int(n/2)) a M, (s
indexy i = int(n/2) + 1, ..., n).
Oznaci se:
odhady parametru z bodu podskupiny M, jako b(M,) a
odhady parametru z bodu podskupiny M, jako b(M,).
Predik¢ni schopnost modelu se vyjadii kritériem K

U(b)
Y b, - fx, AP + Y [y, - fix, BM)P

iEMi ."EM2

K =

HHHHH



Kritérium stredni kvadraticka chyba predikce

I n
MEP = — Y (v, - fix, by)} .
n i=1
Test: Cim je MEP niz§i, tim je model vérohodngj$i a mé lepsi predikéni
schopnost.

9. Souhlas s pozadavky fyzikalniho smyslu.

Na odhady parametri jsou kladena omezeni, vychazejici z fyzikalniho
smyslu. Odhady musi leZet v jisté piedpokladané oblasti (napi. koncentrace
v oblasti kladnych ¢isel, molarni absorp¢ni koeficienty € v oboru ¢isel 10 az
10°, konstanty stability log B, v oboru ¢isel 0 az 50 atd.).

Par
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